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Em diversas áreas do conhecimento, ainda é bastante comum recorrer à distribuição
normal (gaussiana) para modelar dados. Esse fato decorre em especial da facilidade de estimação
dos seus parâmetros, inclusive pelo uso do tradicional método dos mínimos quadrados.

Contudo, a frequência de dados reais com comportamento assimétrico e forte presença de
outliers torna inviável a modelagem estatística por meio da família locação-escala da distribuição
normal. Esse problema motivou o estudo de distribuições assimétricas e, independentemente,
das chamadas distribuições misturas de escala.

Em particular, destacamos a distribuição normal assimétrica multivariada definida em
[1] e as distribuições misturas de escala da família normal propostas em [5], que generalizam a
distribuição normal. Na sequência apresentamos a definição formal de cada uma.

Definição 0.1. Diz-se que um vetor aleatório p-dimensional Y segue uma distribuição normal
assimétrica p-variada e escrevemos Y ∼ SNp(µ,Σ,λ) quando sua f.d.p. é dada por

f(y; µ,Σ,λ) = 2φp(y; µ,Σ)Φ1(λTΣ−1/2(y− µ)), y ∈ Rp. (1)

Acima, denotamos por φp( . ; µ,Σ) a f.d.p. da distribuição normal p-variada com vetor
de médias µ (parâmetro de locação) e matriz de covariâncias Σ positiva definida (parâmetro
de escala) e por Φ1( . ) a f.d.a. da distribuição normal padrão univariada, em cujo argumento
figura o vetor λ como o parâmetro de assimetria. Observe que a distribuição normal p-variada é
obtida fazendo λ = 0.

Definição 0.2. Diz-se que um vetor aleatório p-dimensional Y segue uma distribuição mistura
de escala da família normal p-variada com vetor de locação µ e matriz de escala Σ quando sua
fdp é dada por

f0(y) =
∫ +∞

0
φp

(
y; µ,

Σ
u

)
h(u; τ )du, y ∈ Rp. (2)

Acima, a variável aleatória positiva U é denominada fator de escala com função de
probabilidade h dependendo de um hiper-parâmetro τ que foi associado ao peso nas caudas.
Note que a distribuição normal p-variada é obtida quando h é o delta de Dirac centrado em 1.



Após anos de pesquisa, surgiram algumas formas de se combinar as novidades trazidas
pelas duas distribuições anteriores, dentre as quais a recente proposta de [3]: as chamadas
distribuições misturas de escala assimétricas de normais (SSMN na sigla em inglês). Segue
adiante sua definição.

Definição 0.3. Um vetor aleatório Y p-dimensional segue uma distribuição mistura de escala
assimétrica da família normal e escreve-se Y ∼ SSMNp(µ,Σ,λ, τ ) quando sua f.d.p. é

f(y) = 2f0(y)Φ1(λTΣ−1/2(y− µ)), y ∈ Rp. (3)

Na expressão acima f0 é a f.d.p. dada em (2).

Essa nova classe combina os dois efeitos de assimetria e caudas pesadas, permitindo uma
modelagem flexível, mas se defronta com a dificuldade computacional na estimação de seus
parâmetros. A ideia inicial é a utilização da estimação por máxima verossimilhança (EMV),
mas sua efetiva implementação torna-se mais simples por meio do algoritmo EM proposto em
[2]. Para tanto, fez-se necessário enxergar as distribuições SSMN como uma classe de modelos
com dados incompletos a partir das representações dadas adiante.

Proposição 0.1. Dado Y ∼ SSMNp(µ,Σ,λ, τ ), temos que

Y d= µ + Σ1/2
(
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Acima, T0 ∼ N1(0, 1),T1 ∼ Np(0, Ip) e U ∼ H( . ; τ ) são estatisticamente independen-
tes. Tal representação estocástica gera a seguinte representação hierárquica para Y:

Y|T = t, U = u ∼ Np

(
µ + Σ1/2(uIp + λλT )−1λt,Σ1/2(uIp + λλT )−1Σ1/2

)
T |U = u ∼ TN[0,+∞)

(
0, u+ λTλ

u

)
U ∼ H( . ; τ ) (5)

Acima, TN[0,+∞) é uma distribuição normal truncada no intervalo [0,+∞) e H é sim-
plesmente a f.d.a. de U .

Mais especificamente, a estimação de todos os parâmetros desse modelo mostrou-se
possível através das versões modificadas do algoritmo EM apresentadas em [7] (ECM) e [6]
(ECME). Dada a complexidade envolvida na estimação do hiper-parâmetro τ , propôs-se em [3]
o uso da segunda versão.
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Observamos, no entanto, que para os três principais exemplos da classe de distribuições
SSMN encontrados na literatura (T-Student normal assimétrica, Slash normal assimétrica e
normal contaminada assimétrica) era factível adotar técnicas específicas capazes de acelerar o
processo de estimação.

Esse resultado foi consequência da possibilidade de construir explicitamente em cada
caso uma sequência de estimativas convergentes para a estimativa de máxima verossimilhança
do hiper-parâmetro por meio do uso do algoritmo ECM e não mais do ECME, tornando o
procedimento geral de estimação mais simples.

Na sequência apresentamos cada um dos exemplos mencionados, fazendo breve menção
à técnica apropriada a cada um deles.

Definição 0.4. Dizemos que um vetor aleatório p-dimensional possui distribuição T-Student
normal assimétrica e é escrito na forma Y ∼ STNp

(
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)
quando sua f.d.p. é dada por
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Em (6), tp
(
y; µ,Σ, ν

)
=

Γ
(
ν+p

2

)
(πν) p2 |Σ| 12 Γ

(
ν
2

) [1 + (y− µ)TΣ−1(y− µ)
ν

]− ν+p
2

é a expressão

da f.d.p. de uma distribuição T-Student p-variada com ν graus de liberdade.

Neste exemplo, usamos um método de aproximação presente em [8] para explicitar com
uma margem de erro aceitável a sequência de estimativas que converge para a estimativa de
máxima verossimilhança do parâmetro ν.

Definição 0.5. Dizemos que um vetor aleatório p-variado Y possui distribuição Slash normal
assimétrica e escrevemos Y ∼ SSNp
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)
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é da Slash simétrica.

Neste caso, estendemos uma mesma técnica de integração numérica utilizada em [5] para
a estimação do parâmetro ν na Slash simétrica para o contexto assimétrico.
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Definição 0.6. Denotamos um vetor aleatório p-dimensional com a distribuição normal con-
taminada assimétrica por Y ∼ SCNp

(
µ,Σ,λ, ν, γ

)
quando sua f.d.p. é definida para todo

y ∈ Rp da forma expressa a seguir:
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[
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(
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]
Φ
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1
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)
. (8)

Neste exemplo, o hiper-parâmetro assume a forma τ = (ν, γ) e caracteriza uma mistura
com fator de escala discreto.

A técnica empregada aqui para explicitar o hiper-parâmetro, também aplicada em [5] na
distribuição normal contaminada simétrica – obtida fazendo λ = 0 em (8), foi considerar tal
distribuição como uma mistura finita (conforme [4]) de duas normais assimétricas.

Em todos os casos, mostraremos que as técnicas adotadas aceleram de duas a três vezes
aproximadamente o processo de estimação e mantêm a consistência conforme ilustraremos em
estudos de simulação.
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