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RESUMO 

O empreendedorismo social é uma vertente econômica que vem crescendo ao longo dos anos. 

Visando suprir necessidades que nem sempre são atendidas pelo mercado tradicional, 

empreendedores sociais buscam solucionar problemas e ajudar a comunidade. Nesse campo, 

surge o microcrédito, que é uma forma de conceder empréstimos para a população que não 

consegue recursos em bancos convencionais. Para auxiliar no modelo de negócio do 

microcrédito, podem ser utilizadas as ferramentas de Machine Learning, que tratam os dados e 

fornecem saídas de grande valia para usuários e fornecedores. No entanto, a tecnologia em 

questão pode apresentar falhas que atenuam ainda mais as lacunas sociais, como é o caso do 

viés algorítmico. Diante disso, através de uma revisão bibliográfica e documental, com estudo 

de caso da instituição Kiva.org, serão avaliadas as possíveis formas de viés algorítmico na 

utilização de Machine Learning atrelada ao microcrédito, além de propor soluções baseadas em 

estudos prévios. Serão explicitadas as possibilidades de viés nas ferramentas do site, como 

formulário de inscrição, ferramenta de busca, tags e recomendações. Por fim, serão resumidas 

as possibilidades de viés em cada método de aprendizado, além de ressaltar a importância das 

ferramentas de Machine Learning para estudos futuros. 

 

Palavras-chave: Machine Learning, microcrédito, viés algorítmico. 

 

 

 



 

 

ABSTRACT 

Social entrepreneurship is an economic trend that has been growing over the years. Aimed at 

meeting needs that are not always addressed by the traditional market, social entrepreneurs seek 

to solve problems and help the community. In this field, microcredit emerges as a way to 

provide loans to people who cannot access conventional banks. To support the microcredit 

business model, Machine Learning tools can be used, which process data and provide valuable 

outputs for users and providers. However, the technology in question can have flaws that further 

exacerbate social gaps, such as algorithmic bias. Therefore, through a literature and 

documentary review, with a case study of the institution Kiva.org, possible forms of algorithmic 

bias in the use of Machine Learning linked to microcredit will be evaluated, as well as proposing 

solutions based on previous studies. The possibilities of bias in the website's tools, such as the 

application form, search tool, tags, and recommendations, will be explained. Finally, the 

possibilities of bias in each learning method will be summarized, highlighting the importance 

of Machine Learning tools for future studies. 

  

Keywords: Machine Learning, microcredit, algorithmic bias. 
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1. INTRODUÇÃO 

1.1 CONSIDERAÇÕES INICIAIS 

O presente trabalho tem como foco estudar as aplicações das técnicas de Machine 

Learning (ML) em empreendimentos sociais com atuação em microcrédito, evidenciando um 

possível viés algorítmico e suas formas de mitigação. O objetivo do estudo é fazer uma revisão 

bibliográfica que correlaciona conceitos de Data Science (DS), empreendedorismo social e viés 

algorítmico com conceitos de microcrédito. Serão avaliados estudos sobre os temas 

supracitados, para que seja feita uma relação entre eles, mostrando como os mesmos se afetam 

positiva e negativamente. Para isso, serão considerados quatro tipos de análise de Machine 

Learning, verificando a possibilidade de viés em cada um deles, e buscando por soluções que 

se apliquem no contexto do microcrédito. Os tipos de análise considerados foram aprendizado 

supervisionado, aprendizado não-supervisionado, aprendizado semi-supervisionado e 

aprendizado por reforço. 

Entrando no empreendedorismo social, é feita a apresentação de sua definição, citando 

as principais diferenças comparadas ao empreendedorismo tradicional. O termo empreender 

está ligado ao conceito de iniciativa, resolução de problemas, estímulo econômico e a busca por 

novas maneiras de solucionar problemas antigos (SCHAEFER, 2018). O empreendedorismo 

social é um ramo do mercado que é largamente conhecido como fonte de progresso e harmonia 

social, promovendo a inclusão, sendo fonte de empregos, criando valor social e auxiliando na 

luta contra a pobreza (PEREIRA, 2012). Para Dolabela (2008), empreender não é algo com 

base apenas na carreira e no mercado, mas sim que leva em consideração os valores do 

empreendedor, em sua visão de mundo e as relações sociais da sociedade no qual ele está 

inserido, o que ressalta o viés voltado para o surgimento do empreendedorismo social. 

Na esfera econômica do empreendedorismo social, temos ainda o conceito de 

microcrédito, que surge junto com a imagem de Muhammad Yunus, baseado no empréstimo de 

pequenas quantias para a população carente, de maneira adequada e sustentável (FEITOSA, 

2022). A geração de renda através do empréstimo de pequenas quantias, os microempréstimos, 

é uma forma de prover serviços financeiros para a população carente, fazendo-a capaz de gerar 

o autoemprego e a inserção na economia local, sendo um grande artifício para a redução da 

pobreza e das desigualdades sociais ao redor do mundo (LATIFEE, 2003). 

Paralelamente, temos as técnicas de Data Science, como Machine Learning (ML), que 

facilitam ainda mais a vida humana. Através de algoritmos computacionais, que solucionam 
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problemas por meio da segmentação e clusterização1, ML é um modo de lidar com dados 

eficientemente (MAHESH, 2020). No entanto, existem evidências de que há a possibilidade de 

intensificação das discriminações a partir do viés algorítmico. Tal viés pode ser intrínseco ao 

programador, que pode espelhar no código suas preferências e percepções, gerando algoritmos 

menos capazes de lidar com a diversidade, ou então causado pela maneira pela qual o código 

foi escrito, e também pelo propósito de criação do mesmo (DE CARVALHO, 2020). 

Os estudos abordados no presente trabalho são apenas alguns exemplos de como o 

microcrédito é capaz de ajudar uma parcela da população que carece de serviços financeiros de 

qualidade, e provam que, assim como já foi feito por Yunus (PEREIRA; ROLO, 2012), é 

possível ajudar muitos doando pouco. Além disso, também exemplificam como o 

empreendedorismo social, o microcrédito e Data Science são capazes de atuarem de maneira 

conjunta. 

Os três conceitos abordados se encontram dentro das áreas de atuação da Engenharia 

de Produção classificadas pela Associação Brasileira de Engenharia de Produção (ABEPRO). 

O conceito e as técnicas de Machine Learning podem se enquadrar em Inteligência 

Computacional, na área de Pesquisa Operacional, além de Gestão da Informação, do 

Conhecimento e da Tecnologia, no campo da Engenharia Organizacional. O empreendedorismo 

social, na vertente da redução das desigualdades sociais, atrelado ao microcrédito, abrange o 

lado da responsabilidade social da Engenharia de Produção, além de visar o desenvolvimento 

sustentável, que são subáreas da Engenharia da Sustentabilidade. Ademais, o 

empreendedorismo social também se enquadra na área da Engenharia Organizacional, com 

enfoque nas subáreas de Gestão Estratégica e Organizacional, Empreendedorismo e Gestão da 

Inovação (ABEPRO, 2008). 

1.2 JUSTIFICATIVA 

A pandemia gerou um contexto de intensificação e aceleração de uma desigualdade 

que ocorre há anos, e que tende a encontrar meios de reprodução e fortalecimento (BUTLER, 

2020). 

 
1
 A clusterização é uma maneira de identificar padrões e classificar os dados em grupos com as mesmas 

características (clusters) (PIMENTEL; DE FRANÇA; OMAR, 2003). Tal ferramenta permite entender e/ou extrair 

informações de um grupo de dados (OLIVEIRA,2008), que no presente trabalho tem relevância ao oferecer a 

possibilidade de identificação de pessoas que não possuem acesso aos serviços financeiros tradicionais. 
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Com o isolamento social e crise na maioria dos países, a população depende das 

políticas públicas adotadas pelos governantes, que podem vir a mitigar as desigualdades, ou 

então aprofundá-las. As desigualdades geradas são em diversas dimensões, como de gênero, 

geracionais, relacionadas à educação e ao mercado de trabalho (VOMMARO, 2021). No âmbito 

educacional, por exemplo, temos alunos em ambientes precários, sem acesso a recursos físicos 

e tecnológicos, às escolas e seus benefícios, além de professores sobrecarregados e gastando 

além de seus salários para conseguir dar aulas (NUÑES, 2020). 

Como identificado por Butler (2020), a desigualdade não é uma realidade recente, e é 

possível apontar alguns fatores que levaram a sociedade até o cenário atual. A última década 

foi repleta de mudanças, rupturas e avanços causados pelo desenvolvimento dos países e suas 

populações. No entanto, para conseguir concretizar tais avanços, a sociedade exerceu grande 

pressão sobre o planeta, levando-o ao limite. A situação vivida com a Covid-19 é apenas o mais 

recente exemplo de que a busca pelo crescimento a qualquer custo pode desregular o 

ecossistema, trazendo grandes consequências para aqueles que o habitam (UNDP, 2020). 

Ainda de acordo com o relatório elaborado pelo UNDP (2020), observam-se países 

com Índice de Desenvolvimento Humano (IDH) 0,957, enquanto outros estão na faixa de 0,394, 

conforme exposto na Tabela 1. Pelas definições contidas no relatório, o IDH é um índice que 

mede o desempenho médio de um país em três dimensões básicas: vida longa e saudável, 

conhecimento e condições de vida decentes. 

 

Tabela 1- Ranking de IDH, países selecionados 

País Índice de Desenvolvimento 

Humano (IDH) 

Posição no Ranking 

Noruega 0,957 1 

Suíça 0,955 2 

Irlanda 0,955 3 

México 0,779 76 

Ucrânia 0,779 78 

Brasil 0,765 84 

Iraque 0,674 123 

Índia 0,645 130 

Uganda 0,544 160 

Nigéria 0,539 161 

Niger 0,394 188 

Fonte: Adaptado de UNDP, 2020 
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Corroborando com os dados do UNDP, foi relatado no World Inequality Report 2022, 

realizado pelo World Inequality Lab, que os níveis de desigualdade hoje se assemelham aos do 

imperialismo ocidental do século 20, indicando que o mundo não conseguiu superar os 

problemas que foram herdados do século 19. Tais fatos mostram que existe uma grande 

desigualdade nas condições de vida entre os países, e que ainda temos um longo caminho até 

conseguirmos mitigar as desigualdades existentes (WORLD INEQUALITY LAB, 2022). 

Entrando no contexto de desigualdades e desafios globais, a ONU surge com uma 

proposta de reunir os países e tentar mudar o curso da história. Dentro dessa proposta, nasce a 

Agenda 2030 e os 17 Objetivos de Desenvolvimento Sustentável (ODS), que incluem ações na 

esfera da erradicação da pobreza, promoção do bem-estar social, mudanças climáticas e 

preservação do meio ambiente. Dentro dos ODS, existem 169 metas que auxiliam na avaliação 

do sucesso do cumprimento dos mesmos (FAGUNDES; ZEIFERT; SIQUEIRA, 2020). A 

Figura 1 faz uma resumida exibição dos 17 ODS elaborados pela ONU. 

 

Figura 1 - Os 17 ODS 

 

Fonte: Adaptado de ONU, 2015 

 

No que tange ao assunto do presente estudo, temos o ODS 10, com a seguinte descrição 

“Reduzir a desigualdade dentro dos países e entre eles”, que é dividido em diversas metas, 

incluindo assuntos como inclusão política, econômica e social, adoção de políticas fiscais e 

salariais, aprimoramento da regulamentação de mercados e instituições financeiras e fomento 

ao desenvolvimento e o fluxo financeiro em Estados de maior necessidade (ONU, 2015). 
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Para contextualizar os assuntos ao cenário brasileiro, pode-se citar o 3º Mapa de 

Negócios de Impacto, elaborado pela Pipe Social, que indica um total de 34% das empresas 

mapeadas tendo como visão o Objetivo de Desenvolvimento Sustentável (ODS) 10, que é 

voltado para a redução das desigualdades sociais, enquanto 35% objetivam o ODS 8, o de 

promover o desenvolvimento econômico e trabalho decente (PIPE SOCIAL, 2021). No 2º Mapa 

de Negócios de Impacto, 30% das empresas buscavam atuar no ODS 10, enquanto 31% 

objetivavam o ODS 8 (PIPE SOCIAL, 2019). Tais dados mostram que os empreendedores vêm 

se preocupando cada vez mais com as questões sociais intrínsecas a pobreza e o acesso ao 

sistema financeiro, o que é uma tendência para o futuro (PIPE SOCIAL, 2021). 

Com isso, é possível perceber que é de interesse global conseguir atingir um nível 

mínimo de desigualdade, contando com a cooperação internacional para a promoção de 

condições satisfatórias de bem-estar, qualidade de vida e dignidade humana, contribuindo para 

elos pacíficos entre as nações (KRITSKI BÁEZ, 2020). 

No contexto das desigualdades, a inclusão financeira e o acesso aos serviços 

financeiros podem ser uma estratégia para a redução da pobreza, e o microcrédito entra nesse 

cenário como facilitador. Através dos microempréstimos, que não exigem grandes garantias e 

são menos burocráticos, a população que antes não era inserida economicamente, passa a 

exercer um papel duplo na economia, como produtor e consumidor, impulsionando os negócios 

locais e reduzindo a pobreza em escalas regionais (CERNEV; PROENÇA, 2016). Com o 

auxílio da tecnologia, o microcrédito pode ser escalado de maneira global, conectando 

investidores a credores de maneira simples e eficiente, como é o caso da instituição Kiva.org 

(CHOO et al., 2014) 

Com o avanço e propagação da Internet e de tecnologias correlacionadas, o número de 

informações disponíveis se mostra cada vez maior. No entanto, a informação só se torna útil 

quando tratada de maneira correta, sendo capaz de trazer ativos valiosos para quem as recebe. 

Diante disso, surgem as técnicas de Data Science (DS) que, através da junção de teorias de 

diversas áreas, como matemática, estatística, lógica, engenharia etc., é capaz de auxiliar de 

maneira inteligente na tomada de decisões. 

Entre as técnicas de DS, existem aquelas de ML, que permitem ganhos em inovação, 

produtividade e redução de custos, ao possibilitarem a manipulação de informações e utilização 

das mesmas, sendo grandes aliadas das empresas privadas e governamentais (DOS PASSOS, 

2016). Entretanto, tal avanço também pode trazer consequências negativas, ao conter um viés 

algorítmico que transmita preferências e preconceitos de grupos sociais específicos. O 

comprometimento dos códigos, dado pelas saídas imparciais e comprometidas, implica em 
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questões éticas e discriminatórias, afetando a capacidade da ferramenta de mostrar saídas 

baseadas apenas nos dados inseridos, resultando em informações distorcidas da realidade que 

se baseiam nas opiniões pessoais do programador e dos usuários (ALVES; ANDRADE, 2021). 

Trazendo o tema para o contexto brasileiro, pode-se citar novamente os estudos feitos 

pela Pipe Social. De acordo com o 3º Mapa de Negócios de Impacto, oito em cada 10 

empreendedores utilizam tecnologias inovadoras em seus negócios, sendo 31% enquadradas 

em Big Data, ramo que engloba Machine Learning (PIPE SOCIAL, 2021). Os algoritmos de 

ML são altamente interdisciplinares, sendo capazes de classificar e achar padrões escondidos 

nos dados (OSISANWO, 2017), como será detalhado nos capítulos seguintes. 

Já no campo de DS, técnicas de ML vêm sendo utilizadas em diversos campos, o que 

resulta em cada vez mais aplicações relacionadas aos campos social, ético e de privacidade. 

Com isso, as dúvidas quanto à imparcialidade dos códigos têm sido intensificadas, juntamente 

com as soluções para deixar as decisões mais claras e menos imparciais. O viés vai além de 

apenas uma falha no código, pois pode refletir discriminações sociais sérias, como racismo, 

preconceito relacionados à orientação sexual, xenofobia e exclusões de gênero ou de condição 

social, por exemplo. Sendo assim, a busca por soluções que mitiguem o viés algorítmico é de 

extrema importância para gerar soluções justas e éticas (ALVES; ANDRADE, 2021). Alguns 

exemplos práticos de vieses nos códigos de ML serão explicitados no capítulo 3. 

Para entender como o viés algorítmico pode ser aplicado ao microcrédito, é importante 

ressaltar que hoje em dia existem diversas plataformas online que trabalham com a prática dos 

microempréstimos, como Kiva, Prosper e LendingClub. No caso da plataforma Kiva, por 

exemplo, o modelo de negócio é baseado no financiamento coletivo, no qual uma pessoa que 

deseja financiar uma iniciativa entra no site e consegue encontrar negócios de diferentes países 

e de diferentes ramos. O financiamento usualmente ocorre com um grupo de pessoas 

emprestando o dinheiro até que a meta do projeto seja atendida. No entanto, existe uma 

problemática acerca do alcance de determinados projetos apresentam, visto que o algoritmo do 

site se baseia em escolhas anteriores do usuário, fazendo com que muitas vezes os resultados 

das buscas sejam enviesados e excluam certos países, gêneros e tipos de negócios em específico. 

Em algoritmos utilizados para a promoção do microcrédito, o viés pode ocorrer ao favorecer 

empréstimos a usuários recorrentes e confiáveis de crédito, deixando em segundo plano os 

novos usuários, ou então quando os anúncios de novos empreendimentos para financiamento 

são exibidos a partir do histórico de doações do usuário, podendo exibir uma tendência baseada 

em pré-conceitos do mesmo (SARKAR;ALVARI, 2020). 
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1.3 ESCOPO DO TRABALHO  

O estudo em questão apresenta como objeto de pesquisa modelos de ML que são 

utilizados no microcrédito. Foram avaliados modelos já classificados previamente por diversos 

autores de estudos e artigos entre os quatro tipos de aprendizado de máquina, conforme 

explicitado no capítulo 2. Foram alvo do estudo materiais já publicados devido à dificuldade de 

acesso aos códigos utilizados por empreendimentos sociais de microcrédito, além do fato de 

que alguns dos dados sensíveis e sofrem sigilo empresarial. Os códigos avaliados já se 

encontravam classificados, de modo que foram evidenciadas apenas suas características que se 

enquadram nas técnicas de aprendizado, não tendo sido necessária realização da classificação 

no presente trabalho.   

Além disso, são exibidos modos de viés algorítmicos e suas consequências na 

sociedade, com o enfoque para a problemática enfrentada na área do microcrédito. A finalidade 

é realizar uma interseção entre os três temas de interesse: ML, empreendedorismo social e viés 

algorítmico.   

Grande parte dos materiais analisados foram publicados entre 2017 e 2021, 

evidenciando a atualidade do assunto. No entanto, também há a presença de estudos em 

períodos anteriores, entre 2004 e 2016, o que pode indicar que o assunto perpetua entre os anos, 

e se renovando com as problemáticas do período no qual estão inseridos. Todavia, é importante 

destacar que o cerne dos estudos não se distingue devido à variação nas datas de publicação. 

Durante a pesquisa foi possível perceber a escassez de materiais que relacionem o microcrédito 

às técnicas de ML, além da falta de aplicações das ferramentas no microcrédito no Brasil. 

Ademais, não foram analisados os códigos de sites utilizados como exemplo, por serem dados 

sensíveis e não disponibilizados pelas instituições. 

Sendo assim, a questão de pesquisa principal é: Como os mecanismos de ML aplicados 

em contextos de microcrédito podem ser afetados pelo viés algorítmico, e como as empresas 

podem lidar e solucionar esses problemas? 

1.4 ELABORAÇÃO DOS OBJETIVOS 

O trabalho tem como objetivo geral identificar os riscos e as potenciais soluções para 

situações de viés algorítmico em projetos de microcrédito que utilizam Machine Learning. 

Além disso, o trabalho apresenta os seguintes objetivos específicos:  
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- Definir os conceitos relacionados ao empreendedorismo social e Machine Learning, 

e fazer um recorte de como os mesmos podem reduzir as desigualdades sociais através do 

microcrédito; 

- Identificar o papel do microcrédito dentro de iniciativas de empreendedorismo social; 

- Classificar possíveis formas de viés algorítmico em processos de Machine Learning 

- Descrever métodos de aprendizado adotado por sistemas de Machine Learning; 

- Avaliar como cada método de aprendizado de ML pode ser usado para prevenir viés 

algorítmico. 

1.5 DEFINIÇÃO DA METODOLOGIA 

A metodologia do presente trabalho foi baseada na classificação de Gil (2010), 

analisando os métodos, instrumentos de pesquisa, abordagem e objetivos. 

Por se tratar de uma análise de estudos já publicados e elaboração de uma hipótese da 

classificação dos mesmos, tornando o assunto mais explícito e familiar ao leitor, a pesquisa 

apresenta um caráter exploratório. Além disso, ao caracterizar os modelos de ML, 

empreendedorismo, viés algorítmico e explicitar o conceito de microcrédito, também pode-se 

dizer que a pesquisa apresenta caráter descritivo. Diante disso, de acordo com a classificação 

dos métodos de pesquisa de Gil (2010), a pesquisa em questão é uma combinação entre pesquisa 

exploratória e pesquisa descritiva. 

Como explicitado no escopo do trabalho, serão avaliadas ferramentas de ML aplicadas 

ao microcrédito, além de buscar por possíveis soluções para o viés algorítmico, levando em 

consideração os estudos já existentes. Com isso, serão analisadas diversas publicações e 

materiais teóricos, o que permite um conhecimento amplo e detalhado de objetos, se 

enquadrando na modalidade bibliográfica (GIL, 2010). 

Além disso, serão avaliadas as características do site Kiva.org, como exemplificação 

das informações analisadas, sendo considerado como estudo de caso (GIL, 2010). 

Por fim, é um trabalho de natureza aplicada que, segundo Gil (2010), visa solucionar 

questões no âmbito social que o pesquisador está inserido, como é o caso do empreendedorismo 

social e o microcrédito na redução das desigualdades sociais. 

1.6 ESTRUTURA DO TRABALHO 

O presente trabalho é constituído por quatro capítulos, cuja estrutura é descrita abaixo. 
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O primeiro capítulo é composto pela introdução, contendo o tema definido, as 

justificativas para sua escolha, além da definição da problemática e a escolha da metodologia. 

No capítulo 2 é exposta a revisão bibliográfica, que contextualiza os temas 

empreendedorismo social e Data Science aplicados a redução das desigualdades sociais, como 

microcrédito e Machine Learning. Para entender como os conteúdos tratados se interligam, é 

importante conhecer o que é o microcrédito, e como o mesmo consegue reduzir as 

desigualdades sociais. Para isso, no presente trabalho é feita uma breve conceituação, com forte 

enfoque na figura de Yunus, além da apresentação de exemplos de sucesso que reforçam a 

importância do artifício financeiro em questão. 

O capítulo 3 é destinado à descrição da pesquisa e da metodologia adotada no trabalho. 

Já no capítulo 4 são expostas as conclusões acerca do assunto estudado e discutido. 
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2. EMPREENDEDORISMO SOCIAL, MICROCRÉDITO DATA SCIENCE E 

CONCEITOS CORRELATOS 

2.1 EMPREENDEDORISMO SOCIAL 

2.1.1 DEFINIÇÃO DE EMPREENDEDORISMO SOCIAL 

Em um cenário no qual o Estado não consegue acompanhar as mudanças da sociedade 

e solucionar plenamente os problemas gerados pelas mesmas, principalmente no campo 

econômico, emergem iniciativas que partem da própria sociedade civil, dando margem para o 

empreendedorismo social (PARENTE, 2011). 

As organizações sem fins lucrativos, que usualmente ficavam responsáveis por 

identificar as demandas sociais e resolvê-las, perceberam uma oportunidade de preencher as 

lacunas orçamentárias e passaram a transformar suas atividades em um negócio que trouxesse 

retorno financeiro. Cada parte do mundo abordou o empreendedorismo social de uma maneira 

diferente, percebendo os hiatos do mercado tradicional e criando um novo nicho. Na Ásia, pode-

se citar, novamente, Muhammad Yunus e o Gramming Bank (MACHADO, 2020). Hoje em 

dia, ser um empreendedor social significa focar em solucionar problemas da comunidade, 

visando minorias que não são assistidas pelas ações governamentais ou não-governamentais, 

mas compactuando com o caráter inovador e dinâmico dos negócios empreendedores 

(PARENTE, 2011).   

Pode-se definir teoricamente empreendedorismo como “análise de como, por quem e 

com que efeitos, as oportunidades para criar bens e serviços futuros são descobertas, avaliadas 

e exploradas” (SHANE e VENKATARAMAN, 2000, p. 218). Diferentemente do conceito 

citado na frase anterior, que é mais genérico para empreendimentos como um todo, o 

empreendedorismo social se baseia na inovação e na geração de valor (financeiro e humano) 

para o empreendedor e para a comunidade. Sua principal diferença com o empreendedorismo 

tradicional é a finalidade, ou seja, no objetivo principal (PARENTE, 2011). 

No caso do empreendedorismo tradicional, ele foca na acumulação de capital e lucro, 

enquanto no empreendedorismo social o foco é na geração de valor social, isto é, o objetivo é 

impactar e impulsionar a sociedade (PARENTE, 2011). Empreender socialmente pode ser 

entendido como levar as práticas empresariais para o campo da resolução de problemas sociais, 

utilizando de conceitos da inovação para buscar por soluções que o governo não consegue 

encontrar (MACHADO, 2020). Além disso, para se diferenciar de uma ONG, pode-se 



22 

 

considerar um empreendimento social uma organização na qual se obtém lucro, porém este é 

reinvestido em seus projetos sociais (CRUZ, 2012).    

 Existe uma discussão acerca do conceito de empreendedorismo social, visto 

que muitos teóricos entendem que o lucro deveria desqualificar uma organização de se 

enquadrar em tal ramo. No entanto, existe uma outra classe de pesquisadores, incluindo 

Muhammad Yunus, com a visão de que o lucro não exclui o lado social de um empreendimento, 

desde que seu objetivo primário seja o social (CRUZ, 2012). 

Diante disso, pode-se definir o empreendedorismo social como um processo de 

diversas dimensões, que envolvem o lado empreendedor tradicional e o lado social, como a 

capacidade de julgamento e percepção das oportunidades de mercado, atreladas ao 

comprometimento com a sociedade, como pode ser identificado na Figura 2 (CRUZ, 2012): 

 

Figura 2 - Teor multidisciplinar do empreendedorismo social 

 

 

Fonte: Cruz (2012) 

 

A esfera da “Identificação de Oportunidade Social” representa a capacidade do 

empreendedor de reconhecer e tirar proveito das situações na qual ele se encontra, descobrindo 

negócios potenciais. “Empreendedoramente Virtuoso” é o adjetivo que relaciona o 

empreendedorismo social à criação de valor para a sociedade na qual está inserido, 

demonstrando engajamento e dedicação a sua missão. Já os adjetivos “Tolerância ao Risco, 
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Capacidade Inovadora, Proatividade e Capacidade de Julgamento” se encontram em seu caráter 

literal (CRUZ, 2012). 

Vale ainda ressaltar que, como já dito por Bornstein (2007), para se tornar um 

empreendedor social não é preciso ser alguém extraordinário, capaz de salvar o mundo. É 

preciso ter uma bagagem, capacidade de enxergar oportunidades usualmente invisíveis e, 

principalmente, engajamento com a sociedade na qual se está inserido. 

Com as mudanças que o mundo dos negócios vem sofrendo, pode-se observar a 

tendência de surgimento de novos modelos de negócio que podem acabar transformando as 

organizações e a estrutura das comunidades. Nesse contexto, a importância da sustentabilidade 

em seu âmbito social, econômico e ambiental está cada vez mais em evidência (ÁVILA, 2016). 

Diante disso, é possível citar a eclosão dos negócios de impacto social, que têm como 

principal característica a interseção entre o retorno econômico e o impacto social positivo 

(ÁVILA,2016), que acaba por ser sua principal distinção entre os negócios tradicionais 

(BRANDÃO; ÁRIDA;CRUZ, 2014). 

Pode-se definir negócio de impacto social como uma organização economicamente 

rentável, que seja capaz de atingir positivamente a população de baixa renda, seja através da 

oferta de produtos e serviços a preços acessíveis, ou então através da inserção da mesma no 

mercado de trabalho, gerando emprego e renda. Assim como no empreendedorismo social, 

existe a característica de ser um modelo de negócio autossustentável, com a transformação 

social como foco principal (BRANDÃO; ÁRIDA;CRUZ, 2014). Para Scherer (2014), para se 

enquadrar em um negócio de impacto, uma organização deve introduzir a população de baixa 

renda na cadeia de valor, gerando empregos e renda. 

Todavia, para outros autores como Yunus (2010), Kerlin (2009) e Naigeborin (2010) 

negócios de impacto social são uma categoria dentro do empreendedorismo social, 

considerando-os como iniciativas que são rentáveis economicamente e utilizam artifícios para 

melhorar a qualidade de vida da população (VIEIRA, 2019). 

No presente trabalho, será utilizada a classificação mais ampla, na qual negócios de 

impacto social são uma categoria dentro do empreendedorismo social, além de dar enfoque em 

empreendimentos sociais voltados para o acesso a serviços financeiros, mais especificamente 

ao microcrédito. 

2.1.2 EMPREENDEDORISMO SOCIAL NO MICROCRÉDITO 

O empreendedorismo social vem surgindo como um fenômeno, como uma maneira de 

combater a pobreza, as desigualdades sociais e de reduzir os impactos negativos causados ao 
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meio ambiente. Nesse contexto, pode-se perceber que os empreendimentos sociais têm sido 

capazes de mudar e aprimorar socialmente as zonas nas quais estão inseridos (BOSE, 2012). 

É possível definir o desenvolvimento social em três esferas: a esfera dos direitos civis 

e políticos, a dos direitos socioculturais e econômicos e a dos direitos relacionados ao meio 

ambiente e ao desenvolvimento coletivo (BOSE, 2012). Com isso, o principal objetivo dos 

empreendimentos sociais é promover a equidade social, reduzindo ao máximo as desigualdades 

e buscando potencializar os benefícios para a população mais carente (SACHS, 2004). 

Um exemplo do empreendedorismo social atrelado ao microcrédito é o site Kiva.org. 

O site é baseado no financiamento coletivo através de micro empréstimos, com o objetivo de 

quebrar as fronteiras do financiamento tradicional e da distância geográfica. Através da 

plataforma, estudantes conseguem pagar por seus estudos, mulheres empreendedoras 

conseguem abrir seus negócios e fazendeiros conseguem investir em técnicas e maquinários 

para aprimorar seus negócios. O site, até dezembro de 2022, permitiu o financiamento de 1,82 

bilhões de dólares, para 79 diferentes países, e a união de 2,1 milhões de credores a 4,5 milhões 

de pessoas que precisavam de financiamento (KIVA.ORG, 2022). 

A instituição Kiva apresenta dois principais meios de obter receita. O primeiro é 

através de uma taxa opcional no empréstimo, na qual o credor escolhe doar a mais do que o 

necessário para o empréstimo. Se o usuário pretende doar $100,00, existe a opção de doar 10% 

a mais, por exemplo, resultando em um total de $110,00 finais. Isso ocorre pois o valor dos 

empréstimos é 100% convertido para os microempreendedores e para a compensação dos 

credores. A segunda forma de receita é referente aos juros acumulados nas contas bancárias. 

Como o Kiva recebe valores de todo o mundo e deposita os valores em contas bancárias, esses 

valores estão sujeitos a taxas de lucro, que são destinadas para pagamento das despesas 

essenciais ao funcionamento da empresa. Além disso, o Kiva cobra uma taxa trimestral para as 

instituições financeiras parceiras que administram os fundos da organização (FLANNERY, 

2007).  

A interface gerada pelo empreendedorismo social, os negócios de impacto social e as 

redes socioeconômicas podem e vêm contribuindo cada vez mais para o desenvolvimento e a 

gestão das comunidades. A autonomia que empreender agrega a causa social viabiliza decisões 

horizontais, trocas saudáveis e o sentimento de solidariedade, que tendem a potencializar o 

impacto e democratizar o enfrentamento de demandas sociais (DA SILVA; MOURA; 

JUNQUEIRA, 2015). 

A restrição total ou parcial da população ao sistema financeiro é um dos muitos fatores 

que aprofundam a pobreza de uma sociedade, consequentemente, contribuindo para ampliar as 



25 

 

desigualdades sociais. O acesso aos serviços financeiros tradicionais, usualmente, apresenta 

custos elevados e pré-requisitos inalcançáveis para a parcela mais carente da população, se 

tornando algo que não atende as verdadeiras necessidades de quem realmente precisa do sistema 

financeiro. Com isso, fazem-se necessárias alternativas que fogem dos padrões pré-

estabelecidos, e uma delas é o microcrédito (CERNEV; PROENÇA, 2016). 

Nesse contexto, surge a figura de Muhammad Yunus, que se dedicou a minimizar a 

pobreza através do microcrédito, criando o Grameen Bank (ESTY,2011). O Grameen Bank foi 

pioneiro ao relacionar a concessão de crédito à concessão de empréstimos para pessoas pobres. 

Atendendo mais de 2,6 milhões de usuários, permite o acesso a melhores condições de vida, 

além de oportunidades de lutar por uma vida mais digna. O Sistema criado por Yunus, que hoje 

é amplamente utilizado ao redor do mundo, é flexível e age em diversas dimensões, impactando 

a vida das pessoas no âmbito social, político e econômico (LATIFEE, 2003). 

Microcrédito é uma forma de concessão de empréstimos de pequeno valor, na casa dos 

US$ 100, tendo como público alvo pequenos empreendedores informais, microempresas, 

pessoas pobres, principalmente mulheres rurais de baixa renda, com pouco acesso ao sistema 

financeiro convencional. Usualmente, os valores são utilizados para geração de renda focada 

na economia informal (RAHMAN; ELAHI, 2006). Tal forma de concessão é importante pois 

democratiza o acesso à renda, movimentando uma parcela da economia que, sem esse apoio, 

seria inativa (CERNEV; PROENÇA,2016). O microcrédito se dá quando uma organização 

disponibiliza de maneira ágil a concessão de crédito para a população carente, com maneiras 

alternativas de garantia de pagamento, diferindo do modelo de financiamento tradicional. O 

principal foco é no mercado local, investindo em pequenos empreendedores, que são fidelizados 

a partir da liberação de mais crédito de acordo com a boa relação com a instituição. As taxas de 

juros cobradas são baixas, e os clientes são integrados através de agentes de crédito, gerando 

comprometimento mútuo entre ambos os envolvidos (RIBEIRO,2009). 

Uma das principais diferenças entre o microcrédito e o serviço financeiro tradicional 

é que, ao invés de oferecer garantias como imóveis e títulos, para ser apto a receber o 

empréstimo, o cidadão precisa fazer poupanças regularmente (RAHMAN; ELAHI, 2006). 

Na visão de Yunus, o crédito é um dos direitos básicos do ser humano, contribuindo 

para promover e alcançar condições de vida dignas. Permitir o acesso ao sistema financeiro 

pode acarretar na quebra do ciclo vicioso da pobreza, gerando renda, autoemprego, saúde, bem-

estar e educação. É uma forma de diminuir a perpetuação das desigualdades sociais, acarretando 

no empoderamento de comunidades e, consequentemente, reduzindo vulnerabilidades 

intrínsecas (LATIFEE, 2003). 
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O microcrédito, no contexto social, emerge como uma possibilidade de transformar a 

realidade de milhares de pessoas em situação de pobreza ao redor do mundo. Ao oferecer micro 

empréstimos de maneira simples e menos burocrática para financiamento de negócios, dentre 

outros fins, estimula a geração de renda e empregos (SEGATTO; DIÓGENES; BISCAIA, 

2012). 

Em Bangladesh, no ano de 1982, Yunus iniciou sua jornada nos micro empréstimos 

com um valor de US $27,22 concedidos a 42 pessoas, mostrando que era possível emprestar 

pouco para muitos. Com isso, Yunus ganhou o Prêmio Nobel da Paz em 2006, e o Grameen 

Bank está presente em mais de 57 países (SEGATTO; DIÓGENES; BISCAIA, 2012). Ao 

emprestar a pequena quantia ao grupo de 42 mulheres, Yunus concluiu que pessoas carentes 

assumem e cumprem seus compromissos mesmo sem as garantias dos sistemas de crédito 

tradicionais, e que o acesso ao financiamento é imprescindível para uma sociedade se 

desenvolver sustentavelmente (PEREIRA; ROLO, 2012). 

O acesso ao sistema financeiro representa algo que contribui para que o indivíduo 

esteja apto a se desenvolver e entender o seu potencial e o seu papel dentro de uma comunidade. 

Estudos recentes mostram fortes indícios de que o microcrédito auxilia no acesso aos bens de 

consumo, à construção de ativos, à educação e saúde de qualidade (LATIFEE, 2003). 

No Brasil, o microcrédito vem crescendo através de ONGs, Cooperativas de Crédito, 

Organizações da Sociedade Civil de Interesse Público, Sociedades de Crédito ao 

Microempreendedor, programas de bancos oficiais, dentre outros (SEGATTO; DIÓGENES; 

BISCAIA, 2012). De maneira diferente aos demais países na qual as iniciativas do micro 

empréstimo partem da própria esfera civil, o microcrédito no Brasil tem partido de iniciativas 

públicas e/ou governamentais, estimulando o fornecimento de crédito à população de baixa 

renda (RIBEIRO,2009). De acordo com um estudo de caso realizado no Banco Comunitário 

Muiraquitã, a aplicação do microcrédito foi uma prática bem-sucedida, visto que a fração dos 

credores prósperos cresceu anualmente. Além disso, foi adotada uma política de troca de lixo 

pela moeda Muiraquitã e, no período do estudo, uma quantidade próxima de 10 toneladas de 

lixo foi reciclada. Ou seja, se aplicado de maneira adequada à sociedade, o microcrédito pode 

ir além da solução financeira, e pode afetar as soluções socioambientais (SEGATTO; 

DIÓGENES; BISCAIA, 2012). 

É válido ressaltar que o microcrédito vai além de pequenos empréstimos. Com o 

microcrédito, a população pobre tem acesso a uma rede de cooperação entre microempresários, 

impulsionando o comércio local, gerando ajuda mútua para superação da pobreza e exclusão 

socioeconômica. É importante destacar, também, que o microcrédito pode se desenvolver como 
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um negócio social (cooperativas e sociedades de crédito) ou como outras formas de 

organização, como ONGs e bancos públicos (PEREIRA; ROLO, 2012). 

Um exemplo de como o microcrédito pode contribuir para a comunidade é a moeda 

social Mumbuca, originária do município de Maricá. O investimento da prefeitura começou 

com moeda física, e se tornou uma moeda digital. Em seis meses de aplicação do projeto, já 

haviam 7.576 beneficiários, que recebiam uma quantia de R$70,00 que deveria ser reinvestida 

no comércio local, fortalecendo a dinamização da economia do município (CERNEV, 2019). 

Além disso, no Brasil, temos experiências como o Banco da Mulher, com apoio da 

UNICEF, que é filiado ao Women’s World Banking que, até meados de 2001, movimentou 

cerca de 9 mil créditos, valor equivalente a cerca de R$6,7 milhões. Pode-se citar também o 

VIVACRED, iniciativa do movimento Viva Rio, concedendo crédito a microempreendedores 

do Rio de Janeiro, totalizando mais de R$14 milhões até o final de 2001 (SIQUEIRA FILHO, 

2005). 

Pode-se evidenciar, também, a atuação governamental, que fomenta o microcrédito 

em escalas municipais e estaduais, juntamente com iniciativas privadas, concedendo crédito 

diretamente ao tomador. Tais iniciativas são conhecidas popularmente como “Bancos do Povo”. 

Vale destacar a mais antiga rede de microcrédito do país, o sistema CEAPE, que atua em 13 

estados brasileiros. O sistema é coordenado pelo CEAPE Nacional, que concede crédito e 

capacitação a microempreendedores locais (SIQUEIRA FILHO, 2005). 

2.2 DATA SCIENCE 

2.2.1 CONCEITO 

Data Science, ou ciência de dados, é um termo que se tornou popular nos últimos anos. 

Mais do que a busca por uma definição exata do que DS faz, o foco atual é no que se consegue 

usufruir da mesma e qual é a sua constituição (ZHANG, 2021). A crescente geração de dados 

em tempo real e seu fluxo constante criou o desafio de descobrir o que pode ser feito com os 

mesmos, como aproveitá-los e aplicá-los utilizando seu máximo potencial. É na resolução desse 

desafio que entra DS (CURTY, 2016). 

De acordo com Van Dyk (2015), existem três princípios básicos para Data Science: 

1.  gerência, agrupamento, organização e transformação de banco de dados; 

2. utilização de ferramentas estatísticas e ML para transformar os dados em 

conhecimento e; 
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3. necessidade de infraestrutura computacional para realizar as análises de dados. 

Pode-se dizer que Data Science é um modelo computacional para se descobrir padrões. 

Ou seja, é um sistema capaz de reconhecer regularidades, repetições e acumulação de 

elementos. Conhecer os padrões de mercado, por exemplo, é uma grande ferramenta de apoio 

à decisão, que vem sendo largamente utilizada e que cada vez ganha mais valor agregado 

(CAVIQUE, 2014). 

Para Stanton (2012), Data Science envolve identificar, coletar, tratar, transformar e 

analisar grandes volumes de dados, que na grande maioria das vezes é heterogênea. Para isso, 

é preciso identificar as ferramentas mais adequadas para análise dos dados, além de como os 

resultados devem ser interpretados e exibidos para quem os interessa (CURTY; SERAFIM, 

2016). 

Além de saber atuar nas ferramentas e sistemas, um cientista de dados precisa ter 

habilidades e conhecimentos como modelagem de dados, pensamento analítico/lógico, 

linguagem de programação, banco de dados, plataformas Open Source (código aberto), 

visualização de dados, análise quantitativa/estatística, capacidade de monitoramento e controle 

e gerenciamento de projetos, dispositivos de armazenamento e conhecimentos gerais de 

hardware, etc. (CURTY; SERAFIM, 2016). 

As ferramentas de Data Mining2 (mineração de dados) muitas vezes são apresentadas 

como possíveis soluções de problemas sociais, aumentando a eficiência dos processos e sendo 

neutras às diferenças socioeconômicas. No entanto, ao utilizar os mecanismos de aprendizado 

de máquina, é necessário informar características e padrões nos quais os dados se enquadram, 

possibilitando a incorporação da subjetividade no código. Tal subjetividade é classificada como 

viés algorítmico, tendo maior ocorrência na definição de classes equivalentes, seleção de 

qualidades e categorias de modelagem, gerando uma interpretação da realidade baseada na 

visão do programador (SIMÕES-GOMES; ROBERTO; MENDONÇA,2020). Sendo assim, o 

programador precisa de habilidades não apenas voltadas para a computação, mas também para 

a percepção dos problemas que estão a sua volta, para evitar análises distorcidas dos dados 

(CURTY, SERAFIM, 2016). Assuntos e conceitos atrelados ao viés algorítmico serão 

aprofundados na seção 2.2.4. 

 

 
2
 Data Mining é uma área dentro da DS que analisa os dados fornecidos e extrai-se padrões dos mesmos. 

Exemplos são a identificação de clientes com hábitos de compras iguais e encontrar características que levam a 

reclamações dos consumidores. Em Data Mining é de extrema importância a descoberta de padrões sequenciais 

(CAVIQUE, 2014). 
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2.2.2 CAMPOS DE APLICAÇÃO 

Como Data Science pode ser considerado um conjunto de métodos utilizados na 

análise e no processamento de dados, auxiliando na tomada de decisões de maneira inteligente, 

seu campo de atuação é amplo e vasto (DOS PASSOS, 2016). 

Dados são gerados desde pequenas ações, como a compra de um lanche em um 

restaurante fast food e utilização de redes sociais, como em ações mais sofisticadas, como 

investir na bolsa de valores. No entanto, não é só a geração de dados que aumentou 

significativamente, a utilização dos mesmos também vem crescendo de maneira exponencial. 

Para isso, a capacidade de processamento também precisou aumentar, juntamente com o 

armazenamento (CAVIQUE, 2014). 

Atividades relacionadas a Data Science são utilizadas nas redes sociais como 

Facebook e LinkedIn, em soluções NoSQL3. No ramo de negócios, é possível identificar 

produtos mais vendidos, clientes com mais reclamações, identificar clientes com padrões de 

compras idênticos (clusterização), encontrar pontos comuns de reclamação etc. (CAVIQUE, 

2014). No âmbito da Engenharia de Produção, podem ser utilizadas técnicas de melhorias de 

processos e diminuição de estoques através de Data Mining associado ao Lean Manufacturing4 

para identificação de padrões que definem a necessidade ou não de estoque, por exemplo 

(BRONSTRUP; SIMÕES, 2017). 

Na medicina de precisão, pode-se citar o uso intensivo de DS, ou seja, na capacidade 

de conseguir segmentar a população e então prescrever medicamentos de acordo com a doença 

que o mesmo verdadeiramente funcione, por exemplo. Além disso, têm-se os prontuários 

eletrônicos, que permitem uma universalização dos dados do paciente, além da diminuição do 

espaço físico necessário para o armazenamento dos prontuários e receituários físicos 

(CHIAVEGATTO FILHO, 2015). 

Levando em consideração o ramo da educação, Data Science pode auxiliar em 

mecanismos de previsão de reprovação, alerta de prazos, indicadores de desempenho, formação 

de perfis para recomendação de conteúdos, feedbacks personalizados, planejamento de 

atividades, compartilhamento de informações, etc. (TAKAKI; DUTRA, 2022). 

 
3
 NoSQL é uma ferramenta que permite o armazenamento, tratamento e a consulta de dados de maneira 

extremamente eficiente, partindo de modelos racionais e de linguagem declarativa, sendo capaz de lidar com altos 

volumes de dados (CAVIQUE, 2014). 
4
 Lean Manufacturing é uma metodologia baseada na eliminação de desperdícios para a diminuição dos 

custos da cadeia produtiva. O objetivo é efetuar mudanças que agreguem valor ao produto/serviço e eliminar as 

que não agregam. Para isso, é necessário criar valor, definir a cadeia produtiva, otimizar o fluxo de produção e 

aperfeiçoar o sistema, sempre monitorando as saídas e controlando o processo (PEREIRA, 2010). 
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Pode-se citar ainda a atuação de DS nas licitações governamentais, para escolher os 

vencedores de maneira imparcial e objetiva, levando em conta diretrizes lógicas e técnicas como 

regressão linear, máquina de vetores de suporte e regressão por vetores de suporte, por exemplo. 

Tais métodos são capazes de coletar, analisar e classificar grandes volumes de dados, 

identificando fraudes, desvios e auxiliando em processos de auditoria. (DE OLIVEIRA; DO 

RÊGO; DINIZ, 2019). 

Os exemplos acima mostram que a DS cresceu em grande parte das áreas nos últimos 

anos, e que suas aplicações só tendem a se expandir com os avanços da tecnologia 

(CHIAVEGATTO FILHO, 2015). 

 

2.2.3 MACHINE LEARNING 

Dentro da área de Data Science, existe um ramo que é focado na construção de 

algoritmos baseados no aprendizado de dados, e não em ações pré-programadas. Esse ramo é 

conhecido como Machine Learning (PAIXÃO, 2020). ML pode ser considerada uma das áreas 

com mais rápido crescimento e com mais vasto campo de atuação da ciência da computação. 

Os algoritmos gerados são altamente adaptáveis e com capacidade de aprendizado. 

(OSISANWO, 2017). Pode-se afirmar que ML é um método de repetição, que mapeia os dados 

e estabelece um padrão de rotulagem, de maneira confiável e precisa. (PAIXÃO, 2020) 

Como grande parte dos modelos de DS é baseado nos “3Vs”: grande volume, alta 

velocidade e alta variedade de informações, a criação de métodos capazes de acompanhar esses 

dados é extremamente importante. Nesse contexto surge o ML, que é segmentado em três fases: 

pré-processamento, treinamento e avaliação (PAIXÃO, 2020). O que torna os algoritmos de 

ML sofisticados, é a capacidade de mapear e processar dados desbalanceados e heterogêneos 

(OSISANWO, 2017). 

Na etapa de pré-processamento, é feita a organização do banco de dados, definindo o 

que deve ser analisado e separando-se os dados em treinamento e teste. No treinamento, o 

aprendizado pode ocorrer de maneiras diversas, que estão explicitadas na Figura 3 e serão mais 

detalhadas no decorrer deste tópico. Por último, na fase de avaliação do modelo, as diferentes 

maneiras de aprendizado são comparadas com os dados de teste e as saídas são geradas 

(PAIXÃO, 2020). 
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Figura 3 - Tipos de Aprendizado de Machine Learning 

 

 

Fonte: Adaptado de Mahesh (2020) 

Quando é feito aprendizado de maneira supervisionada, é necessária apresentação de 

exemplos de saída, ou seja, rótulos ou valores de destino para os dados que serão classificados 

(JANIESCH; ZSCHECH; HEINRICH, 2021). Os algoritmos aprendem a partir de conjuntos 

de exemplos rotulados, relacionando os atributos de entrada e de saída (PAIXÃO, 2020). Para 

exemplificar o modelo de aprendizado supervisionado, é a classificação de pessoas entre 

veganas e não veganas, cujos atributos são pré-estabelecidos e apresentam características 

específicas, como comer ou não carne, que conseguem ser identificados pelos algoritmos 

(MANESH, 2020). 

Já no aprendizado não-supervisionado, não são informados rótulos pré-estabelecidos 

para o algoritmo, cuja função é encontrar os padrões em grupos de dados com características 

semelhantes, visando encontrar atributos ainda não conhecidos (revisão e aplicabilidade). 

Diferentemente do aprendizado supervisionado, não há respostas corretas ou erros, o programa 

aprende com os dados (MANESH, 2020). 

O método de aprendizado supervisionado sofre maior interferência humana, se 

comparado com o não-supervisionado, porém demonstra maior acurácia e mais rapidez. O 

aprendizado não-supervisionado apresenta custo elevado e requer grandes quantidades de 

dados, porém é um método eficaz na redução da dimensionalidade do problema. Exemplos de 

algoritmos supervisionados são árvores de decisão e redes neurais, enquanto de não-

supervisionados são agrupamento hierárquico e análise linear de discriminantes (PAIXÃO, 

2020). 

O método de treinamento semi-supervisionado é uma interseção entre os métodos 

supervisionado e não supervisionado, apresentando algumas características de ambos. O 

modelo utiliza tanto dados rotulados previamente quanto dados não rotulados, porém o objetivo 

é classificar os mesmos da melhor maneira com o mínimo de rótulos de treinamento possíveis 

(NEGRETTO, 2016). 
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Diferentemente dos modelos de supervisão, o aprendizado por reforço é baseado na 

tentativa e erro, no qual é feito um panorama geral do estado dos dados, as ações são limitadas 

e uma meta é estabelecida, para que então o algoritmo experimente e chegue às conclusões por 

conta própria (JANIESCH; ZSCHECH; HEINRICH, 2021). Há um agente, no caso o 

algoritmo, que interage diretamente com os dados por meio de ações e percebe os efeitos dessas 

ações por meio de recompensas (tentativa e erro), e o objetivo do agente é maximizar as 

recompensas, ou seja, os acertos (LEITE, 2012). O modelo de aprendizado por reforço é muito 

utilizado em jogos e no mercado eletrônico (JANIESCH; ZSCHECH; HEINRICH, 2021). O 

modelo não precisa de treinamento prévio e é altamente adaptável, sendo uma ferramenta útil 

em técnicas de codificação de ondas de rádio, por exemplo (LEITE, 2012). 

 

2.2.4 MODELOS DE ANÁLISE DAS SAÍDAS 

Conforme explicitado no tópico anterior, existem quatro métodos para aprendizado de 

máquina: supervisionado, não supervisionado, semi supervisionado e por reforço. Dentro 

dessas possibilidades, são obtidas diferentes saídas de dados, que devem ser analisadas de 

acordo com o objetivo do programador e do usuário.  

Diante disso, surgem diferentes modelos para conseguir extrair as características 

necessárias dos dados de saída. No presente trabalho serão abordados os métodos de 

classificação, regressão, associação e agrupamento. 

Nos problemas de classificação, usualmente são utilizados algoritmos de aprendizado 

supervisionado, nos quais são inseridos no código suficientes exemplos de entrada e saída, para 

que o mesmo categorize as informações com base nestas informações.  O programa tem como 

objetivo aprender uma regra que entregue como saída um mapeamento correto das entradas 

dentro de classes pré definidas. Nesse tipo de problema, o objetivo é sempre categorizar. Um 

exemplo é na liberação de crediário para um cliente de varejo. Na base de dados, existem 

diversas características de clientes prévios, que definem se o mesmo será um bom ou mau 

pagador. O objetivo do programa é definir se um novo cliente será um bom pagador e pode 

receber o crédito. A Figura 4 abaixo representa o problema. De acordo com as características 

da base de dados, o código definirá quais são os atributos de um bom pagador e classificará 

“João” como sendo um, ou não (ESCOVEDO; KOSHIYAMA, 2020). 
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Figura 4 - Problema de Liberação de Crédito 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

Fonte: Escovedo e Koshiyama (2020) 

 

Ainda de acordo com Escovedo e Koshiyama (2020), uma segunda categoria de 

problemas é a regressão. Neste caso, diferente da classificação, que retorna saídas categóricas, 

a regressão apresenta saídas numéricas. De maneira similar, na regressão o método de 

aprendizado usual é o supervisionado. Problemas de regressão avaliam dados históricos e 

retornam quais dados de entradas vão apresentar características similares. Um exemplo é uma 

empresa que quer abrir uma nova filial, porém não sabe qual o melhor local para abertura. As 

informações de faturamento de locais que já apresentam filiais serão utilizadas como base, e 

servirão para estimar qual seria o faturamento em uma localidade desconhecida. As Figuras 5 

e 6 abaixo exemplificam como o modelo foi pensado e alguns dos dados avaliados, 

respectivamente. 

Figura 5 – Modelo de Regressão 

 

Fonte: Escovedo e Koshiyama (2020) 
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Figura 6 – Dados do Modelo de Regressão 

 

Fonte: Escovedo e Koshiyama (2020) 

Por fim, serão apresentados dois tipos de problemas que apresentam como base o 

método de aprendizado não supervisionado (entradas não apresentam rótulos de saída 

associados). O objetivo de ambos é reconhecer características importantes e em comum para os 

dados.  

Nos problemas de associação, a finalidade é avaliar a primeira escolha do usuário e 

prever a segunda. No caso de vendas de produtos online, por exemplo, o alvo é identificar quais 

devem ser as sugestões para os clientes com base em suas escolhas anteriores. Busca-se 

assegurar o quanto uma ocorrência antecedente pode afetar a ocorrência consequente. 

Por último, temos os problemas de agrupamento, que categorizam os dados dentro de 

subconjuntos (grupos). São problemas que visam agrupar elementos com propriedades em 

comum, que os aproximem entre si e os diferenciem de outros grupos. Os objetos de um grupo 

precisam ser mais similares entre si do que com os objetos de outros grupos. 

 

3. VIÉS ALGORÍTMICO E O EMPREENDEDORISMO SOCIAL COM ENFOQUE 

NO MICROCRÉDITO 

3.1 VIÉS ALGORÍTMICO E SEUS RISCOS 

Com o aprimoramento das técnicas de Data Science (DS) e Machine Learning (ML), 

a automatização das atividades têm otimizado e facilitado diversas áreas cotidianas das 

sociedades. Alguns exemplos a serem citados são as recomendações de buscas, atendimentos 
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automáticos, diagnósticos médicos e o reconhecimento facial em dispositivos inteligentes 

(ALVES; ANDRADE, 2021). 

No entanto, os mecanismos de DS dependem dos modelos que são baseados, muitas 

vezes sendo simplificações de atividades diárias. Os programadores precisam definir quais são 

os dados de entrada, quais devem ser as saídas, além de, muitas vezes, definir como os dados 

serão processados. Isso pode fazer com que o código reflita as prioridades do programador e 

suas concepções, gerando pontos cegos aos algoritmos e transferindo para eles a subjetividade 

de seu criador (NUNES, 2018). 

Sendo assim, o viés algorítmico pode ser traduzido como uma preferência humana por 

certos valores, devido ao seu contexto sociocultural. A preferência não se dá somente pelos 

dados de entrada e saída, mas principalmente pelo treinamento enviesado das técnicas de ML, 

fazendo com que as respostas deixem de ser neutras. O viés pode vir a privilegiar grupos de 

pessoas, intensificar preconceitos (de raça, gênero, orientação sexual etc.). Como exemplos, 

podem ser citados os casos de um programador negro que relatou ter suas fotos classificadas 

como de gorilas pelo Google Fotos; uma investigação do Estado de Nova York que identificou 

a concessão de limites diferenciados para homens e mulheres pelo cartão de crédito da Apple e 

a ferramenta norte americana COMPAS (correctional offender management profiling for 

alternative sanctions, em português, perfil de gerenciamento corretivo de infratores para 

sanções alternativas), no qual o código tinha a tendência de classificar negros como “prováveis 

reincidentes” e brancos como “baixo risco de reincidência” (ALVES; ANDRADE, 2021). 

Em algoritmos utilizados para a promoção do microcrédito, o viés pode ocorrer ao 

favorecer empréstimos a usuários recorrentes e confiáveis de crédito, deixando em segundo 

plano os novos usuários. Além disso, em plataformas que permitem a promoção de anúncios de 

empreendimentos sociais de pessoas carentes a grupos que desejam financiar algum dos 

mesmos, existe o viés algorítmico quando os sites exibem anúncios de acordo com a visão de 

quem financia. Ou seja, os códigos analisam os perfis para os quais o usuário já emprestou 

alguma quantia, e exibem novos perfis de acordo com características similares entre ambos. 

Isso pode fazer com que os novos perfis exibidos favoreçam empreendimentos de um 

determinado grupo, país, ou de um gênero específico, tudo isso baseado nos pré-conceitos do 

usuário (SARKAR; ALVARI, 2020).   

Os algoritmos de ML, tradicionalmente, eram elaborados e alimentados por cientistas 

de dados, contendo informações mais confiáveis e previsões mais assertivas. Hoje em dia, com 

o avanço da tecnologia e o acesso à informação, os programas vêm recebendo dados da 

população em geral, o que pode tornar as saídas tendenciosas e que fogem da realidade. Nesse 
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contexto, surge o termo Viés Algorítmico (SUN; NASRAOUI; SHAFTO, 2020). A segregação 

ocorre quando os inputs são contaminados e produzem distorções nos outputs (DA ROCHA; 

PORTO; ABAURRE, 2020), ou seja, quando o programador utiliza mecanismos para suavizar 

tendências, gerando respostas manipuladas, ou quando a própria entrada dos dados favorece tal 

tendenciamento. 

No entanto, é importante entender o conceito do viés, pois sua interpretação varia 

dependendo de sua ocorrência nos algoritmos, assim como suas possíveis soluções. O viés pode 

ser observado de diversas maneiras no universo da DS. Um tipo de viés a ser citado é o de 

treinamento (do algoritmo), no qual as informações de entrada ou de treinamento fornecidas 

representam uma tendência do programador ou do usuário, transmitindo seus preconceitos e 

preferências ao modelo. Essa forma de viés muitas vezes passa despercebida, visto que 

programadores raramente divulgam a base de dados completa utilizada para o treinamento, 

além do fato de que o usuário muitas vezes não percebe o viés, já que as informações de saída 

estão de acordo com seu posicionamento e visão. Um segundo método de viés é o de 

processamento. Como a tendência surge do próprio código, também pode ocorrer de o 

programador utilizar seu conhecimento e as ferramentas de ML para mascarar resultados e 

alterar as saídas, manipulando os dados que serão repassados para o público. Uma terceira 

forma de viés é o de foco algorítmico, em que são utilizadas categorias de classificação 

irrelevantes, deixando de lado informações estatisticamente valiosas, alterando as saídas do 

programa. Pode ocorrer também de existirem categorias ilegais, que não podem ser utilizadas 

para análise. Os três tipos de vieses supracitados dizem respeito a questões computacionais. Os 

próximos dois casos já são fundamentados na utilização incorreta dos algoritmos (DANKS; 

LONDON, 2017). 

O viés de contexto de transferência é baseado nas inconsistências entre o código e o 

contexto no qual o mesmo é aplicado. Para gerar um modelo de classificação, é necessário 

inserir informações iniciais para que o computador entenda o que precisa ser feito. Esses 

parâmetros iniciais seguem um contexto, que trará resultados corretos quando os dados 

avaliados estão inseridos nesse mesmo contexto. Caso contrário, as saídas serão uma distorção 

da realidade. Para exemplificar, pode-se citar um algoritmo para monitoramento de saúde de 

uma clínica urbana sendo utilizado em uma clínica rural. Os conceitos estatísticos utilizados na 

cidade provavelmente não se aplicarão para o padrão de vida de uma comunidade rural, 

resultando em dados não confiáveis. Por fim, surge o viés de interpretação, que depende do 

usuário, e não do código. Tal situação ocorre quando o usuário apresenta conceitos e valores 

que diferem do código e de suas saídas. Nesse caso, a informação trazida pelo algoritmo será 
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interpretada de maneira enviesada, podendo ser distorcida por quem a analisa (DANKS; 

LONDON, 2017). 

Para que o conceito de viés algorítmico fique mais claro e contextualizado, seguem 

alguns exemplos de situações reais nas quais ficou evidente a tendência gerada pelo código. Os 

exemplos mostram que o algoritmo é capaz de reproduzir os preconceitos de raça e de gênero 

já existentes na sociedade (ALVES, 2021). Com o aumento da escalabilidade dos algoritmos, 

a maneira como a realidade é vista pela população e suas formas de interação são afetadas pelos 

preconceitos dos códigos e programadores. Nas redes sociais, o efeito é o mesmo. Os conteúdos 

são entregues para a população baseados em algoritmos que os classificam como relevantes ou 

não para o público. Tal classificação se dá pela observação do que é consumido ou negado pelo 

indivíduo, entregando conteúdos similares ao que é aceito, e não entregando informações 

parecidas com o que foi negado. De maneira superficial, muitos entendem que esse é um 

mecanismo justo e que melhora a qualidade da experiência do usuário. No entanto, pode-se 

observar que as etapas seguidas pelos códigos, por mais que sejam matemáticas e estatísticas, 

não estão isentas do preconceito racial (DA ROCHA; PORTO; ABAURRE, 2020). 

De acordo com Da Rocha, Porto e Abaurre (2020, v.1, p. 13): 

“[...] O que gera, de fato, a produção de resultados não-inclusivos é 

o problema de dados de treinamento e programação de rotinas 

autoexecutáveis enviesados: algoritmos treinados em um conjunto de 

dados do mundo real que refletem a discriminação existente podem 

muito bem replicar essa discriminação, sobretudo na indústria de 

criação de conteúdo digital que indissociavelmente se deslinda nas 

plataformas das redes sociais virtuais.” 
       

Se essa questão não for levada em consideração, as chances de banalizar e enraizar 

ainda mais o racismo na sociedade e em suas atividades cotidianas é muito grande. Os 

consumidores das redes sociais são capazes de criar, modificar e compartilhar tendências, 

alterando os dados que antes eram manipulados apenas por programadores. Com isso, ao se 

analisar os números de pessoas atingidas e remuneração, existe uma disparidade entre criadores 

de conteúdos brancos e pretos. Isso não ocorre somente no retorno das plataformas, mas 

também no pagamento que grandes empresas oferecem para a realização de publicidades nas 

redes sociais (DA ROCHA; PORTO; ABAURRE, 2020). Em uma pesquisa realizada em 

Oxford (SAKO; PARNHAM, 2021), foi possível verificar que mulheres empreendedoras 

recebem menos investimentos de acionistas privados, simplesmente pelo seu gênero. Além de 

enfrentar a resistência masculina em investir em empresas lideradas por mulheres, existe a 

possibilidade da inexistência de neutralidade nos algoritmos que classificam empreendimentos 

quanto à concessão de crédito. Um empresário no campo tecnológico afirmou que recebeu um 
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limite de crédito equivalente a 20 vezes o limite concedido para sua esposa, mesmo que a renda 

dela fosse maior que a dele. Tal situação mostra que os métodos utilizados em scores bancários 

podem originar discriminações e diferenças nas oportunidades oferecidas para homens e 

mulheres (SAKO; PARNHAM, 2021 apud ALVES; ANDRADE, 2021). 

Por fim, fica visível que o viés algorítmico pode afetar a confiabilidade dos dados, 

gerando cenários que são distorções da realidade. É preciso ser cauteloso e atento para que os 

códigos não reflitam as preferências do programador e dos usuários, visto que a máquina deve 

ser uma ferramenta de apoio à decisão mais assertiva e menos subjetiva. 

  

3.2 MACHINE LEARNING: DIFERENTES FORMAS DE APRENDIZADO E O VIÉS 

ALGORÍTMICO 

Para entender como o viés algorítmico pode afetar os diferentes códigos de ML, é 

importante que fiquem claras algumas possibilidades de aplicação dos tipos de algoritmo 

supracitados.  

3.2.1 APRENDIZADO SUPERVISIONADO 

O primeiro método de treinamento abordado será o supervisionado, que consiste na 

avaliação e categorização de dados através de um conjunto de variáveis pré-definidas. Tais 

variáveis, que podem ser consideradas como as entradas do programa, apresentam influências 

sobre as saídas. Sendo assim, o objetivo é prever as saídas e acordo com os dados de entrada. 

As saídas são os dados que dependem das variáveis preditoras. É uma forma de generalização 

capaz de gerar prognósticos (NABINGER, 2018). 

Um exemplo de aplicação do aprendizado supervisionado em assuntos cotidianos é o 

estudo de Nabinger (2018), que utilizou o algoritmo para caracterizar os resultados da Copa do 

Mundo de Futebol de 2018. Para isso, o autor adotou diversos modelos baseados no método 

supervisionado, que visavam prever os resultados dos jogos. Os dados utilizados no estudo 

foram retirados do site da FIFA, levando em consideração informações sobre quantidade de 

gols, finalizações, posse de bola, passes, bloqueios, cartões amarelos, momento do gol, setor do 

campo, pênaltis, tipo de clima e prorrogação. Com esses dados, foi elaborado um modelo de 

regressão com variáveis de entrada que foram classificadas através de valores atribuídos às 

mesmas. As saídas dos modelos foram comparadas aos resultados reais dos jogos. Como saídas, 

o autor indicou o modelo que melhor previu os resultados dos jogos, que pode ser usado para 

prever partidas de diversos campeonatos. Dos nove modelos testados no estudo, sete 
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apresentaram taxas de acerto acima de 50%, e dois ficaram abaixo da média. O modelo com 

melhor desempenho apresentou uma taxa de acerto de 73,44%, enquanto o de pior desempenho 

obteve uma taxa de acerto de 37,5%. 

Outro exemplo para a aplicação do método em questão é a mitigação de ataques em 

rede a servidores, conforme observado no estudo de Silva e Schaeffer-Filho (2021). Os autores 

buscaram otimizar os custos operacionais ao contratar uma empresa que fornecesse a 

identificação de fluxos maliciosos através de um modelo supervisionado. Para isso, o código 

precisava ser capaz de perceber ataques externos e selecionar uma aplicação que fosse capaz de 

mitigá-los. O programa recebeu como variáveis as características de ações benignas no sistema 

(manutenções, melhorias e correções) ou ataques malignos, que as combinam de maneira a 

detectar anomalias e mitigações. Caso os dados recebidos se classificassem dentro das 

características de um ataque maligno, era proposta uma solução para o problema, reduzindo os 

gastos da empresa com ações corretivas. 

Com isso, é possível perceber que a aplicação do modelo supervisionado pode se dar 

em diversos campos, indo de temáticas simples como a previsão de partidas de futebol até a 

segurança cibernética de uma companhia, demonstrando seu teor disciplinar e sua relevância 

para o cotidiano da população. 

No entanto, vale ressaltar que o modelo supervisionado é o que mais sofre a 

interferência humana, pois os dados são classificados de acordo com categorias inseridas pelo 

próprio programador ou usuário, podendo resultar em saídas generalizadas por pré-conceitos já 

existentes. Com isso, a imparcialidade da máquina pode ser fortemente afetada pelos hábitos 

do programador/usuário. 

Sendo assim, é importante que sejam estudados métodos para reduzir ou até mesmo 

eliminar todos os efeitos do viés, pois estes podem trazer grandes problemas e custos para os 

usuários. No caso de Nabinger (2018), resultados errados não apresentam consequências 

severas para a população. Já no estudo de Silva e Schaeffer-Filho (2021), caso as classificações 

sejam feitas de maneira errada e mascarando a realidade, as empresas podem sofrer ataques 

cibernéticos criminosos, resultando no vazamento de dados confidenciais e informações 

sensíveis, o que acarreta perda da confiabilidade e também gastos para consertar os erros e 

possíveis problemas judiciais. 
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3.2.2 APRENDIZADO NÃO SUPERVISIONADO 

O segundo método a ser abordado é o não supervisionado. Nesse caso, diferentemente 

do treinamento supervisionado, no qual as saídas são baseadas nas entradas preditivas e em uma 

resposta de interesse, é usualmente utilizado para gerar regras de predição e compreender a 

configuração dos dados. Ou seja, em vez de classificar os dados de acordo com variáveis 

informadas pelo programador, as saídas serão estimativas de ocorrência de características 

comuns descobertas pelo programa (IZBICKI et al., 2019). 

Tal método também pode ser amplamente utilizado no ramo da medicina, com o intuito 

de prever doenças e suas complicações. Um exemplo é o estudo de Pires et al.  (2021), que 

utilizou técnicas de ML para mapear o comportamento do cérebro em pacientes com epilepsia. 

Os autores utilizaram uma base de dados disponibilizada pelo MIT que consiste em sinais 

enviados pelo cérebro nos pacientes da pediatria. Os resultados mostraram como é o 

comportamento do cérebro durante as crises epiléticas, mostrando a probabilidade das mesmas 

durante diferentes períodos da doença. 

Outro exemplo, ainda no campo da medicina, é o material publicado por Izbicki et al. 

(2019). Nele, existem vetores de mensuração, para realizar as predições, e vetores para as 

respostas de interesse, que no caso são baseados no comportamento dos indivíduos pesquisados, 

que devem fornecer a expectativa de vida quando idosos. O modelo definiu valores para os 

parâmetros observados, considerando a possibilidade de falsos positivos e negativos de 

previsão de óbitos, conforme a Figura 7. 

 

Figura 7 – Matriz de Valores para a Resposta Predita 

 

 

Fonte: IZBICKI et al., 2019 

      

Os dados analisados foram obtidos nas saídas do estudo SABE, com indivíduos com 

mais de 60 anos e residentes em São Paulo. Os pesquisadores foram até o domicílio dos 

pesquisados e seguiram um roteiro de perguntas. Os idosos foram entrevistados inicialmente 
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em 2000, sendo abordados novamente em 2006 e 2010. Com isso, os pesquisadores 

conseguiram acompanhar os entrevistados e entender como a saúde dos mesmos mudou ao 

longo dos 10 anos, englobando também os óbitos no período. Para a execução do código de 

ML, foram selecionadas 37 variáveis, incluindo idade, sexo, escolaridade, hábitos de 

tabagismo, consumo de bebidas alcoólicas, rotina de alimentação, comorbidades, condições de 

mobilidade e estado funcional. Com isso, foi possível encontrar as variáveis que mais 

influenciam na expectativa de vida dos idosos em questão (IZBICKI et al., 2019). 

À vista disso, fica cada vez mais evidente que as técnicas de ML são multidisciplinares 

e atuam em áreas nas quais o erro e o enviesamento podem afetar a qualidade de vida das 

pessoas, como a medicina. 

Sobre o viés intrínseco ao treinamento não-supervisionado, as chances de replicar 

tendências sociais são menores se comparadas ao treinamento supervisionado. Como os dados 

não são rotulados através de categorias pré-definidas, e sim através da ocorrência dos eventos, 

as chances de o resultado ser mascarado pelas percepções e hábitos do programador/usuário são 

menores. 

No entanto, ainda há a possibilidade do viés, visto que a base de dados usualmente é 

inserida e tratada pelo programador/usuário, que pode deixar de lado algumas informações 

cruciais para a saída correta. Na medicina, caso exemplificado acima, pode ocorrer o viés de 

treinamento, no qual o programador categoriza as informações de acordo com suas percepções 

e opiniões, e não com fatos comprovados pela medicina (como acreditar que o hábito de fumar 

não prejudica os pulmões, mesmo que já tenha sido provado). Podem, também, ser considerados 

os vieses de processamento e foco algorítmico, nos quais os programadores podem deixar de 

utilizar informações importantes, como um hábito do idoso, ou então criar categorias que são 

irrelevantes para a saúde do entrevistado, respectivamente, além do emprego de modelos 

matemáticos e estatísticos não condizentes com as questões exploradas. Por fim, os vieses de 

interpretação de dados também podem surgir, quando as saídas são utilizadas em contextos que 

diferem da amostra, ou então com erros de interpretação. 

 No caso de Izbicki et al. (2019), por exemplo, podem existir informações sensíveis 

sobre os pesquisados que não foram consideradas durante a programação e execução do 

modelo. Tais informações, caso sejam capazes de afetar a qualidade de vida do indivíduo, sendo 

deixadas de fora podem gerar saídas incertas, afetando a estimativa de expectativa de vida do 

mesmo. Já no caso de Pires et al.  (2021), caso alguma saída seja avaliada por um médico que 

não apresenta conhecimentos aprofundados nos ataques epiléticos, podem transcorrer 

distorções no real estado de saúde do paciente. 
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3.2.3 APRENDIZADO SEMI SUPERVISIONADO 

O penúltimo modelo de aprendizado é o semi supervisionado. Nesse caso, existe uma 

interseção entre os modelos supervisionado e não supervisionado. Uma parte dos dados é 

rotulada, conforme o aprendizado supervisionado, e outra parte é utilizada juntamente com os 

dados não rotulados para realizar o treinamento da máquina. 

O objetivo é gerar saídas mais precisas se comparadas aos outros métodos, visto que 

não se restringe apenas às rotulações inseridas pelo programador (DAMBROS, 2019). Tais 

modelos usualmente são variações dos dois modelos citados nos tópicos anteriores, e suas 

aplicações são semelhantes aos mesmos (MATSUBARA, 2004). 

O estudo de Matsubara (2004), por exemplo, gera uma classificação de textos de uma 

biblioteca, resultando em diretórios específicos de cada assunto identificado pelo algoritmo. Já 

o estudo de Dambros (2019) é, novamente, um exemplo de ML na medicina, no qual é utilizado 

o aprendizado de máquina para avaliar se componentes do DNA são funcionais ou não, 

prevendo se os mesmos afetarão ou não a tradução do miRNA5 mensageiro. 

Já no caso do aprendizado semi supervisionado, as chances do viés são uma 

combinação dos dois métodos supracitados. Como parte dos dados é treinada de maneira 

supervisionada, pode ocorrer o viés conforme explicitado no tópico 3.2.1, e a outra parte com 

viés semelhante ao exposto no tópico 3.2.2. Diante disso, o quanto o código pode ser 

comprometido depende do quanto de cada método será utilizado, e do quanto cada um deles já 

está afetado pelos possíveis vieses. 

 

3.2.4 APRENDIZADO POR REFORÇO 

Por fim, é exibido o cenário de aprendizado por reforço, que apresenta características 

distintas dos métodos supracitados. Em tal caso, as técnicas utilizadas são baseadas na tentativa 

e erro, definindo recompensas para o sucesso na tomada de decisão e penalidades para 

resultados sem sucesso (OTTONI; NEPOMUCENO; OLIVEIRA, 2016). O programa, através 

de uma função objetivo, aplica técnicas aos dados e vai aprendendo a melhor maneira de se 

prosseguir através dos sucessos e fracassos obtidos (JÚNIOR; WILTGEN; SANTOS, 2010). 

 
5
 miRNA é uma expressão utilizada para se referir aos microRNAs, que são pequenas moléculas capazes de 

inibir a expressão genética. Ou seja, são estruturas celulares que inativam características genéticas, podendo 

evitar a intercorrência de doenças e falhas genéticas (JORGE; PEREIRA; OLIVEIRA; FERREIRA; MENON; 

DINIZ; PEZUK, 2021) 
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Tal método é amplamente utilizado em diversas áreas, como pesquisa operacional, controle de 

robôs, logística e controle semafórico. 

A título de conhecimento, pode ser citado o estudo de Ottoni, Nepomuceno e Oliveira 

(2016), que comparam o melhor algoritmo para a resolução do problema do caixeiro viajante. 

O problema em questão visa encontrar a menor rota entre um conjunto de cidades. Para isso, o 

caixeiro é considerado o agente que precisa otimizar sua rota. São definidos os parâmetros como 

a distância e a média das distâncias entre as cidades, para que o algoritmo encontre o melhor 

caminho. Para que o programa encontre a melhor rota, são definidas as ações que o caixeiro 

pode executar, que consistem na intenção de ir de uma localidade para outra. Evitando que as 

rotas sejam repetidas, todas as ações que levem a locais já visitados estarão indisponíveis. Na 

avaliação da quilometragem entre um local e outro, o programa calcula as distâncias e subtrai 

de 1. Sendo assim, quanto mais negativa a saída, maior é a distância. Diante disso, o objetivo é 

encontrar o menor caminho, para que a penalidade seja cada vez menor. 

Outro exemplo a ser citado é o de Bazzan (2021), que utiliza o aprendizado por reforço 

para estabelecer o controle semafórico de uma cidade. Bazzan (2021) considera os semáforos 

como agentes que aprendem, e que precisam encontrar a melhor rota entre os pares de origem-

destino. Com isso, o programa entende que, quanto melhor for a integração entre os semáforos, 

mais rápido será o caminho. O objetivo é evitar as punições (perda de tempo com semáforos 

fechados) e encontrar a melhor rota entre os locais. Diferentemente do estudo de Ottoni, 

Nepomuceno e Oliveira (2016), o agente não é dotado de modelos que estipulam o 

comportamento do ambiente. Ou seja, o agente aprende a lidar com os cenários através das 

observações e dos direcionamentos informados para cada situação. Com isso, foi possível 

evidenciar os ganhos de tempo em viagens e a eficiência do sistema semafórico como um todo. 

No caso do aprendizado por reforço, no qual a máquina aprende através da tentativa e 

erro, as chances de interferência são ainda menores que os outros três métodos supracitados. As 

chances de viés se dão através da inserção da função objetivo, na qual o programador/usuário 

pode introduzir modelos que excluem alguns parâmetros que podem ser importantes para a 

decisão da máquina. 

No estudo de Ottoni, Nepomuceno e Oliveira (2016), como o programa recebe um 

modelo que estipula alguns dos comportamentos do ambiente, e tal modelo é feito pelo 

programador/usuário, as chances de respostas enviesadas são maiores do que no estudo de 

Bazzan (2021), no qual o programa não recebe nenhum molde, aprende realmente com seus 

erros e acertos (que são baseados no tempo de locomoção entre a origem e o destino). 
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Desse modo, é finalizada a exemplificação de utilização de cada um dos modelos 

definidos e suas chances de viés, para que no próximo tópico seja avaliada a aplicação dos 

códigos no setor de microcrédito. 

3.3 POSSIBILIDADES E CONSEQUÊNCIAS DO VIÉS ALGORÍTMICO NO 

MICROCRÉDITO 

Os modelos de aprendizado e seus possíveis vieses também são aplicáveis aos 

empreendimentos voltados para o microcrédito. Para entender o comportamento das populações 

e ofertar empréstimos de acordo com suas necessidades, usualmente são feitas pesquisas com 

voluntários, o que pode ser perigoso para a análise das estatísticas. 

Um exemplo que pode ser relatado é na amostra que responde os questionários 

propostos. É pouco provável que a amostra seja um recorte exato de como uma comunidade se 

comporta, não tendo representantes de todas as categorias e classes sociais. Com isso, os 

algoritmos utilizados já apresentarão uma deficiência de representação logo nos dados de 

entrada, o que gera um segundo problema, que é a ineficiência dos sistemas estatísticos 

aplicados em cada país (BAUCHET; MORDUCH, 2009). Além disso, as instituições 

financeiras usualmente utilizam mecanismos tecnológicos para oferecer e controlar seus 

empréstimos. 

Para tornar a aplicação de ML mais clara, o presente estudo se utiliza do site de 

financiamento coletivo Kiva.org para exemplificação. Conforme explicitado no tópico 2.1.2, a 

instituição é baseada em um modelo de financiamento coletivo, na qual os empreendedores (ou 

ONGS locais parceiras do Kiva) criam anúncios de seus negócios no site, podendo ser 

financiados por pessoas ao redor do mundo.  

Nos tópicos abaixo, é feita uma análise de como o viés pode ocorrer no microcrédito 

através do site Kiva.org, de acordo com as classificações exibidas acima, e nos modelos de 

análise de saídas citados no tópico 2.2.4. Além disso, serão propostas possíveis soluções para 

os problemas relacionados ao viés, baseados na literatura. 

Vale ressaltar que as percepções e classificações dos vieses do site são baseadas na 

bibliografia já publicada sobre o assunto e na percepção da autora, uma vez que não se teve 

acesso ao código completo do Kiva como fonte. A plataforma apresenta comunidades open 

source, porém não disponibiliza seu código para estudos mais aprofundados (ANEXO B). 
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3.3.1 MICROCRÉDITO E O VIÉS NOS PROBLEMAS DE CLASSIFICAÇÃO 

Em primeiro momento, serão avaliadas as possibilidades de viés nos problemas de 

classificação. Por se tratarem de problemas que trazem saídas baseadas em pré-classificações 

do código, o método de aprendizado supervisionado é o que apresenta maiores chances de se 

enquadrar nessa categoria. 

Para que o microempreendedor possa anunciar seu negócio no site, o mesmo precisa 

preencher um questionário com suas informações pessoais. Diante das informações que são 

levantadas, pode ocorrer o viés de treinamento, no qual as informações apresentam tendências 

do programador ou do próprio usuário, que podem interferir nas saídas e escolhas dos credores. 

Existem algumas categorias que podem tendenciar as escolhas, como as perguntas “Do you 

have a criminal conviction?” e “Have you ever filed for bankruptcy?”, exemplificadas na 

Figura 8, que significam, respectivamente: “Você já foi condenado criminalmente?” e “Você 

já foi à falência?”.  Perguntas como essas podem fazer com que os anunciantes não sejam 

escolhidos pelos credores, baseados em informações anteriores e que não representam mais a 

condição do empreendedor. 

Figura 8 – Categorias de cadastro Kiva: condenação e falência 

 

Fonte: Kiva.org 

Já no caso da classificação que o código realiza com base nas informações inseridas, 

sem utilizar a auto classificação de acordo com o formulário de cadastro, pode ocorrer também 

o viés de treinamento, no qual as tags são indevidas, como um caso de anúncio de campanha 

de apoio a confecção que foi classificada como apoio para combate à fome, e a tag “Women” 

(mulher, em inglês), que deixa grupos vulneráveis exclusos, como pessoas trans. Ainda sobre 

as tags referentes aos gêneros, pode-se perceber mais uma possibilidade de tendenciamento, 

que ocorre quando o usuário seleciona uma categoria diferente de “Women”, como 
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“Agricultura”, que permite no passo seguinte a utilização de um filtro de gênero. No filtro, é 

exibida a opção “não-binário”, o que não é possível ao selecionar inicialmente a categoria 

Women. 

Para o viés de processamento, pode ser citada a possibilidade de manipulação de dados 

através das habilidades do programador, como desconsiderar informações importantes e 

alteração das saídas para privilegiar certos grupos. Os próprios modelos matemáticos e 

estatísticos passíveis de aplicação podem se diferir expressivamente quanto às saídas, também 

podendo privilegiar certos grupos inconscientemente.   

No viés de foco, podem ser citadas categorias que não são tão relevantes para 

sociedades em específico. Um exemplo é a pergunta “My Business is legal at the federal level 

(e.g. no cannabis products. Due to PayPal policy, we cannot support loans for CBD or Hemp 

products.)”( Meu negócio é legal no nível federal (por exemplo, nenhum produto de cannabis. 

(“Devido à política do PayPal, não podemos oferecer empréstimos para produtos de CBD ou 

derivados de cannabis”, do ingês), na qual o empreendedor responde se seu negócio é legal com 

base nas leis. Nesse caso, em países que a legislação é mais branda, as campanhas ficam 

limitadas, excluindo possibilidades para anúncios ligados à cannabis, tabaco, penhoras, armas, 

pirâmide e entretenimento adulto; refinanciamento de dívidas; compra de ações. Ainda com o 

exemplo da pergunta em questão, pode ocorrer o viés de contexto, pois essa informação pode 

ser relevante em um país mais “rígido” e irrelevante em outras localidades. 

Outro exemplo de viés de contexto são tags que associam as campanhas à 

vulnerabilidade, fome e pobreza. Os níveis de pobreza variam de acordo com as condições de 

cada país, sendo um país com PIB mais alto com o corte de pobreza maior do que países mais 

pobres. 

Conforme supracitado, todos os anúncios do site são enquadrados em alguma 

categoria, seja ela de país, gênero, modelo de negócio, etc; sendo elas baseadas nas informações 

que são fornecidas pelo microempreendedor, distribuídas dentro de grupos pré-estabelecidos 

pelo programador ou através da autoclassificação. Ambas as possibilidades estão sujeitas ao 

viés. 

A Figura 9 é uma captura de tela do site, na qual algumas das categorias existentes no 

site são exibidas. 

Ainda ao observar a Figura 9, é possível perceber a existência de dois filtros para 

empreendimentos dos Estados Unidos, um como a categoria “Kiva U.S” e outro na escolha da 

região América do Norte (North America). Isso faz com que as chances de doação para tal país 

sejam maiores. 
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Figura 9 – Categorias do Site Kiva.org 

 

 

Fonte: Kiva.org 

 

Da mesma forma, algumas categorias se sobrepõem, possibilitando a maior 

possibilidade de seleção de projetos classificados em mais de uma categoria. Ou seja, caso o 

usuário deseje aparecer em pesquisas de todas as categorias do site, será possível, já que as 

mesmas não são mutuamente excludentes. Esse seria mais um exemplo de viés de treinamento. 

Todavia, podemos perceber que a instituição Kiva.org já realiza esforços para diminuir 

as possibilidades de viés, como a inclusão da categoria “Countries I haven´t lent to” (Países 

para os quais ainda não emprestei), que evita a exclusão de diferentes etnias nos filtros. Para 

que esse efeito se espalhasse no site, poderiam ser inclusas opções como essa para todas as 

categorias. 

No entanto, vale ressaltar que a possibilidade do viés continuará presente nos códigos 

mesmo após as mudanças acima, visto que cada indivíduo tem suas peculiaridades e enxerga a 

realidade e as categorias de uma maneira, o que de alguma forma estará enviesando os dados 

de entrada e a classificação do algoritmo. 

3.3.2 MICROCRÉDITO E O VIÉS NOS PROBLEMAS DE REGRESSÃO 

Nos casos de regressão, os códigos apresentam saídas numéricas baseadas nas 

características dos dados históricos, exibindo quais entradas se comportariam similarmente. 

Sendo assim, pode ocorrer o viés de processamento, relacionado a quanto o usuário 

pode pegar emprestado. No questionário inicial, existem perguntas como How  uch would you 

like to borrow? (O quanto você gostaria de pegar emprestado) (a pergunta apresenta uma lista 
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suspensa com valores de $1.000 a $15.000). A Figura 10 representa a pergunta no formulário 

inicial. Sugere-se que, através dessa informação, o código pode acabar limitando o quanto a 

pessoa pode pegar emprestado ao comparar perfis que apresentem características semelhantes, 

mas que não necessariamente apresentam o mesmo comportamento no quesito pagamento do 

empréstimo. 

 

Figura 10 - Categorias de cadastro Kiva: valor do empréstimo 

 

 

Fonte: Kiva.org 

 

Além do caso de limitação da quantia, também pode ocorrer o viés de processamento 

com o filtro tendências (Popular Loans), que aparece em todas as categorias, conforme pode 

ser observado na Figura 11, que é um exemplo da categoria nas opções de anúncio relacionados 

à agricultura.  

Figura 11 – Categoria de tendência 

 

 

Fonte: Kiva.org 
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O filtro é baseado na velocidade com que as doações caem, que ajudam a inferir qual 

campanha está mais próxima de acabar mais rápido, o que depende do ferramental estatístico e 

matemático escolhido, além do fato de que o tempo de duração das campanhas também depende 

do valor pedido e dos montantes doados. Campanhas de valores menores com velocidade de 

doação menor podem acabar antes de campanhas de maior valor e com velocidades de doação 

maiores. Sendo assim, um modelo matemático pode privilegiar um anúncio em detrimento de 

outros. Vale citar o viés de contexto, no qual os dados históricos são baseados em uma 

sociedade e as saídas são aplicadas em outra, que apresenta características diferentes. Um 

exemplo é criar uma base histórica com dados de empreendedores da Ásia e inserir informações 

da Índia para serem estimados. 

 

3.3.3 MICROCRÉDITO E O VIÉS NOS PROBLEMAS DE AGRUPAMENTOS 

O terceiro grupo de problemas a ser abordado é o de agrupamentos, que categorizam 

os dados dentro de grupos, com base naqueles com características similares entre si e que mais 

se diferem entre os grupos.  

À vista disso, surge a possibilidade de viés de treinamento, no qual o código clusteriza 

de acordo com os anúncios mais recomendados pelos usuários, conforme a Figura 12. Com 

isso, os empreendedores que ainda não receberam muitas doações seguem deixados de lado, o 

que favorece os anúncios já em tendência. Vale citar também outra forma de viés de 

treinamento, que ocorre na formação de empréstimos com perfis semelhantes. Não se sabe quais 

são os critérios, mas espera-se que estejam relacionados às categorias de cada anúncio, a média 

de dias para atingir a meta, pagamento do empréstimo, etc. Com isso, novamente alguns 

anúncios podem ser priorizados em detrimento de outros. A clusterização com base na formação 

de grupos de anúncios semelhantes também pode representar um viés de processamento, pois 

depende do modelo matemático que é escolhido. 

Por fim, para os casos de agrupamento, temos o viés de contexto, no qual os anúncios 

considerados como “legais” interferem nas escolhas dos credores pois cada país apresenta uma 

legislação diferente. Muitos países diferem em legislação quanto ao cultivo de cannabis, por 

exemplo, e anúncios relacionados ao tema não são permitidos pois o Kiva é baseado no código 

legal dos Estados Unidos, na qual cada estado apresenta um posicionamento quanto ao uso da 

maconha, seja ele recreativo ou medicinal. 
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Figura 12 – Recomendações 

 

Fonte: Kiva.org 

 

3.3.4 MICROCRÉDITO E O VIÉS NOS PROBLEMAS DE ASSOCIAÇÃO 

Para encerrar o capítulo das possibilidades de vieses nos problemas de análise das 

saídas, serão avaliados os problemas de associação. 

Um dos principais exemplos de associação é a barra de pesquisa do site Kiva.org. 

Mesmo não tendo o código do site em mãos para confirmar o modelo utilizado, é sabido que o 

mecanismo mais comum em recomendações é verificar quais os interesses do usuário tendo 

como base escolhas prévias, gerando um perfil de preferências, no qual a máquina aprende a 

sugerir elementos com características comuns e recorrentes. A Figura 13 é um exemplo de 

recomendações feitas no site. 

Figura 13 – Recomendações do site Kiva 

 

 

 

 

 

 

 

 

Fonte: Kiva.org 
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Sistemas de recomendação são utilizados em diversos ramos do cotidiano da 

população, como em notícias, plataformas de streaming, plataformas de música, etc. O modelo 

verifica quais são as preferências do usuário através de suas escolhas anteriores, e oferece 

recomendações baseadas nos interesses, preferências e necessidades do mesmo (LIU; BURKE, 

2018). O mesmo ocorre na plataforma Kiva.org, que apresenta novos anúncios a partir das 

escolhas anteriores do usuário. 

Pode ocorrer o viés de treinamento, no qual o código deixa em segundo plano os 

anúncios de empreendedores que se enquadram nos quesitos de falências e condenações 

criminais, pois esses representam uma baixa aceitação dos consumidores do site.  

O viés de processamento pode ocorrer quando o mecanismo de recomendação indica 

perfis baseados nas escolhas anteriores, sendo mais propenso a indicar somente 

empreendimentos com características semelhantes, colocando em segundo plano a 

possibilidade de diversificação e inclusão, sem falar no fato de as saídas dependerem do 

ferramental estatístico escolhido pelo programador. O viés de processamento também pode ser 

observado na frequência de acesso à plataforma, que identifica os usuários que estão mais 

propensos a doar e apresentar mais recomendações para estes, o que também vai depender de 

qual o modelo estatístico foi escolhido para avaliação.  

Já o viés de foco pode ser evidenciado na opção convidar amigos, o qual pode 

tendenciar as recomendações do novo usuário com base nas preferências de quem indicou. 

Por fim, temos o viés de contexto, que pode ser exemplificado no fato de haver mais 

recomendados asiáticos pelo simples fato de haver mais usuários asiáticos. Tal fato pode ser 

observado através do estudo realizado por Liu e Burke em 2018. 

O estudo de Liu e Burke (2018) analisa o mecanismo de ranqueamento de mercados 

online, e propõe um modelo que balanceie a qualidade das sugestões personalizadas, dando 

chance a todos o micro negócios que são expostos no site. Os autores elaboram um algoritmo 

que percebe quais usuários são mais tolerantes às diferenças, e permite que anúncios de 

fornecedores diferentes das últimas escolhas do usuário apareçam. Um dos experimentos 

realizados no estudo é sobre o site Kiva.org, no qual são avaliadas as transações no período de 

oito meses.  

Como pode ser observado na figura 14, durante os oito meses analisados, os 

empréstimos foram realizados para diversas regiões. A primeira coluna apresenta a região, a 

segunda a quantidade de empréstimos e a terceira a porcentagem do total. 
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Figura 14 – Total de empréstimos do site Kiva.org por região 

 

 

 

 

 

 

 

 

 

Fonte: LIU; BURKE, 2018 

 

Já na figura 15, é possível observar a distribuição das recomendações por país. 

Verifica-se, através das colunas em azul, como os anúncios são desiguais, tendo a Ásia um alto 

número de recomendações, e a Oceania quase nenhuma. 

Figura 15 – Total de recomendações por região6 

 

 

 

 

 

 

 

 

 

Fonte: LIU; BURKE, 2018 

Os autores percebem que o site não oferece uma lista de sugestões vasta, então aplicam 

o modelo de re-ranqueamento, inserindo pseudo características para cada perfil de usuário (seja 

ele anunciante ou potencial fonte de empréstimo), o que gera uma maior lista de recomendações 

para o site. A coluna laranja apresenta as novas saídas de recomendações, após as mudanças de 

recomendações realizadas com base no algoritmo que foi elaborado pelos autores. Através dela 

é percebido que foram feitas reduções nas recomendações de empreendedores da Ásia e África, 

o que consequentemente resultou em um aumento nos continentes da Europa Oriental e Ásia. 

 
6 FAR - Fairness-Aware Re-ranking 

PFAR - Personalized Fairness-Aware Re-ranking 
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O estudo de caso de Liu e Burke (2018) é um exemplo que como o viés de 

processamento algorítmico é aplicado no Kiva.org, e propõe uma saída para que esse problema 

seja mitigado. Os autores mostram que o site utiliza características muito básicas para realizar 

as recomendações, e indicam a utilização de classes mais vastas, que representam ainda mais 

os interesses do usuário, para que as recomendações fiquem mais justas para a sociedade. 
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4. CONCLUSÕES 

A partir dos exemplos e estudos supracitados, fica evidente a importância do 

aprendizado de máquina no dia a dia das sociedades. Com os avanços na tecnologia, o volume 

de dados que são gerados e precisam ser processados aumenta de maneira exponencial, o que 

torna quase impossível a não utilização de Machine Learning. 

Em contrapartida, é possível perceber que as técnicas de ML não estão isentas de falhas 

e lacunas, como é o caso do viés algorítmico. Os problemas surgem desde a concepção do 

código, até a interpretação de suas saídas. Muitas são as possibilidades de enviesamento e 

réplica de tendências de uma sociedade desigual. Para isso, é importante que as empresas e 

usuários fiquem atentos aos possíveis pré-conceitos que podem ser perpetuados. 

Dando foco à interseção entre as técnicas de ML e o empreendedorismo social, foi 

realizado um recorte na política de microcrédito, tendo como base a instituição Kiva.org. Como 

o presente trabalho não teve acesso ao código completo do site, foram feitas algumas suposições 

e interpretações sobre pesquisas em materiais já publicados, para demonstrar como o viés pode 

interferir na concessão de crédito. Diante disso, foi possível perceber que a instituição pode, e 

deve, utilizar ML para aprimorar sua atuação e efetividade. Porém, deve estar atenta às suas 

falhas, e buscar sempre sua mitigação. 

Um dos exemplos avaliados é a classificação dos usuários, que pode ser baseada em 

moldes pré definidos ou então na auto classificação. Para evitar excluir minorias, o site pode 

criar categorias mais gerais, e também permitir que usuários indiquem novas categorias. O 

aprendizado deve ser diário, e deve refletir as particularidades da sociedade. 

Após a análise de todas as possibilidades de viés nos métodos de aprendizagem e nos 

modelos de análise das saídas, foi elaborado um quadro com um resumo de todas as percepções, 

apresentado na Tabela 4. Além disso, foi feito um resumo com as principais características dos 

tipos de vieses (Tabela 2) e com os métodos de aprendizado analisados (Tabela 3). 

 

Tabela 2 – Resumo Vieses 

VIÉS DE TREINAMENTO 
As informações de entrada ou de treinamento fornecidas representam 

uma tendência do programador ou do usuário, transmitindo seus 
preconceitos e preferências ao modelo.  

VIÉS DE PROCESSAMENTO 
Programador utiliza seu conhecimento e as ferramentas de ML para 

mascarar resultados e alterar as saídas, manipulando os dados que serão 
repassados para o público. 
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VIÉS DE FOCO 

Utilizadas categorias de classificação irrelevantes, deixando de lado 
informações estatisticamente valiosas, alterando as saídas do programa. 
Pode ocorrer também de existirem categorias ilegais, que não podem ser 

utilizadas para análise.  

VIÉS DE CONTEXTO Inconsistências entre o código e o contexto no qual o mesmo é aplicado. 

VIÉS DE INTERPRETAÇÃO 
O usuário apresenta conceitos e valores que diferem do código e de suas 
saídas. Nesse caso, a informação trazida pelo algoritmo será interpretada 

de maneira enviesada, podendo ser distorcida por quem a analisa. 

 

Fonte: Elaborado pela autora 

 

Tabela 3 – Resumo: Métodos de análise de saídas 

Classificação 
Aprender uma regra que entregue como saída um mapeamento correto 
das entradas dentro de classes pré definidas. Nesse tipo de problema, o 

objetivo é sempre categorizar. 

Regressão 
Avaliam dados históricos e retornam quais dados de entradas vão 
apresentar características similares. Apresenta saídas numéricas 

Agrupamento 
Categorizam os dados dentro de subconjuntos (grupos). São problemas 

que visam agrupar elementos com propriedades em comum, que os 
aproximem entre si e os diferenciem de outros grupos. 

Associação Avaliar a primeira escolha do usuário e prever a segunda. 

 

Fonte: Elaborado pela autora 
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Tabela 4 – Quadro resumo da classificação dos vieses 

 

  

APRENDIZAGE

M 

SUPERVISIONA

DA 

APRENDIZAGE

M  NÃO 

SUPERVISIONA

DA OU SEMI 

SUPERVISIONA

DA 

APRENDIZAD

O POR 

REFORÇO 

CLASSIFICAÇÃO 

VIÉS DE 

TREINAMENTO 

* Informações 

apresentam 

tendências do 

programador ou do 

próprio usuário, 

que podem 

interferir nas 

saídas e escolhas 

dos credores. Ex: 

Campos “se já 

faliu” ou “se já foi 

condenado 

criminalmente” 

* Tags erradas, por 

exemplo:  

- Campanha para 

apoio à confecção 

classificada como 

para fome 

- Tag “Women” 

(mulher, em 

inglês), que deixa 

grupos vulneráveis 

exclusos, como 

pessoas trans 

  

VIÉS DE 

PROCESSAMEN

TO 

Desconsiderar 

informações 

importantes e 

alteração das 

saídas para 

privilegiar certos 

grupos 

    

VIÉS DE FOCO 

Limitam as 

campanhas 

proibitivas às 

ligadas à cannabis, 

tabaco, penhoras, 

armas, pirâmide e 

entretenimento 

adulto; 

refinanciamento de 

dívidas;  

    

VIÉS DE 

CONTEXTO 

Pesquisas 

realizadas em um 

grupo e aplicadas 

para um código 

utilizado em outra 

amostra da 

sociedade.  Como 

é o caso do filtro 

de negócio legal ou 

não 

Palavras-chave são 

“livres”: 

insegurança 

alimentar, 

sustentabilidade, 

etc., podem ter 

sentidos diferentes 

em diferentes 

contextos. 

  

REGRESSÃO 
VIÉS DE 

TREINAMENTO 
  

Filtro 

“Tendências”. 

Sugere que 

baseado na 

velocidade com 

que as doações 
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caem, que ajudam 

a inferir qual 

campanha está 

mais próxima de 

acabar mais rápido. 

VIÉS DE 

PROCESSAMEN

TO 

Verificar o quanto 

cada usuário pode 

pegar emprestado, 

baseado em outros 

perfis com 

características 

similares. 

Filtro 

“Tendências”. 

Sugere que 

baseado na 

velocidade com 

que as doações 

caem, que ajudam 

a inferir qual 

campanha está 

mais próxima de 

acabar mais rápido 

- depende do 

ferramental 

estatístico e 

matemático 

escolhido. 

  

VIÉS DE FOCO       

VIÉS DE 

CONTEXTO 

Utilizar a base de dados de um local e aplicar as saídas 

em local com condições diferentes 

  

  

AGRUPAMENTO

S 

VIÉS DE 

TREINAMENTO 

Mais 

recomendados por 

outros usuários 

Formação das 

equipes de 

empréstimos com 

perfis semelhantes 

  

VIÉS DE 

PROCESSAMEN

TO 

  

Formação das 

equipes de 

empréstimos com 

perfis semelhantes 

– c– depende do 

ferramental 

estatístico e 

matemático 

escolhido. 

  

VIÉS DE FOCO       

VIÉS DE 

CONTEXTO 

Países que diferem 

em legislação 

quanto ao cultivo 

de cannabis, por 

exemplo. 

    

ASSOCIAÇÃO 
VIÉS DE 

TREINAMENTO 

 Campos “se já 

faliu” ou “se já foi 

condenado 

criminalmente”. 

  

A ferramenta 

de 

recomendação 

por si só é um 
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VIÉS DE 

PROCESSAMEN

TO 

“Quem doa para 

esse tipo de setor, 

atividade, território 

estará mais 

propenso a doar 

para esse” – 

depende do 

ferramental 

estatístico e 

matemático 

escolhido. 

Frequência de 

acesso à 

plataforma em 

razão do histórico 

de aportes e 

empréstimos - 

estimativa de 

quando estará mais 

propenso a doar – 

depende do 

ferramental 

estatístico e 

matemático 

escolhido. 

exemplo do 

método não 

supervisionado, 

podendo 

apresentar 

todas as 

possibilidades 

citadas nas 

linhas de 

Associação 

VIÉS DE FOCO 

“Convidar amigos” 

– pode tendenciar 

as recomendações 

do novo usuário 

com base nas 

preferências de 

quem indicou. 

  

VIÉS DE 

CONTEXTO 

Mais 

recomendados 

asiáticos pelo 

simples fato de 

haver mais 

usuários asiáticos. 

  

 

Fonte: Elaborado pela autora 

 

Por fim, vale ressaltar que, mesmo com a intensificação dos mecanismos 

automatizados, as chances de viés e réplica de preconceitos sempre estará presente, visto que a 

atuação do ser humano sobre as mesmas também estará. Códigos são elaborados por 

programadores, que já têm uma visão particular da realidade, opiniões e preferências. Por isso 

se faz tão importante o estudo de como minimizar tais tendências, para que cada vez menos 

pessoas sejam prejudicadas com essa situação. Ademais, o presente trabalho, por ser baseado 

em percepções da autora e de estudos de autorias diversas, também apresenta vieses dos 

mesmos. 

A tecnologia deve ser uma grande aliada na melhoria da qualidade de vida, e não um 

artifício para afastar cada vez mais as pessoas e criar mais lacunas na sociedade. Para isso, deve 

ser intensificada a pesquisa e a avaliação dos modelos já utilizados e de novas possibilidades, 

unindo conhecimentos multidisciplinares, como engenharia, economia, tecnologia da 

informação, medicina, etc. Quanto mais próximo da realidade forem as entradas e os parâmetros 
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que são utilizados no ambiente de máquina, maiores são as chances de conseguir atender suas 

demandas e suprir necessidades que não são atendidas nos dias atuais. 
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