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RESUMO

Os acordos de nivel de servico (SLA) sdo importantes para garantir 0s deveres e
responsabilidades entre os solucionadores e 0s usuérios. Entretanto, sua gestdo é comumente
feita de forma reativa. Este trabalho tem como objetivo principal investigar a aplicacdo das
ferramentas de mineracéo de processo (MP) e regresses ndo-paramétricas (NPR) para auxiliar
a gerenciar proativamente o SLA. No presente trabalho o SLA e suas implicacBes nas
organizacgdes foram estudados, foram apresentadas diferentes técnicas de MP e de NPR e 0s
modelos construidos foram aplicados em um estudo de caso com dados reais. Os resultados
obtidos no estudo de caso sugerem que o modelo da regressdo de Kernel Gaussiana, utilizando
as métricas de tempo decorrido e da ocorréncia e duracdo das atividades, obteve os melhores
resultados em prever o tempo remanescente de chamados de Tl em andamento. Os resultados
obtidos nesse trabalho também sugerem que a MP e os modelos de NPR podem ser
considerados como uma opc¢ao para prever o tempo remanescente de chamados de Tl e auxiliar

no gerenciamento proativo do SLA.

Palavras-chave: Acordo de Nivel de Servico, Mineracdo de Processos, Regressdo N&o-

paramétrica



ABSTRACT

Service level agreements (SLA) are important to ensure the duties and responsibilities between
the service providers and users. However, SLA management is commonly done reactively. This
study has the objective to investigate the application of process mining (PM) and non-
parametric regressions (NPR) to help to proactively manage the SLA and analyze different
forecast models. In the present work, SLA and its implications in organizations were studied,
different PM and NPR techniques were presented, and the models built were implemented in a
case study with real data. The results obtained in the case study suggest that the Gaussian Kernel
regression utilizing metrics of elapsed time and the occurrence and duration of activities,
obtained the best results in predicting the remaining time of ongoing IT tickets. The results
obtained in this work also suggest that PM and NPR models can be considered as an option for
predicting remaining time of ongoing IT ticket and help to proactively manage SLA.

Keywords: Service Level Agreement, Process Mining, Non-parametric Regression
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1. INTRODUCAO

Atualmente, a Tecnologia da Informacao (T1) desempenha um papel fundamental na
gestdo empresarial, uma vez que a maioria das atividades empresariais sdo baseadas em
sistemas ou tecnologias de informagéo (NETO, 2009).

Para que esses sistemas se mantenham funcionando, além de atender outras demandas
gue usuarios de uma organizagdo possuam relacionados a area de TI, existem as plataformas
chamadas de Centrais de Servico (CS). Na CS, os usuarios podem registrar suas demandas,
conhecidas como chamados, que serdo entdo atendidas pelo time de TI. Dessa forma, as CS
geram e armazenam um grande volume de dados referentes aos processos realizados por esses
times (FREITAS, 2011).

A grande maioria dos sistemas de informacdes usados nas CS de Tl séo classificados
como sistemas de informacao cientes do processo (PAIS — process aware information systems).
Um sistema PAIS armazena informagdes sobre eventos executados em determinado processo.
Alguns exemplos de PAIS sédo os Sistemas de Gerenciamento do Fluxo de Trabalho (WMS —
Workflow Management System), Gestdo de Relacionamento com o Cliente (CRM — Customer
Relationship Management) e Planejamento dos Recursos Empresariais (ERP — Enterprise
Resources Planning) (JUNIOR, 2017).

Dados referentes ao processo de Tl sdo armazenadas em registros de eventos (RE).
Um RE contém informages sobre as atividades que foram tomadas para a resolugdo de uma
demanda dos usuarios. No RE também sdo incluidos dados referentes a duracdo de cada
atividade realizada, além de outras informac6es que auxiliam o enriquecimento do RE como
detalhes sobre 0s recursos ou responsaveis que participaram em cada atividade (VAN DER
AALST,; et al., 2004).

Deveres e responsabilidades entre os solucionadores e 0s usuarios séo definidos pelos
Acordos de Nivel de Servico (SLA - Service Level Agreement) (MAGER, 2014). Um exemplo
de acordo, é o tempo de resposta maximo que o time de solucionadores de TI tem para atender
a um chamado. Esse tempo de resposta serve como uma garantia para o usuario de que toda vez
que ele tiver esse problema, este sera resolvido no prazo acordado. Por outro lado, o SLA
também auxilia os solucionadores a dimensionar seu time e negociar uma remuneracdo de
acordo com o nivel de servico demandado (RAMAKRISHNAN; KAUR, 2020). Dessa forma,
monitorar o cumprimento desses acordos é relevante nas organizagdes para evitar os custos de

néo atendimento e manter o nivel de qualidade da organizacdo.
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No entanto, o monitoramento do SLA das empresas € comumente feito de forma
reativa, em que violacdes que ja ocorreram sao avaliadas e medidas preventivas sdo tragadas
para o futuro. Enquanto essa abordagem pode ser util, uma vez que pode alertar a organizacéo
para possiveis problemas de qualidade em seu processo, ela ndo impede os erros de acontecerem.
Para isso, um gerenciamento antes da ocorréncia é preferivel, uma vez que permite a previsdo
de possiveis violacGes de SLA (LEITNER; et al., 2009). Um primeiro passo para realizar uma
gestdo proativa das violacgdes, € analisar os processos abordados pelo acordo de forma proativa.

A mineracdo de processos (MP) é uma disciplina de pesquisa relativamente nova que
oferece métodos poderosos para extrair (minerar) conhecimento de REs de processos ja
executados. Desse modo, a principal vantagem da MP é sua independéncia de plataforma e
formato. Registros de eventos de todo tipo de sistema de informacdo podem ser usados e
transformados por um processo de mineracdo (VAN DER AALST; et al., 2012).

Portanto, através da mineracdo de processos, é possivel extrair informacdes dos RES
de chamados de TI. Essas informacdes, por sua vez, podem ser utilizadas em modelos de
previsdo para prever possiveis violagbes do SLA, assim, gerenciando o SLA de maneira
proativa. O presente estudo investiga os diferentes modelos que podem ser utilizados para
gerenciar proativamente o cumprimento do SLA, além de implementa-los em um estudo de

Caso.

1.1 JUSTIFICATIVA

SLA’s sdo tracados entre ofertantes e usuarios de um servi¢o para que se tenham regras
bem definidas dos deveres e responsabilidades de ambas as partes. Dessa forma, violagdes dos
SLA’s causam diversos prejuizos para ambas as partes, como atrasos nas entregas, multas e
quaisquer outras penalidades explicitadas no acordo (MAGER, 2014).

No entanto, o gerenciamento apos o ocorrido € ineficiente, pois ndo consegue evitar o
prejuizo que j& foi causado. Para evitar que o SLA seja violado, em especial, os acordos
referentes ao tempo méaximo de resposta do atendimento de uma demanda, é preciso prever o
infringimento antes de sua ocorréncia.

Dado os recentes avangos e novas tecnicas de mineragdo de processos, se torna
relevante um estudo das diferentes abordagens disponiveis na MP para a predi¢do do tempo

remanescente de casos em andamento. Portanto, o presente trabalho visa explorar tais técnicas,



15

e aplica-las em casos reais de uma empresa brasileira de grande porte através de um estudo de

Caso.

1.2 ESCOPO

Acordos de nivel de servico podem metrificar uma grande variedade de indicadores
como: disponibilidade, precisdo, atualidade, qualidade, capacidade e desempenho de um
sistema (EDDINGTON, 2010). O presente estudo, se limita a analise de desempenho, através
do tempo de resposta de casos em andamento. A utilizagdo de técnicas de MP para esse fim se
utiliza da previsdo desses tempos para auxiliar na gestdo proativa do SLA. Dessa forma, néo
sera proposto um modelo de gestdo do SLA, uma vez que esse tema é muito abrangente e fica
fora do escopo desse estudo, mas 0s modelos apresentados e aplicados nesse estudo auxiliardo
na tomada de deciséo preventiva.

Dentro da mineragdo de processos ha diversas técnicas para extrair conhecimento de
registro de eventos. Os objetivos dessas técnicas incluem: o descobrimento de modelos de
processo, verificacdo de conformidade, aprimoramento de modelos de processo, previsdo de
casos dos processos, entre outros (VAN DER AALST; et al., 2010). Esse estudo é voltado para
as técnicas de previsdo do tempo remanescente de processos em andamento, para que se possa
prever violagdes nos prazos acordados no SLA. Dessa forma, a mineragéo de processos pode
ser utilizada para extrair do RE métricas que alimentam um modelo preditivo, conforme
proposto por Van Dongen et al (2008).

A fim de prever os tempos de duracdo de casos em um processo nao especificado, ndo
se pode assumir uma forma especifica para a distribuicdo dos tempos dos casos desse processo.
Dessa forma, para realizar previsdes € vantajoso a utilizacdo de modelos de regressdo nao
paramétrica (NPR — Non-parametric Regression) em oposi¢do a outros métodos de previséo,
principalmente porque a NPR é mais adequada em situagdes com poucos ou nenhum precedente
disponivel. A abordagem ndo paramétrica apenas assume que h& alguma relacdo entre as
variaveis preditoras e a varidvel alvo, a forma dessa relagdo nédo precisa ser especificada (VAN
DONGEN; CROOY; VAN DER AALST, 2008). Portanto, no presente estudo uma NPR
chamada regresséo de Kernel (FAN; GIJBELS, 2018) ¢ utilizada como modelo preditivo, uma
vez que a regressdo de Kernel oferece grande versatilidade para lidar com diversos tipos de

dados, como observado no estudo de Van Dongen et al (2008).
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H& diversas ferramentas que podem ser utilizadas para a implementacdo dessas
técnicas. Alguns programas como Celonis! e 0 Disco? sdo bem utilizados no mercado, mas
possuem custos elevados para o uso ndo corporativo (KEBEDE; DUMAS, 2015). Dessa forma,
a fim de realizar o estudo de caso no presente trabalho, foi utilizada a ferramenta Prom®e a
linguagem de programacéo Python®.

O Prom é uma ferramenta de codigo aberto especialmente adaptada para apoiar o
desenvolvimento de projetos de mineracdo de processo. Com o auxilio das extensdes Project
Log on Dotted Chart e Mine With Visual Miner da ferramenta, foi realizada uma analise
exploratdria dos dados utilizados.

Para a aplicacdo em Python, a fim de facilitar o uso da linguagem foram utilizadas as
bibliotecas Numpy® e Pandas® para realizar o pré-processamento e a modelagem dos modelos
de regressdo, as bibliotecas Matplotlib” e Seaborn® para montar as visualizacdes dos resultados

e a biblioteca Scikit-Learn® para normalizar e separar os dados de treino e teste.

1.3 OBJETIVOS

O presente trabalho tem como objetivo geral investigar a aplicacdo das ferramentas
de mineracdo de processos para gerenciar proativamente o SLA. Para isso, também sdo
analisados diferentes modelos de previséo e implementados em um estudo de caso. Os objetivos
especificos do estudo sdo:

1)  Conhecer as metodologias para extracdo de conhecimento acerca do tempo de
duracédo dos chamados;

2)  Conhecer diferentes metodologias para a previsdo da duragdo de casos em

andamento;

! https://www.celonis.com/

2 https://fluxicon.com/disco/

3 https://www.promtools.org/doku.php

4 https://docs.python.org/pt-br/

5 https://numpy.org/doc/

6 https://pandas.pydata.org/docs/

" hhttps://matplotlib.org/2.0.2/api/pyplot_api.html
8 http://seaborn.pydata.org/introduction.html

® https://scikit-learn.org/stable/
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3)  Selecionar as metodologias relevantes de mineracdo de processo e de predicédo
de tempo remanescente de chamados e discutir seus beneficios para 0 modelo;

4)  Aplicar a mineracao de processos e 0 modelo preditivo em um estudo de caso.

1.4 METODOLOGIA

O presente estudo segue a metodologia indicada na Figura 1.

Estudo sobre SLA e
sua implicagbes nas [—>
organizacoes

Investigacao de
—>| ténicas de regressao
ndo parametrica

Investigacdo de
técnicas de MP

vV

Apresentacdo da
metodologia de
implementagéo das
ferramentas

Realizagcdo de um
estudo de caso

Apresentacao
resultados e conclusao

Figura 1- Metodologia do estudo
Fonte: O Autor

Em busca de atingir os objetivos apresentados na secdo 1.3 foram realizados 0s

seguintes passos:

1)  Oestudo sobre o SLA e suas implica¢Ges nas organizac¢des foi conduzido através
de uma revisdo da literatura sobre o tema. A pesquisa realizada considerou livros e
artigos sobre gestdo de TI, com destaque para Wu e Buyya (2012) e Halvey e Melby
(2007).

2)  Astécnicas de MP foram também estudadas através de pesquisas bibliograficas
com destaque para 0s conceitos e as técnicas de MP para a previsdo de duracdo dos
casos em andamento. A maior parte da revisdo se baseou em artigos académicos
publicados pelo grupo de especialistas em mineracao de processo da Universidade de
Tecnologia de Eindhoven, criadores de diversos conceitos sobre a mineracdo de
processos. Também foram utilizados outros artigos diversos que ampliaram 0s
primeiros conceitos introduzidos através de novas técnicas e abordagens do assunto;

3) Para a investigacdo das técnicas de NPR foram utilizadas literaturas sobre os
conceitos basicos da NPR e da regressdo de Kernel;

4) O método proposto para a utilizacdo da MP em conjunto com o modelo preditivo

é detalhado neste trabalho e os passos para a implementacéo e avaliagdo desse modelo



18

sdo discutidos. O modelo utilizado foi baseado no estudo desenvolvido por Van Dongen
et al. (2008);

5)  E apresentado um estudo de caso. O estudo de caso utiliza de um RE com dados
reais sobre o processo de atendimento de TI de uma empresa de grande porte. Para a
mineragdo dos processos e aplicacdo dos modelos preditivos, é utilizado a linguagem
Python;

6) Por fim, s@o apresentados os resultados e as conclusfes do estudo. Essa etapa
contard com uma analise das diferentes técnicas de MP empregadas e seus resultados
no estudo de caso.

1.5 ESTRUTURA DO TRABALHO

O presente trabalho foi dividido em 5 capitulos.

O capitulo 1 contém a introducédo do estudo que seré realizado, a contextualizagdo do
problema sendo abordado, a delimitagdo do que serd e ndo serd abordado no trabalho, a
metodologia do estudo e do estudo de caso que serd implementado além da apresentacdo dos
objetivos gerais e especificos sendo buscados;

No capitulo 2 é apresentada a revisdo da literatura em que o trabalho esta embasado,
dentro das seguintes &reas: acordos de nivel de servigo, registro de eventos e mineracdo de
processos, além de alguns topicos sobre abordagens de previsdo de processos e modelos
preditivos.

No capitulo 3 é apresentada a metodologia de implementagdo dos modelos de MP em
conjunto com o0 NPR.

No capitulo 4 discute-se um estudo de caso em que técnicas de MP e preditivas sdo
utilizadas para estimar o tempo remanescente de chamados de T, oferecendo uma oportunidade
para auxiliar na gestdo proativa do SLA.

Finalmente, o capitulo 5 apresenta as conclusdes do trabalho, licdes aprendidas e um

direcionamento para o futuro.

1.6 SUMARIO DO CAPITULO

Para auxiliar na gestdo proativa do SLA, um estudo sobre a previsdo do tempo de
conclusao de chamados em andamento é relevante. O presente trabalho tem como objetivo geral
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investigar a aplicagédo das ferramentas de mineragao de processos para gerenciar proativamente
o SLA. Para isso técnicas de MP e NPR sdo estudadas e uma metodologia conectando os temas

é apresentada e aplicada em um estudo de caso.
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2. REVISAO DE LITERATURA

Esse capitulo aborda o referencial tedrico que serve de base para a pesquisa proposta.
Inicialmente, € definido o conceito de acorde de nivel de servico (SLA) e suas implicacdes na
area de TI. Em seguida, sdo apresentados os conceitos de mineracdo de processos (MP) e de
transformacOes do registro de eventos (RE). Finalmente, sdo apresentados os fundamentos

matematicos por tras dos modelos preditivos que sdo aplicados no estudo de caso.

2.1 ACORDO DE NIVEL DE SERVICO (SLA)

Um acordo de nivel de servico € um compromisso mutuo e define as expectativas
referentes ao servico pelo prestador do servico e pelo consumidor do servico. Essas garantias
referenciam qual transacdo precisa ser executada e qual o nivel de qualidade esperado na
execucdo (WU; BUYYA, 2012).

Os acordos dos servigos de TI, tratam principalmente de questdes relacionadas ao
desempenho e orientam as informagdes coletadas durante a execucdo do processo. A maioria
dos contratos incluem expectativas sobre 0s servicos solicitados, métricas para definir as metas
de limite para esses SLAs, metodos padrdo para medir cada SLA e indicadores para desvios
dos SLAs reais aos acordados (HALVEY; MELBY, 2007).

Um SLA deve abordar os seguintes pontos (WU; BUYYA, 2012):

— Propésito: descreve as razdes por tras da criacdo do acordo;

- Partes envolvidas: descreve quais sdo as partes envolvidas no acordo e quais 0s

seus respectivos papéis (provedor e consumidor);

- Periodo de validade: define o periodo em que o acordo tera validade, delimitados

por um periodo de inicio e conclusdo do acordo;

— Escopo: define e detalha todos os servicos que estdo sendo abrangidos pelo
acordo em questao;

— Restri¢Bes: define os passos que devem ser tomados para que o nivel de servico
possa ser fornecido;

—  Objetivos do nivel de servico (SLO): o nivel de servico em que o0 usudrio do

servico e o provedor acordam, normalmente inclui os indicadores que devem ser inclusos no
acordo, como disponibilidade, desempenho e confiabilidade. Cada indicador de nivel de servi¢o

deve possuir um valor alvo que deve ser alcancado.
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— Penalidades: define o que deve ocorrer caso o0 provedor do servigo tenha
desempenho inferior ao acordado e seja incapaz de cumprir com os objetivos estipulados. Se o
acordo ocorrer com um provedor de servigos externo, uma opcao de rescindir o contrato caso
niveis de servico inaceitaveis sejam apresentados deve ser incluido.

—  Servigos opcionais: define os servi¢cos que normalmente ndo sdo demandados

pelos usuarios, mas podem ser exigidos como excecao;

- Exclusdes: especifica o que ndo é coberto pelo acordo;

—  Administracdo: descreve 0s processos criados no SLA para atender e medir seus
objetivos, além de definir a responsabilidade organizacional para supervisionar cada um deles

processos.

Grande parte dos SLAs de T1 ainda s&o formalizados através de arquivos de texto. Para
identificar as violacdes de tais acordos, os clientes acompanham indicadores de desempenho
dos servigos sendo prestados. Para monitorar sdo estabelecidos limites minimos e maximos para
cada métrica, bem como sanc¢des que podem ser aplicadas ao prestador do servigo a partir de
uma violagdo dos acordos definidos. Incentivos ou penalidades auxiliam encorajar um
desempenho superior ou desencorajar um desempenho ruim (PINHEIRO, 2015).

As métricas utilizadas no SLA podem ser categorizadas como aquelas que fazem
referéncia a execugdo do processo e as que fazem referéncia a interrup¢do do processo. Na
primeira, o objetivo é uma integracdo positiva da tecnologia no processo de negdcios do cliente.
Por outro lado, SLA com métricas de interrupgdo buscam reduzir o impacto negativo que a
tecnologia tem com o negdécio do cliente (EDGINGTON; RAGHU; VINZE, 2010).

As métricas de execucdo do processo incluem disponibilidade, precisdo, atualidade,
qualidade, capacidade e desempenho de um sistema. O objetivo dessas métricas pode ser visto
como o desejo de uma integracéo perfeita da tecnologia no processo de negdcios do cliente, no
entanto nem todos os aspectos de Tl séo totalmente integrados. Existem algumas, como a
instalacdo de upgrades e o treinamento do usuario que, ao interromper 0s negocios gerais do
cliente, ttm como objetivo proporcionar melhorias na execucao do processo. As atividades de
interrupcdo do processo costumam ser o foco das CS de T1. As métricas de interrupgéo incluem
métricas como resolucdo de problemas, tempo de recuperacdo, incidéncias de chamadas
repetidas, tempo de reparo, porcentagem de chamadas abandonadas e incidentes de seguranca.
Essas atividades impactam negativamente o processo geral de negécios do cliente e, uma vez
resolvidas, apenas permitem que o processo interrompido seja retomado (EDGINGTON;
RAGHU; VINZE, 2010).
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Ademais, 0s tempos entre o inicio e a conclusdo de um processo de atendimento sdo
informacdes Uteis para avaliar a eficiéncia operacional do processo. Esse tempo, conhecido
como tempo de ciclo, € um contribuidor crucial para a experiéncia geral do usuério,
produtividade, receita organizacional e imagem da marca. No setor de servicos, tempos de ciclo
longos podem frustrar 0s usuarios que precisam esperar para terem suas demandas atendidas.
O tempo de ciclo longo em um centro de atendimento ao cliente pode resultar na perda de
clientes ou publicidade negativa para uma organizacdo. Além disso, o tempo de ciclo mais
longo pode significar oportunidades para melhorar a eficiéncia de um processo existente em
termos de economia de custo e tempo e de aumentar a satisfacdo dos clientes. Logo, o tempo
de ciclo €, predominantemente, usado como uma meta de desempenho e faz parte dos SLAS
como uma das principais métricas que garantem a qualidade da entrega dos servicos aos clientes
(RAMAKRISHNAN; KAUR, 2020).

2.2 MINERACAO DE PROCESSOS (MP)

Atualmente, a maioria das organizacdes utilizam sistemas de informacdo para dar
suporte a execucao dos seus processos. Exemplos de sistemas de informacdo séo WMS, CRM,
ERP, entre outros. Esses sistemas, armazenam registros sobre todos 0s casos em que algum
processo foi executado nessas plataformas, a quantidade de execucges realizadas, as pessoas ou
sistemas envolvidos na execucao, entre outros detalhes. Esses registros sdo o ponto de partida
da mineracdo de processos, comumente denominados RE (VAN DER AALST; et al., 2009).
Diversos componentes podem compor um RE, entre eles, os seguintes se destacam (VAN DER
AALST,; et al., 2010):

- Evento/Atividade/Tarefa: se refere a uma etapa bem-definida do processo. Essa

etapa é executada inteiramente por um recurso e é registrada de forma sequencial conforme foi
ocorrida;

—  Caso: uma instancia de um trabalho realizado que contém um grupo de
atividades. Cada caso possui um identificador unico;

—  Recurso: se refere a uma ou mais pessoas ou maquinas que executam um evento
especifico. O recurso pode néo ter executado o evento, mas foi utilizado na sua execucao;

—  Carimbo de data/hora: data/hora em que determinado processo de iniciou. Em

alguns registros podem ser expressos também as datas de finalizag&o de cada evento. Quando
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n&o ha tempo de concluséo, supde-se que uma atividade finalizou assim que a proxima comegou.
Quando ha uma diferenca entre o fim de uma atividade e o inicio da outra ha um tempo de
espera entre as atividades;

—  Trago: sequéncia de eventos que compdem determinado caso. Auxilia a entender
quais atividades foram realizadas em um caso até aquele momento.

—  OQOutros detalhes sobre os eventos ou casos sendo executados podem ser
adicionados a fim de fornecer mais detalhes para os usuarios ou solucionadores. A Tabela 1
apresenta um exemplo de RE.

ID do Caso Tarefa Status Evento | Criado por | Inicio (dd/mm/aaaa hh:mm:ss) Extra
1 Arquivar Multa Finalizado Anne 20/07/2004 14:00:00
2 Arquivar Multa Finalizado Anne 20/07/2004 15:00:00
1 Enviar Recibo Finalizado system 20/07/2004 15:05:00
2 Enviar Recibo Finalizado system 20/07/2004 15:07:00
3 Arquivar Multa Finalizado Anne 21/07/2004 10:00:00
3 Enviar Recibo Finalizado system 21/07/2004 14:00:00
4 Arquivar Multa Finalizado Anne 22/07/2004 11:00:00
4 Enviar Recibo Finalizado system 22/07/2004 11:10:00
1 Processo de Pagamento Finalizado system 24/07/2004 15:05:00
1 Finalizar Caso Finalizado system 24/07/2004 15:06:00
2 Enviar Lembrete Finalizado Mary 20/08/2004 10:00:00
3 Enviar Lembrete Finalizado John 21/08/2004 10:00:00
2 Processo de Pagamento Finalizado system 22/08/2004 09:05:00
2 Finalizar Caso Finalizado system 22/08/2004 09:06:00
4 Enviar Lembrete Finalizado John 22/08/2004 15:10:00
4 Enviar Lembrete Finalizado Mary 22/08/2004 17:10:00
4 Processo de Pagamento Finalizado system 29/08/2004 14:01:00
4 Finalizar Caso Finalizado system 29/08/2004 17:30:00
3 Enviar Lembrete Finalizado John 21/09/2004 10:00:00
3 Enviar Lembrete Finalizado John 21/10/2004 10:00:00
3 Processo de Pagamento Finalizado system 25/10/2004 14:00:00
3 Finalizar Caso Finalizado system 25/10/2004 14:01:00

Tabela 1 — Exemplo de um registro de eventos
Fonte: Adaptado de van der Aalst; et al., 2009

MP é uma érea de estudos que se situa entre a mineracdo de dados e a modelagem e
andlise de processos. A MP tem trés principais objetivos: o de descobrir, monitorar e melhorar
processos reais através da extracdo (mineracdo) de conhecimento de RE disponiveis em
sistemas de informacdo. Dentro dessa area de estudo estdo situadas as seguintes técnicas:
descobrimento de um modelo de processos a partir de um RE, verificacdo de conformidade do
processo real e do mapeado, aprimoramento de modelos de processo, previséo de casos dos
processos, entre outros (VAN DER AALST,; et al., 2010). Na Figura 2 estdo ilustradas as

entradas e saidas das trés técnicas mais comuns: descoberta, conformidade e aprimoramento.
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Figura 2 - Entradas e saidas dos trés tipos bésicos de mineragao de processos a) descoberta b) conformidade e c)
aprimoramento
Fonte: Adaptado de van der Aalst, et al, 2011a

As técnicas de MP de descoberta utilizam de um RE e produzem um modelo do
processo que o representa. Este modelo € uma representacdo que pode ser expressa em diversos
formatos como o de um fluxograma ou rede de Petri e reflete o processo que esté sendo seguido
de acordo com os casos registrados no RE. A descoberta de processos é a técnica de mineragao
de processos mais proeminente (VAN DER AALST; et al, 2011a). A Figura 3 ilustra a rede de

Petri de um modelo de processo extraido do RE da Tabela 1.

O_, Arquivar '( ) ) Enviar Processo de N < ) ) Finalizar _’O
Multa Recibo Pagamento Caso

Enviar
Lembrete

Figura 3 — Exemplo de um registro de eventos
Fonte: Adaptado de van der Aalst; et al., 2009

Ja as técnicas de conformidade utilizam de um modelo de processo ja existente e o
compara com os dados de um RE do mesmo processo. A verificagdo de conformidade pode ser
usada para verificar se a realidade, conforme registrada no RE, esta de acordo com o modelo
projetado e vice-versa (VAN DER AALST; et al, 2011a).

Os processos de aprimoramento buscam ampliar ou melhorar um modelo de processo
ja existente usando informacGes adicionais sobre o processo real registrado em um RE.
Enquanto a verificagdo de conformidade mede o alinhamento entre o modelo e a realidade, este
terceiro tipo de técnica de MP visa alterar ou estender o modelo (VAN DER AALST; et al,
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2011a). O presente trabalho explora outra técnica de mineragdo de processo de grande

relevancia, a previsdo de processos de negocio.

2.3 PREVISAO DE CASOS EM ANDAMENTO

O monitoramento preditivo de processos também conhecido como previsdo de
processos de negdcios, é outro ramo da mineracdo de processos que visa prever os alvos
predefinidos de interesse usando as métricas das atividades dos casos em execucao. O principal
conceito subjacente do gerenciamento preditivo de processos de negdcios é a antecipagdo do
objetivo de interesse definido pelo usuério com o uso das atividades de processo dos casos em
execucdo (MEHDIYEV; FETTKE, 2021). Alguns parametros podem ser previstos usando
essas técnicas, entre eles:

— Previsao do préximo evento (PRAVILOVIC; APPICE; MALERBA, 2013)

— Previsdo do resultado de um caso em andamento (se uma requisicdo sera
aprovada ou negada por exemplo) (DE LEONI; et al., 2016)

—  Previsdo do tempo remanescente de casos em andamento (VAN DER AALST;
etal., 2011b) (VAN DONGEN; CROOY; VAN DER AALST, 2008) (LEITNER et al, 2009)

No topico da previsdo da duracdo de casos a partir de um RE, muitos métodos
diferentes também foram utilizados. VVan Dongen et al. (2008) extrairam estimadores do RE e
utilizaram da regressdo ndo paramétrica para prever o tempo restante até a conclusdo de um
caso. Van der Aalst et al. (2011b) propuseram anotar um sistema de transi¢do com informagoes
sobre a ocorréncia de um evento especifico ou o tempo até um determinado evento. Weber et
al. (2007) descreveram um método de aprendizado preguicoso (lazy learning) para calcular
recomendacdes baseadas em um RE que atuam em uma otimizacdo especifica, por exemplo,
minimizar o tempo de ciclo ou maximizar o lucro.

Apesar das diversas abordagens, todas utilizam inicialmente da MP para extrair
informacdes relevantes dos RE e assim treinar modelos preditivos. Ha uma grande variedade
de informacdes ou medidas que podem ser mineradas do processo e utilizadas nos modelos. O
tempo médio de ciclo é frequentemente usado como um estimador para o tempo de ciclo
restante. Usando o inicio e a conclusdo de uma sequéncia € trivial definir o tempo de ciclo
médio de um RE, que € apenas a soma das duracdes de todos os casos dividido pelo nimero de
casos (VAN DONGEN; CROOQY; VAN DER AALST, 2008).
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RE sdo populados por eventos sequenciais, onde certos eventos precedem outros.
Dessa forma, a qualquer momento, uma instancia de processo esta em uma atividade que
depende das atividades que foram previamente realizadas. As atividades que antecederam a
atual em um caso sédo denominadas de prefixo do caso (VAN DER AALST,; et al., 2011b).
Dessa forma, uma medigdo de ocorréncia de atividade é tal que para cada prefixo (ndo vazio)
de um caso, uma medicdo é feita, consistindo no nimero de ocorréncias que um evento
especifico ocorreu naquele caso (VAN DONGEN; CROOY; VAN DER AALST, 2008).

O resultado da extracdo dessa medida a partir do RE pode ser representado por uma
tabela. Cada linha dessa tabela representa um momento em que um caso se encontra, e as
colunas o nimero de vezes que aquele caso realizou cada atividade. Dessa forma, a Tabela 2
exemplifica coletas da medicao de ocorréncia de atividade a partir do RE apresentado na Tabela
1.

ID do Caso Arquivar Multa Enviar Recibo Enviar Lembrete Processo de Pagamento Finalizar Caso
1 1 1 0 1 1
2 1 1 1 1 1
3 1 1 3 1 1
4 1 1 2 1 1

Tabela 2 — Exemplo da medida de ocorréncias das atividades para cada caso
Fonte: O Autor

Outra medida que pode ser utilizada como estimador considera a duracdo em que
determinado caso passou em cada atividade ja realizada. Dessa forma, para cada prefixo (ndo
vazio) de um caso, € medido o tempo de duracdo médio que o caso passou naquela atividade.
VariagOes dessa medida, como a soma dos tempos de duragdo daquele caso em cada atividade
também podem ser explorados. Dessa maneira, 0 dominio obtido pelos parametros ndo séo
ndmeros naturais, como na apresentada acima, mas reais ndo negativos (VAN DONGEN;
CROOY; VAN DER AALST, 2008).

De forma anadloga a medida de quantidade de eventos, é possivel montar uma tabela
com os estimadores extraidos. Nesta tabela, cada linha contém um momento de um caso, e cada
coluna o tempo médio ou a soma dos tempos decorridos naquela atividade. A Tabela 3
exemplifica coletas da medida de duracdo média (em dias) das atividades a partir do RE

apresentado na Tabela 1.
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ID do Caso Arquivar Multa Enviar Recibo Enviar Lembrete Processo de Pagamento Finalizar Caso
1 0,045 4,000 0 0,001 0
2 0,005 30,787 1,962 0,001 0
3 0,167 30,833 21,722 0,001 0
4 0,007 31,167 3,476 0,145 0

Tabela 3 — Exemplo da medida de duracdo média (em dias) das atividades para cada caso
Fonte: O Autor

Ademais, outras medidas podem ser mineradas a partir do RE. Medidas classificatdrias,
como os recursos utilizados, colaboradores que participaram ou local onde foi realizado cada
atividade também podem ser utilizados como parametros nos modelos. Medidas referentes a
hora do dia, ou época do ano que determinado caso foi realizado também podem fornecer
informacdes relevantes para uma previsdo. Para isso, deve ser levado em conta nos modelos de
previsdo, qual o tipo de dado de entrada que esta sendo utilizado para prever a duracdo

remanescente.

2.4 REGRESSAO NAO-PARAMETRICA (NPR)

Regressdo € uma técnica utilizada para ajustar uma funcao a um grupo de medidas. Ha
dois tipos de regressdo mais comuns, nomeadamente paramétrica, onde a funcdo é assumida
como tendo uma certa forma (por exemplo linear, exponencial, quadratica etc.) e ndo
paramétrica, onde nenhuma suposicdo é feita sobre a funcdo ajustada as medidas (VAN
DONGEN; CROOY; VAN DER AALST, 2008).

Regressdo paramétrica consiste em adequar uma funcdo conhecida inicialmente (a
priori) a pontos de dados. Na regressdo paramétrica, a parte que nao pode ser explicada pela
funcéo é considerada ruido, isto é, um erro aleatoriamente distribuido (FAN; GIJBELS, 2018).

Para aplicacbes de comportamentos conhecidos, a escolha de uma funcdo que se
adeque satisfatoriamente aos dados apresentados é simples, no entanto, esse nao € sempre o
caso. Na figura 4, sdo apresentadas quatro regressGes paramétricas diferentes aplicadas a dados
de uma simulacdo de impacto. Neste exemplo, pode ser observado de forma empirica, que
dependendo da equacao escolhida a priori, a regressdo pode ndo ser uma boa representacao das
medidas plotadas (FAN; GIJBELS, 2018).
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Regressao Linear Regressao Quadratica
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Figura 4 - Comparacdo entre diferentes regressdes paramétricas
Fonte: Adaptado de Fan, Gijbels, 2018

Dessa forma, quando o modelo representativo de determinados dados é desconhecido,
aNPR, isto é, a regressao que ndo considera nenhum conhecimento a priori, pode ser uma op¢do
mais adequada. Na Figura 5, sdo comparadas duas regressdes: paramétrica linear (na esquerda)

e uma regressao ndo paramétrica (na direita).
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Figura 5 — Comparacdo entre uma regressao linear e uma regressao ndo paramétrica
Fonte: Bowman, AW, Azzalini, 1997
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Em outras palavras, as técnicas de NPR realizam uma regressdo que considera
alguns/todos os pontos plotados para dar maior flexibilidade ao seu formato (WITTEK, 2014).
Das técnicas de NPR, a regressdo de Kernel é uma das mais utilizadas dado que esta fornece
uma vasta selecéo de estimadores podendo ser usadas em aplicacOes diversas (FAN; GIJBELS,
2018).

Dada uma funcéo de regressao que ndo possui uma forma especifica, a regressdo de
Kernel estima para cada ponto de teste, um valor de resposta, através de uma média ponderada
dos pontos ao redor do ponto de teste. O peso atribuido a cada ponto é determinado por uma
funcdo denominada de funcdo de Kernel e os pontos sendo considerados para a média sdo
dependentes do parametro de suavizacao (largura de banda) utilizado (FAN; GIJBELS, 2018).

Dessa forma, dada uma funcdo de Kernel qualquer, o parametro de suavizacdo h
controla a janela de dados em que sdo atribuidos pesos pela fungdo Kernel e, consequentemente,
representa 0 grau de suavizagdo da regressdo. As regibes sombreadas na Figura 6 sdo
representacdes graficas da janela em que a funcdo de Kernel coloca um peso apreciavel na
construcdo de uma média local. Para parametros de suaviza¢do mais altos, o estimador
resultante perde alguns detalhes da curvatura dos dados, como pode ser observado no grafico
da esquerda. A medida que o parametro de suavizag&o diminui, o estimador comega a rastrear
os dados até que acaba interpolando os pontos observados. Dessa forma, a largura da banda
governa a complexidade do modelo, isto é, se a funcdo é mais ou menos influenciada por cada
ponto especifico (BOWMAN; A.W; AZZALINI, 1997).
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Figura 6 — Regressdes ndo paramétricas considerando parametros de suavizacéo diferentes
Fonte: Adaptado de Bowman, A.W, Azzalini, 1997

Para a atribuicdo de pesos pela funcdo de Kernel, pontos mais distantes de determinado
ponto de teste, devem impactar menos na estimativa de um valor de resposta. Dessa forma,
podem ser atribuidos aos pontos dentro da largura de banda, pesos que representam o quéo
importante aquele ponto é para a estimativa da regressdo (FAN; GIJBELS, 2018).
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Ha& diversas funcdes ou estimadores, que podem ser utilizados na atribuicdo desses
pesos, na Tabela 4 sdo apresentadas algumas funcdes de Kernel. As funcdes de Kernel K(x, x;)
possuem 0s parametros: ponto de teste x, demais pontos x;, parametro de suavizacdo h e a
distancia entre os pontos d(x, x;) (1ZBICKI; DOS SANTQOS, 2020).

Nome Funcéao
Uniforme K(x,x;) = 1v (d(x,x;) < h)
_ d?(x, x;
Gaussiano K(r,x;) = (VZm)  *exp {— %}
. d?(x, x;)
Epanechnikov K(x,x;) =0,75 %1 — —r v(d(x,x;) < h)

Tabela 4 — Funcdes de Kernel
Fonte: Adaptado de Demir, Toktamis (2010)

O Kernel uniforme atribui 0 mesmo peso para todas as observagdes a uma distancia
menor que h, isto é, todos os pontos dentro da largura de banda recebem o mesmo peso para a
média ponderada. J& o Kernel de Epanechnikov atribui pesos diferentes de acordo com a
distancia até x;, observacfes mais proximas recebem um peso maior. O Kernel gaussiano € a
Unica funcdo apresentada que atribui um peso a todos os pontos observados, no entanto, dado
sua formulacdo, os pontos muitos distantes recebem um peso muito baixo, o que mantém em
parte o efeito do parametro de suavizacdo (IZBICKI; DOS SANTOS, 2020). As funcdes de
Kernel Gaussiana e de Epanechnikov, costumam ser boas estimadoras e sao as mais utilizadas
na pratica (DEMIR; TOKTAMIS, 2010).

Dessa forma, a regress@o de Kernel pode ser utilizada como um modelo preditivo, em
que diversas variaveis x sao fornecidas e o modelo faz uma previsdo de quanto deve ser a
variavel alvo. Utilizando dados histdricos, é possivel extrair as variaveis de entrada, prever a
variavel alvo e compara-la com os valores reais registrados. Assim, pode ser realizada a
avaliacdo das regressoes ajustadas em busca do melhor modelo.

No capitulo 3, sdo abordados como o modelo preditivo se conecta com as técnicas de

mineracdo de processos, e os critérios de avaliacdo dos modelos preditivos sdo apresentados.
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2.5 NORMALIZACAO DOS DADOS

A normalizacdo é uma técnica que pode ser aplicada como parte da preparacdo de
dados para modelos preditivos. O objetivo da normalizacao € alterar os valores numéricos em
conjunto de dados para usar uma escala comum, sem distorcer as diferengas nos intervalos de
valores ou perder informac@es. A normalizacdo também é necessaria em alguns algoritmos para
modelar os dados corretamente (BATISTA, 2003).

Por exemplo, se um conjunto de dados contém uma coluna com valores que variam de
0 a1 e outra coluna com valores que variam de 10.000 a 100.000. A grande diferenga na escala
dos nimeros pode causar uma desvalorizacao das escalas menores ao combinar os valores como
medidas durante a modelagem. A normalizacéo evita esses problemas, alterando os valores de
forma a manter a distribuicdo geral e as proporcdes nos dados de origem, aplicando uma escala
em todas as colunas numéricas usadas no modelo (BATISTA, 2003).

Dessa forma, a normalizacdo é um processo em que a unidade de medida dos dados é
desconsiderada. Existem dois tipos mais comuns de normalizacdo. O primeiro tipo, se origina
da algebra linear e trata os dados como vetores em um espac¢o multidimensional. Nesse contexto,
normalizar os dados é transformar o vetor de dados em um novo vetor cuja norma (comprimento
do vetor) € igual a um. O segundo tipo de normalizacdo se origina da estatistica e elimina a
unidade de medida, transformando os dados em novos valores com uma média de 0 e um desvio
padrédo de 1. Essa transformacéo é conhecida como normalizacédo Z-score (ABDI; WILLIAMS,
2010).

2.6 DADOS DE TREINO E TESTE

No processo de regressdo sao utilizados dados historicos para a criagdo da curva de
regressdo que entdo pode ser utilizada para prever a variavel alvo quando esta ainda nédo é
conhecida. Para validar se 0 modelo consegue representar bem 0 processo uma parte das
variaveis do histérico sdo utilizadas somente para testar o modelo que foi criado. Dessa forma,
os dados tendem a ser divididos em dois grupos um de treino do modelo de regressao e o outro
para testar o modelo apds sua criacdo (1ZBICKI; DOS SANTOS, 2020).

Uma boa prética para definir quais amostras serdo utilizadas para compor o conjunto
de treino e o conjunto de teste é definir aleatoriamente. Dessa forma, um gerador de nimeros

aleatdrio pode ser utilizado a fim de se definir essa divisdo. Esse procedimento evita o problema
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da funcdo regredida ser criada sobre um subgrupo especifico de dados, e portanto, ndo
representar bem o procedimento como um todo (IZBICKI; DOS SANTOS, 2020).

Outro parametro analisado € o percentual de dados que deve ser utilizado como dados
de treino e como dados de teste. Alguns valores de referéncia sao divises 70/30, 80/20 e 90/10,
onde o primeiro valor é o percentual de dados utilizados no treino e 0 segundo nimero o
percentual de dados utilizados no teste do modelo. Para uma otimizacdo completa do modelo,
diversos valores podem ser testados e avaliados até que a divisdo Otima seja encontrada
(NGUYEN; et al., 2021).

2.7 SUMARIO DO CAPITULO

O SLA é um acordo entre o prestador e o consumidor de um servico que define as
expectativas e responsabilidades de ambas as partes. Esse servico realizado pode ser descrito
por um processo e armazenado em um RE. As analises realizadas sobre um RE pertencem a
area de conhecimento da mineracdo de processos (MP), em que uma das suas areas é a previsao
do tempo de concluséo dos processos, 0 que é util para a gestao proativa do SLA. Dessa forma,
é possivel extrair métricas relevantes do RE que podem ser aplicadas a modelos preditivos como

0 NPR para que o tempo remanescente de casos em andamento sejam previstos.
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3. METODOLOGIA DE IMPLEMENTACAO DOS MODELOS

Este capitulo aborda a metodologia utilizada na implementacéo das técnicas de MP e
dos modelos preditivos. A mesma metodologia foi utilizada na execucdo do estudo de caso
também abordado no capitulo 4 desse trabalho. A metodologia apresentada na Figura 6 pode
ser replicada para diversas aplica¢Oes e foi adaptada do estudo de Van Dongen et al. (2008).
Dessa forma, esta metodologia pode ser generalizada para qualquer processo que possua um
RE.

Analise exploratoria e

Mineragéo das Normalizagéo dos

pre-proczzs(;sl(;rslento dos —> métricas do RE - dados
0 |
Separacdo dos dados 5 Implementacéo dos 5 Comparacéo dos

de treino e teste modelo de regressao resultados obtidos

Figura 6 — Metodologia utilizada no estudo de caso
Fonte: Adaptada de Van Dongen et al. (2008)

3.1 ANALISE EXPLORATORIA E PRE-PROCESSAMENTO DOS DADOS

A etapa de analise exploratéria e pré-processamento teve como objetivo entender o
processo que os chamados passam e de realizar as transformacdes iniciais necessarias nos dados
para a mineracdo nas etapas subsequentes. Os dados de entrada dessa etapa devem ser um
registro de eventos (RE) contendo as atividades realizadas ao longo de diversos casos diferentes.

A analise iniciou com uma decomposi¢cdo de todos os casos e de suas atividades
conforme suas datas de abertura e fechamento. Assim é possivel observar os tempos
despendidos em cada atividade dos diversos casos analisados. Para isso foi utilizada a extenséo
Project Log on Dotted Chart ferramenta do ProM.

Para entender o processo que da origem ao RE, foi minerado o fluxograma que descreve

0 processo atraves da utilizacdo da extensdo Mine With Visual Miner da ferramenta ProM.
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Para analisar em mais detalhes cada uma das atividades, foram plotados histogramas do
tempo decorrido para cada status e suas respectivas médias e desvios padrdo. Por fim, foram
extraidas de cada caso, a duracdo em horas Uteis do processo e plotadas em histogramas por
status. Para isso foram utilizadas as bibliotecas Pandas, Matplotlib e Seaborn da linguagem
Python.

3.2 MINERACAO DAS METRICAS DO RE

Com os dados preparados, para que seja realizada a implementagdo dos modelos de
regressdo, primeiro foi preciso preparar as métricas que serviram como dados de entrada no
modelo. Para isso, foram selecionadas as métricas propostas pelo trabalho de Van Dongen et
al. (2008): o tempo decorrido até o momento no chamado, a quantidade de vezes que um
chamado passou por cada atividade e a soma do tempo despendido em cada atividade. Esta
extracdo foi realizada através de um codigo na linguagem Python criado pelo autor, utilizando

as bibliotecas Pandas e Numpy.

3.3 NORMALIZACAO DOS DADOS

A etapa de normalizacdo teve como objetivo colocar todas as métricas utilizadas em
uma escala Unica. Para isso todas as métricas foram colocadas em uma escala centrada na média
e com as métricas representadas em unidades de variancia. Essa implementacdo foi realizada

através da funcéo scale da biblioteca Scikit-Learn em linguagem Python.

3.4 SEPARACAO DOS DADOS DE TREINO E TESTE

Esta etapa tem como objetivo separar as métricas mineradas em dois grupos, os dados
de treino e teste, com o intuito de obter uma regressdo que melhor represente dados ainda nao
introduzidos pelo modelo. Para isso, cada caso e suas métricas foram separados aleatoriamente
em dois grupos. O maior grupo, os dados de treino, conteve 70% dos casos e foram utilizados
no ajuste dos modelos de regressdo. Os dados de teste, representaram 30% dos dados totais.
Nestes, os modelos criados foram implementados e se obteve previsdes do tempo remanescente

de cada momento de diversos chamados.
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3.5 IMPLEMENTACAO DO MODELO DE REGRESSAO

A etapa de implementacdo do modelo de regressdo conteve duas principais partes, o
ajuste dos modelos de regressao aos dados de treino e a avaliagcdo dos modelos obtidos com os
dados de teste. O objetivo dessa etapa foi de implementar diversas regressdes nao-paramétricas
de Kernel com variados hiper parametros, a fim de achar o modelo que melhor conseguisse
prever o tempo remanescente de casos em andamento.

Para obter uma linha de base ou um ponto de referéncia para os resultados, foi
desenvolvido um modelo de regressdo simples, utilizando apenas a média do tempo
remanescente por atividade para realizar as previsdes. Para cada caso, foi considerado somente
a atividade sendo realizada naquele momento e o tempo remanescente daquele caso até a sua
conclusdo. Foi entdo realizada a média dos tempos remanescentes por atividade, obtendo
previsdes simples do tempo remanescente para quando 0s casos se encontram em cada uma das
atividades. Essas médias foram utilizadas para realizar a previsdo do tempo remanescente de
todos os dados de teste e foram calculadas as diferencas absolutas entre os valores reais e 0s
valores previstos encontrados.

Ademais, foram ajustados modelos de regresséo de Kernel com duas funcdes de Kernel
a de Epanechnikov e a Gaussiana. Para encontrar 0 pardmetro de suavizagdo que gera a
regressdo que melhor se encaixa nos dados de treino, foi realizado uma busca heuristica, onde
o0 parametro foi variado entre 0,1 e 50 em iteracGes de 0,1 para cada uma das duas fungdes. No
total, foram geradas 1.000 combinacdes de regressdes diferentes. Cada regressao ajustada foi
utilizada para obter previsdes dos tempos remanescente dos dados de teste e para cada uma das
previsoes foi calculada a diferenca absoluta do valor previsto para o valor real, que serviu como
parametro de avaliacdo dos melhores modelos.

A implementacdo da regressdo de Kernel foi realizada através da linguagem de
programacdo Python. Para a regressdo de Kernel Gaussiana, foi utilizada uma classe
desenvolvida por Mehta (2020). A mesma classe foi adaptada pelo autor e foi utilizada para a

regressdo de Kernel de Epanechnikov. As duas regressdes sao apresentadas na Figura 7.



import numpy as np

''"'Class for Gaussian Kernel Regression'''
class GKR:

def __dinit_ (self, x, y, b):

self.x = np.array(x)
self.y = np.array(y)
self.b = b

'"'"Implement the Gaussian Kernel'''
def gaussian_kernel(self, z):
return (1/np.sqrt(2%np.pi))*np.exp(-0.5%z**2)

'"'"Calculate weights and return prediction''’
def predict(self, X):

kernels = np.array([self.gaussian_kernel((np.linalg.norm(xi-X))/self.b) for xi in self.x])

weights = np.array([len(self.x) #* (kernel/np.sum(kernels)) for kernel in kernels])
return np.dot(weights.T, self.y)/len(self.x)

'"'Class for Epanechnikov Kernel Regression'''’
class EKR:

def __init_ (self, x, y, b):
self.x =
self.y = np.array(y)
self.b =b

np.array(x)

'"'Implement the Epanechnikov Kernel'''
def epanechnikov_kernel(self, z):

r = (8.75*%(1-np.power(z,2)))

if abs(z) > 1: r = @

return r

''"'"Calculate weights and return prediction'''
def predict(self, X):
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kernels = np.array([self.epanechnikov_kernel((np.linalg.norm(xi-X))/self.b) for xi in self.x])

weights = np.array([len(self.x) #* (kernel/np.sum(kernels)) for kernel in kernels])
return np.dot(weights.T, self.y)/len(self.x)

Figura 7 — Classe de fungdes de regresséo de Kernel Gaussiana e de Epanechnikov
Fonte: Adaptado de Mehta, 2020

3.6 COMPARACAO DOS RESULTADOS OBTIDOS

O erro absoluto médio (MAE), é um valor obtido realizando a média das diferencas
entre os valores previstos pela regressdo e o valor real do tempo remanescente dos casos dos

dados de teste. Nesta etapa, foram calculados 0 MAE’s para cada uma das regressoes ajustadas

e os valores encontrados foram comparados.

A fim de analisar os efeitos que cada funcdo de Kernel e o uso de diferentes métricas
tem sobre o resultado, forem selecionadas as regressées com o menor MAE entre as diferentes
combinagbes realizadas. Dessa forma, das 1.000 regressdes que foram ajustadas, foram

selecionadas 8 regressdes, combinando as 4 métricas de entrada com as 2 regressoes de Kernel

testadas.
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Para conseguir comparar e entender melhor as caracteristicas de cada modelo, o MAE
foi explorado de duas formas. Na primeira, os dados de teste foram agrupados conforme o status
em que se encontravam e MAE foi calculado por status. Na segunda, foi calculado o MAE por
status para o modelo de referéncia, e os outros modelos foram representados como percentuais
do modelo de referéncia, assim facilitando uma anélise comparativa entre os modelos.

Ademais, os modelos com a maior precisdo também foram comparados quanto a sua
capacidade de auxiliar na previsdo de violacdes do SLA, através do percentual de acerto na
classificacdo de chamados violados.

Por fim, foram realizadas as conclusdes sobre os resultados de cada modelo e realizadas

as recomendac@es sobre 0s usos de cada modelo e funcao de Kernel.

3.7 SUMARIO DO CAPITULO

A metodologia da implementacdo dos modelos de MP e das regressdes foi planejada em
seis partes com base no trabalho de VVan Dongen et al. (2008). Inicialmente é realizada uma
analise exploratoria e pré-processamento do RE para entender o processo que esta sendo
seguido e preparar os dados para as etapas subsequentes. Sdo entdo mineradas e normalizadas
as métricas que servem como dados de entrada nos modelos de regressdo. Ademais, as métricas
sdo separadas em dois grupos, os dados de treino e teste. Diversos modelos de regressdo sao
ajustados as métricas, a fim de encontrar o modelo que produza o menor erro absoluto para 0s

dados de teste. Por fim, todos os resultados obtidos sdo comparados e analisados.
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4. RESULTADOS OBTIDOS NO ESTUDO DE CASO

Nesse capitulo sdo apresentados os dados de entrada utilizados no estudo de caso e 0s

resultados obtidos através da implementacdo da metodologia apresentada no Capitulo 3.

4.1 ANALISE EXPLORATORIA E PRE-PROCESSAMENTO DOS DADOS

Para o presente trabalho foram utilizados dados de um registro de eventos (RE) da
equipe de TI de uma empresa de grande porte, contendo informacgdes sobre um chamado de
compra de equipamento de Tl como notebooks e smartphones. Ao precisar de um desses
equipamentos, representantes de unidades de todo o Brasil pode acessar a central de servicos
(CS) e abrir um chamado para serem atendidos pelo time de TI responsavel. Estes chamados
possuem um acordo de nivel de servico (SLA) de 108 horas Uteis, portanto, precisam ser
atendidos nesse periodo ou os solucionadores sofrem penalidades em suas metas para 0 ano.

O processo realizado na oferta de compra de equipamentos da CS fica armazenado em
um RE contendo as seguintes informagdes:

e ID do chamado: identificador Unico que cada chamado de TI possui, representa cada
caso de realizacdo do processo;

e Oferta do chamado: nome do servico que esta sendo prestado nesse chamado. Para este
estudo, estdo sendo utilizados somente dados da oferta de compra de equipamentos de
TI;

e Status do chamado: em qual parte do processo o chamado se encontra. Representa cada
um dos eventos/atividades possiveis de serem realizadas em um chamado. Esse campo
pode receber os seguintes valores:

o Aberto: o primeiro status que todo chamado recebe. Significa que foi recebido
pelo solucionador de TI, mas este ainda ndo comecgou a atuar na resolucdo do
chamado;

o Em Tratamento: ocorre enquanto o grupo de solucionadores estéa trabalhando no
chamado para atender a solicitacéo realizada;

o Pendente Usuario: ocorre quando ha alguma informacdo que o time de TI
precisa do usuario. Quando o usuario responder o que foi solicitado o chamado

sai desse status;
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o Em Validac&o: status em que a solucéo proposta pelo time de T é validada pelo
usuario requisitante. Caso o usuario nao valide a solucdo proposta o chamado é
aceito de forma técita;

o Solucionado: ocorre quando a solucao proposta é aceita e o chamado € finalizado.

e Hora de inicio: data e hora em que o chamado entrou naquele status;

e Hora de fim: data e hora em que o chamado saiu daquele status.

O processo sendo analisado sofreu mudangas em junho de 2021. Por isso estédo sendo
usados casos de 75 chamados diferentes, com o primeiro sendo iniciado em 25/06/2021 e o
altimo finalizado dia 12/11/2021. A Tabela 5 apresenta o exemplo de um dos 75 chamados,

conforme suas trocas de status foram registradas no RE.

ID Oferta Status Inicio Fim
R4906956 | Compra de Equipamento Aberto ouggg 21 06/07/2021 13:14
R4906956 | Compra de Equipamento Em Tratamento 06/?;@?21 06/07/2021 18:08
R4906956 | Compra de Equipamento | Pendente Usuario 06/3;/55 21 07/07/2021 16:01
R4906956 | Compra de Equipamento Em Tratamento wag:/gf 21 08/07/2021 12:18
R4906956 | Compra de Equipamento | Pendente Usuario 08/327:/125 21 13/07/2021 10:42
R4906956 | Compra de Equipamento Em Tratamento 13/53:/520 21 20/07/2021 16:31
R4906956 | Compra de Equipamento Em Validacao 20/%:/3?? 21 27/07/2021 17:31
R4906956 | Compra de Equipamento |  Solucionado 27’f77 :/3?521 27/07/2021 17:31

Tabela 5 — Chamado do RE utilizado no estudo de caso
Fonte: O Autor

Com o objetivo de entender a distribuicdo que os chamados analisados tiveram ao
longo do tempo, foi criado um grafico mostrando os momentos em que os chamados trocaram
de status, apresentado na Figura 8. Neste grafico fica perceptivel que os chamados se iniciam
de maneira uniforme ao longo de todo o periodo, sem grandes concentracGes em determinado

momento.
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Figura 8 —Atividades dos chamados ao longo do ano
Fonte: O Autor
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A Figura 9 apresenta um resultado similar ao apresentado na Figura 8. No entanto, o

eixo-x desse grafico contém o tempo decorrido desde o inicio de cada chamado, ordenado do

chamado mais curto ao mais longo em duracdo. O chamado mais curto do periodo analisado

durou 23,37 horas e 0 mais longo durou 38 dias e 14,97 horas.

RO400527 |

RE437115
Rs410872
R§705805
8308130
RE748800

uuuuu
8112330
R8271248

RE433588 |

3202030
RODEBO01
RS092018
RaDa7SE?
mmmmmm

3190310

aaaaaa
Ra193065

RE847203 |

3098232
R3752281
sssssss
R5355107
RED0SER4.
R5432404.
R4g48575

nnnnnn

2
'(0'6 2w,
S B
° o ® :
¢ ¢ *
=T \,
"\
.o.' e s
o. % f ‘
° o s
«* L, \
L —_ ° "
° ° ‘s
®@eo ) e .l
. s N,
° o
75h 243h 411h 579h 747h

Figura 9 — Atividades dos chamados ao longo de sua duragéo
Fonte: O Autor
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Dessa forma, € possivel perceber que a duragédo da resolu¢do de um chamado varia

bastante nos diversos casos. Visualmente pode ser observado que o chamado de duragcdo mais
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extensa ndo segue a mesma linha de tendéncia que os demais chamados, indicativo de um
possivel outlier do processo. Ademais, pode ser observado que na maioria dos chamados, o
status Em Validacgao teve duracéo bem consistente para os diferentes chamados, o que pode ser
atribuido ao tempo méximo que um chamado pode permanecer nesse status antes de ser
solucionado tacitamente pelo sistema.

Para entender em mais detalhes o processo sendo seguido pelo RE foi elaborado um
fluxograma do processo, apresentado na Figura 10. Nesta figura pode-se observar que todos 0s
casos passam pelos status Aberto, Em Validagdo e Solucionado. A principal alteracdo sofrida
por alguns dos casos foi um loop que ocorreu entre os status Em Tratamento e Pendente
Usuario, o que ocorre quando um solucionador esta tratando o chamado mas precisa de alguma

informacdo ou evidéncia do usuario.

85

11 Pendente Usudrio
o 759 75 Em Tratamento 10 11 1
75

Em Validagao Solucionado 75
74 75 75 ®

Figura 10 — Fluxograma do processo minerado do RE
Fonte: O Autor

A falta de processos repetitivos, a quantidade pequena de atividades e a linearidade do
processo, que sempre comeca e termina nos mesmos status, indicam uma simplicidade no
processo. Dessa forma, a informacdo das atividades ja realizadas em determinado chamado
serdo bem parecidas de chamado para chamado.

Para que cada status fosse analisado com mais detalhes foram criados histogramas com a
duracdo de cada chamado naquele status, além de suas respectivas médias e desvios padrdo,

conforme a Figura 11.
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Figura 11 — Histogramas da duragdo dos chamados por status
Fonte: O Autor

As duragfes dos chamados em cada status possuem uma variabilidade alta para os casos
analisados. Esse efeito ocorre pois 0s chamados sdo tratados pelos times da Tl das 9:00 as 18:00
nos dias de semana que nao sao feriados nacionais. Dessa forma, um chamado que foi aberto
em uma sexta-feira fica mais horas em aberto do que um aberto na segunda-feira. Ademais, o
calculo do SLA também ndo considera as horas em que o time de Tl ndo esta em atendimento.

Dado o objetivo do estudo de prever o tempo remanescente de chamados em andamento,
faz mais sentido a previsdo do tempo remanescente em horas Uteis. Para isso, na Figura 12
foram apresentados 0s mesmos histogramas que os da Figura 11 mas com a duracdo em horas

teis.
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Como pode ser observado nesta figura, o status que mais varia é o0 Em Tratamento, com

é concluido imediatamente ao ser solucionado.

4.2 MINERACAO DAS METRICAS DO RE

desvio padréo de 42,44 horas de dura¢do. O status que menos varia é o status Solucionado, uma
vez que ao entrar nesse status o chamado conclui no mesmo segundo. Dado que todos os
chamados passaram pelo status Solucionado e em todos o tempo despendido foi de O horas,

este ndo fornece nenhuma informacao relevante sobre o tempo remanescente do chamado, que

A etapa de mineragdo das métricas do RE extrai do RE informagdes que so utilizadas

nos modelos de regressdo para a previsdo do tempo remanescente até a conclusdo de um
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chamado. Foram minerados do registro de eventos as seguintes métricas, conforme o estudo

realizado por Van Dongen et al. (2008):

e Tempo decorrido: o tempo decorrido até aquele momento no chamado;

e Ocorréncia das atividades: o numero de vezes que cada chamado passou por

determinado status;

e Duracdo das atividades: a soma do tempo dispendido em cada status que o

chamado passou.

Para o estudo, também foi considerado um conjunto das demais métricas, que juntou

as trés métricas apresentadas em uma tabela Unica para ser usada como dados de entrada do

modelo de regressdo. Dessa forma, o resultado obtido nessa etapa foram 4 tabelas em que cada

linha apresenta as métricas quando os chamados entraram em cada atividade. Como exemplo,

as Tabelas 6, 7, 8 e 9 apresentam as métricas mineradas a partir do chamado de ID R4906956,

0 mesmo utilizado na Tabela 5. Ou seja, sdo apresentadas na Tabela 6 a métrica de tempo

decorrido, na Tabela 7 a métrica de ocorréncia de atividades, na Tabela 8 a métrica de duracdo

de cada atividade e na Tabela 9 o conjunto de todas as métricas.

Tempo Tempo
ID Status R
Decorrido | Remanescente

R4906956 Aberto 0,00 161,52
R4906956| Em Tratamento 22,23 139,28
R4906956 | Pendente Usuario 27,00 134,52
R4906956| Em Tratamento 34,02 127,50
R4906956 | Pendente Usudrio 39,30 122,22
R4906956| Em Tratamento 64,70 96,82
R4906956| Em Validagdo 115,52 46,00
R4906956 Solucionado 161,52 0

Tabela 6 — Métrica do tempo decorrido (ID R4906956)
Fonte: O Autor

Em Pendente Em . Tempo
ID Status Aberto .. .. . |Solucionado
Tratamento| Usuario | Validagao Remanescente

R4906956 Aberto 1 0 0 0 0 161,52
R4906956 | Em Tratamento 1 1 0 0 0 139,28
R4906956 | Pendente Usuario 1 1 1 0 0 134,52
R4906956 | Em Tratamento 1 2 1 0 0 127,50
R4906956 | Pendente Usuario 1 2 2 0 0 122,22
R4906956 | Em Tratamento 1 3 2 0 0 96,82
R4906956| Em Validagcdo 1 3 2 1 0 46,00
R4906956 Solucionado 1 3 2 1 1 0

Tabela 7 — Métrica de ocorréncia de atividades (ID R4906956)
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Em Pendente Em . Tempo
ID Status Aberto .. . _ |solucionado
Tratamento| Usuario | Validagao Remanescente
R4906956 Aberto 0 0 0 0 0 161,52
R4906956 | Em Tratamento | 22,23 0 0 0 0 139,28
R4906956 | Pendente Usudrio| 22,23 4,77 0 0 0 134,52
R4906956 | Em Tratamento | 22,23 4,77 7,02 0 0 127,50
R4906956 | Pendente Usuario| 22,23 10,05 7,02 0 0 122,22
R4906956 | Em Tratamento | 22,23 10,05 32,42 0 0 96,82
R4906956| Em Validagao 22,23 60,87 32,42 0 0 46,00
R4906956 Solucionado 22,23 60,87 32,42 46,00 0 0
Tabela 8 — Métrica de duracdo das atividades em horas (ID R4906956)
Fonte: O Autor
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4.3 NORMALIZACAO DOS DADOS

Tabela 9 — Conjunto de todas as métricas (ID R4906956)
Fonte: O Autor

Todos as métricas utilizadas como dados de entrada do modelo sdo valores numéricos.

Dessa forma, para que exista uma compatibilidade nas escalas utilizadas, todas as métricas

foram normalizadas conforme o método descrito na metodologia (se¢do 3.3). Os resultados

dessa etapa foram as mesmas quatro tabelas apresentadas na se¢do 4.2 mas com os valores

normalizados.

4.4 SEPARACAO DOS DADOS DE TREINO E TESTE

Nesta etapa cada uma das tabelas foi dividida em quatro. Inicialmente, todos os dados

foram divididos aleatoriamente em dois subgrupos contendo 70% dos casos e outro contendo

30%. O maior, os dados de treino, foi utilizado na implementacdo do modelo de regressao e o

menor, 0s dados de teste, para medir os resultados de cada modelo.

Para 0 modelo de regressao ser implementado € necessario a separacao dos dados de

entrada da regressao (os X’s da fungdo) e do resultado que se busca prever (0 Y da funcéo).
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Para o presente estudo, os dados de entrada do modelo foram as métricas mineradas e

normalizadas, e os dados de saida foram os tempos remanescentes de cada um dos casos.

4.5 IMPLEMENTACAO DO MODELO DE REGRESSAO

4.5.1 MODELO DE REFERENCIA

Para analisar os resultados foi primeiro calculado um modelo simples que serviu de
referéncia para uma analise comparativa com os modelos de regressdo de Kernel utilizados.
Esse modelo foi realizado através do calculo da média do tempo remanescente em cada status
dos dados de treino. A Figura 12 apresenta a média dos tempos remanescentes por status. Dessa
forma, considerando os casos dos dados de treino, quando um chamado entra no status Aberto,
este demora em média 99,1 horas até sua conclusdo. Apesar do status Pendente Usuario ocorrer
apos ser Aberto e ficar Em Tratamento, os chamados dos dados de treino tiverem o maior tempo
remanescente em média nesse status. Isso pode ocorrer pois nem todos os chamados analisados
ficaram Pendente Usuario, como pode ser observado na Figura 10. Ja na etapa Em Validacéo
0 chamado ja esta encaminhado para o estado final, em que o tempo remanescente é zero, pois
ele é solucionado imediatamente.
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Dessa forma, utilizando somente a média como modelo preditivo, foram realizadas as
estimativas dos tempos remanescentes dos chamados pertencentes aos dados de teste. Para cada
uma das previsdes realizadas foram calculados 0 MAE entre o tempo remanescente previsto e
o0 tempo remanescente real. Na Figura 14 sdo apresentados os erros absolutos médios dos casos
quando estes estavam em cada status e do modelo como um todo.
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Figura 14 — MAE por status do modelo de referéncia
Fonte: O Autor

Para esse modelo que foi utilizado como a referéncia para o resto do estudo, 0 MAE
obtido foi de 27,06 horas. Para o presente estudo, esse foi o erro considerado como base para
comparar com 0s demais modelos de regresséo de Kernel aplicados. Portanto, um modelo cujo
MAE excede 27,06 horas é em média menos preciso que a utilizacdo da média do tempo

remanescente por status como preditor.

4.5.2 REGRESSOES DE KERNEL

A implementagdo dos modelos preditivos foi realizada com duas fungdes de Kernel, a
de Epanechnikov e a Gaussiana. Para encontrar o parametro de suavizagdo que gere a regressao
que melhor se encaixe nos dados de treino foi realizada uma busca heuristica onde o parametro
de suavizacdo foi variado entre 0,1 e 50 em iterag6es de 0,1.
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Métricas Fungdo de Kernel h MAE
Conjunto Gaussiana 0,2 24,27
Ocorréncia das Atividades Epanechnikov 2,3 26,07
Conjunto Epanechnikov 2,9 26,75
Ocorréncia das Atividades Gaussiana 0,9 27,20
Duracado das Atividades Gaussiana 0,2 27,98
Tempo Decorrido Epanechnikov 0,1 31,13
Duragdo das Atividades Epanechnikov 1,4 31,18
Tempo Decorrido Gaussiana 0,1 32,36

Tabela 10 — Melhores resultados das regressdes de Kernel
Fonte: O Autor

Na Tabela 10 estdo indicados os melhores resultados obtidos em relacdo ao MAE para
diferentes métricas e parametros de suavizacao (h). Foram analisadas as métricas do tempo
decorrido daquele chamado até aquele momento, de ocorréncia de atividades que conta o
numero de vezes que cada chamado passou em cada status, da duracdo que cada chamado teve
por status e do conjunto de todas as métricas em uma tabela Unica.

A funcédo de Kernel Gaussiana teve os melhores resultados para a aplicacdo aos dados.
Dentre as diferentes métricas que foram testadas nos modelos, a métrica que utilizou o conjunto
de todas as informaces disponiveis teve 0 menor MAE para a fun¢do Gaussiana (24,77 horas).

J& os melhores parametros de suavizacao foram concentrados em valores mais baixos.
Para a funcdo Gaussiana o parametro de suavizacdo mais alto foi de 0,9 e para a funcéo de
Epanechnikov foi de 2,9, considerando o conjunto das métricas e a ocorréncia das atividades,
respectivamente. Dos pardmetros de suavizagdo utilizados na busca heuristicas estes estdo entre
0s 5,8% parédmetros mais baixos. Larguras de banda mais baixas levam a regressdes menos
suaves, mas que se adaptam melhor as caracteristicas dos dados, dessa forma, as regressoes
tendem a ser mais complexas quanto mais baixo o parametro de suavizacdo (BOWMAN; A.W;
AZZALINI, 1997). A Figura 15 apresenta os erros obtidos na regresséo de Kernel Gaussiana

distribuidos pelos status em que os chamados estavam.
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Figura 15 — Erros médios por status para a regressdo de Kernel Gaussiana
Fonte: O Autor

Utilizando somente o tempo decorrido como estimador do tempo remanescente, nenhum
dado de entrada indica quais status o chamado passou até aquele momento. Na figura 9 da
analise exploratdria pode-se observar que ha uma grande variacdo dos tempos decorridos em
cada um dos status. Dessa forma, um chamado que durou uma certa quantidade de tempo pode
estar em diversos status. Sem a informag&o do status que o chamado se encontra hd uma perda
de uma informagdo importante, o que resultou no pior das MAE’s.

Utilizando somente a duracao dos tempos despendidos em cada status, o erro obtido foi
mais elevado do que o obtido no modelo de referéncia, com um MAE de 27,98 horas. O modelo
de referéncia, por utilizar a média do tempo remanescente por status, sempre prevé
corretamente chamados no status Solucionado, que ja foram concluidos. Utilizando o tempo de
duracdo em cada status, no entanto, o modelo teve um erro de 9,69 horas na previsdo do tempo
remanescente de chamados solucionados.

Utilizando somente a quantidade de vezes que um chamado passou por cada status, o
MAE obtido pelo modelo foi de 27,20 horas, levemente menor do que o obtido no modelo de
referéncia. Com essa métrica, 0 modelo tem a informac&o que os chamados foram solucionados,

0 que resultou em um erro bem pequeno na previsao do tempo remanescente de chamados nesse
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status. Isso auxiliou essa métrica a ter um MAE menor do que a utilizagdo da métrica de duracao
das atividades. No entanto, essa métrica teve um resultado pior na previsao de chamados no
status de Pendente Usuario, com o maior erro obtido em 53,49 horas. Este resultado se
assemelha muito ao obtido no modelo de referéncia, que também ndo conseguiu prever
chamados nesse status com previsdo, resultando em seu maior erro também.

A utilizacdo do conjunto das métricas resultou no melhor resultado com um MAE de
24,27 horas. Neste caso, pode ser observado que o status Solucionado que possui tempo
remanescente de zero, sempre € previsto com sucesso. Ademais, o status Pendente Usuario,
que possui a pior precisdao no modelo de referéncia, teve uma das melhores nesse modelo, com
um MAE comparativamente baixo, de 11,83 horas. Ademais, o Unico status que ndo teve um
resultado superior ao do modelo de referéncia foi no status Aberto, no qual o MAE foi idéntico
ao obtido pelo modelo de referéncia em 37,69 horas. Apesar do erro absoluto ser idéntico na
média, as previsdes realizadas foram diferentes entre os dois modelos.

A Figura 16 apresenta um grafico comparativo entre as diferentes métricas da regressao
de Kernel Gaussiana com o modelo de referéncia. Para isso, 0s erros médios por status foram
normalizados, e sdo representados como o percentual do erro médio do modelo de referéncia
(MAE). No eixo-x, 0 Gnico status que ndo é representado foi o Solucionado, pois no modelo de
referéncia este foi zero, o que resultaria em uma divisdo por zero.

1,40

1,20 1,13
1,09 1,09 1,09
1,03 1,00 1,02
0,96 0,96
1,00 0,92 ’
0,87 920 ' 0,90
0,79
0,80
0,60
0,39
0,40
0,20

0,20 I
0,00

Aberto Em Tratamento Pendente Usudrio Em Validagdo

m Ocorréncia das Atividades  m Decorrido Duragdo das Atividades ~ ® Conjunto

Figura 16 — Percentual de erro entre a regressdo de Kernel Gaussiana e 0 modelo de referéncia
Fonte: O Autor

Dessa forma, valores acima de um correspondem a MAE’s mais elevados que o modelo

de referéncia ¢ abaixo MAE’s menores do que o de referéncia. Para o primeiro status recebido,
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Aberto, onde ainda h& poucas informag6es sobre os chamados, a utilizacdo de uma métrica
simples como a média do tempo remanescente foi superior ou igual a todas as regressdes de
Kernel realizadas. No entanto, para os demais status ha uma grande diferenca entre a utilizacdo
de um modelo simples como o de referéncia para 0 modelo ndo-paramétrico de Kernel.

A métrica de ocorréncia de atividades, apesar de ter tido um MAE geral menor que o do
modelo de referéncia, ficou muito préximo deste para os diferentes casos. J& a métrica em
conjunta obteve os melhores resultados, exceto quando comparada com a duracdo das
atividades Em Tratamento, que obteve um resultado levemente superior.

Os principais ganhos do modelo de Kernel Gaussiana sobre o modelo de referéncia
foram no status Pendente Usudrio. Este é o Unico status onde ha uma divergéncia do processo
realizado, como € observado no fluxograma da Figura 10. Com essa camada de complexidade
adicional, a métrica conjunta que utiliza a maior quantidade de informacdes obteve o melhor
resultado com um MAE de 11,83 horas, 20% das 58,40 horas obtidas no modelo de referéncia.

Para todas as regressfes de Kernel de Epanechnikov (KE) o MAE obtido foi mais
elevado do que o melhor resultado encontrado com a regressao de Kernel Gaussiana. A Figura

17 apresenta todos os MAE’s obtidos por status.
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Diferentemente do resultado obtido com a funcdo de Kernel Gaussiana, o melhor
resultado encontrado foi com a utilizacdo da métrica de ocorréncia de atividades com MAE de
26,07 horas e o pior com a utilizacdo do tempo decorrido com 31,13 horas.

O modelo que utilizou a métrica do tempo decorrido teve uma classificacdo ruim dos
casos ja solucionados, cuja previsdo deveria ser zero horas para todos o0s casos, resultando em
um desempenho similar a Gaussiana e inferior ao modelo de referéncia.

Ja o conjunto das métricas, ndo classificou todos os casos solucionados corretamente,
levando a um MAE de 1,82 horas. Esse foi um resultado interessante uma vez que somente com
a métrica de Ocorréncia de Atividades, o modelo previu todos os chamados solucionados
corretamente. Neste caso, a maior quantidade de informacGes teve um efeito oposto ao
observado com a funcdo Gaussiana, e resultou em um MAE mais elevado. Contudo, ambas as
métricas ainda obtiveram resultados superiores ao modelo de referéncia.

Na Figura 18, todos os modelos criados foram normalizados conforme o modelo de
referéncia. Diferentemente do modelo Gaussiano, as regressfes de Epanechnikov tiveram
resultados proximos ao modelo de referéncia. Quando no status em Aberto, a métrica de
duracédo das atividades foi consideravelmente pior que os demais modelos, apresentando um
MAE 22% maior que o do modelo de referéncia. A ocorréncia das atividades teve valores
proximos do modelo de referéncia para 0s trés primeiros status, mas depois teve uma precisdo

mais elevada na previsdo de chamados Em Validacéo.
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As previsOes do tempo remanescente conseguem ser utilizadas pelos solucionadores
para entender quais chamados podem cometer infracdes no SLA. Para isso, é preciso somar o
tempo decorrido do chamado com a previsdo do tempo remanescente e comparar se esse valor
infringiria ou ndo o SLA. Para o presente estudo, essa classificagdo entre violado e ndo violado
foi realizada para cada um dos chamados usando os diferentes modelos elaborados. Dessa forma,
pode-se comparar 0s resultados obtidos com os dados histdricos para criar uma métrica de
percentual de chamados classificados corretamente. Essa métrica, pode ser utilizada para
entender se um modelo corretamente preveria uma violacdo e possibilitar o time de
solucionadores de atuarem de forma proativa no chamado.

A Figura 19 apresenta o percentual de chamados classificados corretamente com o
modelo de referéncia e os melhores resultados obtidos com as funcBes Gaussiana e de

Epanechnikov.
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Figura 19 — Percentual de chamados classificados corretamente
Fonte: O Autor

Na figura pode ser observado que no status em Aberto todos os modelos conseguiram
classificar a violacdo de SLA corretamente em 52% dos casos. No entanto, nos status Em
Tratamento e Em Validag&o os modelos divergiram. O melhor modelo para ambos o0s casos foi
o de Epanechnikov que classificou os chamados Em Tratamento com precisdo de 58% e Em
Validagé@o com precisdo de 87%. Nos status Pendente Usuario e Solucionado todos os modelos
classificaram corretamente 0s casos em andamento, indicando que qualquer um destes pode ser
utilizado obtendo-se 0 mesmo resultado.
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Embora a abordagem do modelo Gaussiano tenha sido a melhor opcéo na regresséo,
fornecendo o menor MAE, pode-se observar na Figura 19 que isso ndo se repete para a
classificacdo. 1sso devido ao foco do trabalho em prever o tempo remanescente dos chamados
e ndo de classifica-los entre violados e ndo-violados. Para gerar um modelo preditivo puramente
focado em classificar entre violados e ndo violados, podem ser realizados mais estudos com
enfoque em modelos de classificacdo em detrimento do modelo de regressdo utilizado nesse

estudo.

4.6 SUMARIO DO CAPITULO

Através da analise exploratdria foi observado que o processo seguido pelo RE utilizado
no estudo pertence a um processo simples com poucas etapas e divergéncias. Também foi
descoberto a necessidade da utilizacdo da duracdo em horas Uteis para os calculos realizadas,
dado o horario de trabalho do time de solucionadores de Tl e o calculo das infragdes de SLA.
Todas as regressdes de Kernel, fizeram uso de parametros de suavizagdo (h) com valores baixos
para obter seus melhores resultados. Dos modelos comparados, a fun¢do Gaussiana com a
métrica conjunta teve a maior precisdo com um MAE de 24,27 horas. A regressao de Kernel de
Epanechnikov teve sua maior precisdo com a métrica de ocorréncia das atividades, obtendo
MAE de 26,07 horas. Dessa forma, ambos os modelos foram superiores ao modelo de referéncia
analisada. No entanto, em uma analise da utilizacdo da previsdo para classificar chamados que
violaram seu SLA, todos os modelos tiveram resultado muito similar, apontando que todos

poderiam ser utilizados para esse fim.
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5. CONCLUSOES

O presente trabalho teve como objetivo investigar a aplicacdo das ferramentas de
mineracdo de processos e NPR para auxiliar a gerenciar proativamente o SLA e analisar
diferentes modelos de previsdo, implementando-os em um estudo de caso. Para isso, 0 SLA e
suas implicagOes nas organizacdes foram estudados, foram apresentadas diferentes técnicas de
MP e de NPR e os modelos construidos foram implementados em um estudo de caso com dados
reais.

Dessa forma, o melhor resultado obtido para a previsdo do tempo remanescente foi
com a utilizacdo da funcdo Gaussiana com o conjunto de métricas, que obteve um MAE de
24,27 horas. A funcdo de Epanechnikov, em seu melhor caso, obteve erro similar em 26,07
horas, ambas abaixo do modelo de referéncia utilizado (27,06 horas). No entanto, quando 0s
modelos foram utilizados para prever as violagdes no SLA estes obtiveram resultados similares,
apontando que todos poderiam ser utilizados para esse fim.

Ademais, as regressdes de Kernel fizeram uso de parametros de suavizacdo (h) com
valores baixos para obter seus melhores resultados. Valores baixos de h podem gerar uma
interpolacdo dos dados, provocando um sobre ajuste e prejudicando a precisdo do modelo
quando utilizado nos dados de teste. Dessa forma, pode ser concluido que os dados de treino e
teste s@o similares, fruto de um RE descrito por um processo simples que foi utilizado no estudo.

Os resultados obtidos nesse trabalho, sugerem que a MP e 0s modelos de NPR podem
ser utilizados para prever tempo remanescente de chamados de T1 e auxiliar no gerenciamento
proativo do SLA. No entanto, dado a simplicidade do processo utilizado, mais estudos devem
ser realizados em processos mais complexos onde ha uma maior quantidade de atividades e
divergéncias. Ademais, outros modelos de regressdo e métricas também podem ser avaliados

com o objetivo de encontrar melhores resultados do que os obtidos.
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