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RESUMO

Esta em voga afirmar que a era atual é a era dos dados, entretanto, cabe discernir o
papel que dados, informacéo, conhecimento e sabedoria desempenham. Ao longo dos anos
fica cada vez mais evidente que o desafio na construgdo de conhecimento deixou de ser a
falta de dados e sim o oposto, seu volume colossal — o chamado big data. Considerando que
a producdo de conhecimento formal acontece majoritariamente nas Instituicdes de Ensino
Superior, hoje se entende com clareza que tal producdo, para ocorrer de modo eficiente,
carece de atuacdo coordenada de fatores sistémicos, coordenacédo essa que pode ser abordada
pela Governanga do Conhecimento. O presente trabalho, através de andlise exploratdria e
aplicacdo de ferramentas de Ciéncia de Dados como Data e Text Mining, busca evidenciar
informacBes que, de forma geral, existiam de maneira tacita para UFJF. Este estudo
ambiciona oferecer ideia de caminho para o qual as pesquisas da instituicdo estdo indo, além
de ser capaz de fornecer analises qualitativas e quantitativas sobre o cenario atual da
Instituicdo de Ensino explorada. Ademais, por meio do emprego de ferramentas estatisticas
e computacionais, indica as areas e que a UFJF é referéncia, quais temas foram os mais
publicados ao longo dos ultimos vinte anos, quais areas apresentam maiores volumes de
publicacbes e expde, em formato de nuvens de palavras, aquelas que foram classificadas
como mais relevantes por algoritmos de machine learning. A abordagem metodolégica, ap6s
extracdo dos dados atraves da Web of Science, dividiu-se em duas frentes de atua¢do: uma
em Excel e outra em Python. Na primeira ocorreu limpeza e andlise exploratdria dos dados,
enquanto na segunda a manipulacdo foi mais complexa, envolvendo aplicacdo de data
mining, text mining, machine learning e nuvens de palavras. Com a concluséo dessas etapas,
foi possivel constatar que as areas da UFJF que contribuem com maiores numeros de
publicacdo sdo as de Fisica, Quimica e Engenharia Elétrica. Ademais, pode-se perceber que
existe uma distribuicdo de contribuicdo razoavelmente proporcional dos demais
departamentos para a instituicdo como um todo. Além disso, pela visualizagdo das principais
palavras classificadas através de machine learning, conseguiu-se inferir que a instituicdo vem
publicando temas voltados para Fisica Quantica, Nutricdo, Religiosidade, Medicina e Engenharia
como um todo, o que deixa portas abertas para futuros estudos, posto que algumas das palavras
exibidas apresentam sentidos especificos, enquanto outras mais amplos ou genéricos, o0 que

permite resgar informacdes valiosas para gestdo e governanca de conhecimento.

Palavras-chave: Tex Mining, Ciéncia de Dados, Governanga do Conhecimento



ABSTRACT

It is commonly spread nowadays that today’s age is data age. Although it is important
to understand the differences between data, information, knowledge, and wisdom.
Throughout the years it gets more and more evident that the challenge in knowledge
development is not the lack of data but the opposite: its huge amount - so as it is called: big
data. Considering that the formal knowledge production occurs - in its majority - inside
Universities, today it is clearly understood that, in order to it happens efficiently, a
coordination of systemic factors is necessary, and for those it should be approached by a
Knowledge Governance point of view. This paper, thru exploratory analyses and application
of Data Science tools, intends to highlight information once known only in a tacit way for
UFJF. It also aims to offer a direction in which the institution’s research are heading for and
it is capable of providing quantitative and qualitative analyses over the University’s actual
scenery. In addition, by applying computer and statistical tools it indicates the areas in which
UFJF is considered a reference, the main subjects that were mostly published during the last
twenty years, which areas are responsible for the largest numbers of publications, and it
shows — in a wordcloud format — those which were classified as most relevant by machine
learning algorithms. The methodology was divided into data extraction thru Web of Science,
then manipulation using Excel and Python. In excel it happened the cleaning and exploratory
analysis, while in Python the manipulation was more complex and it involved data mining,
text mining, machine learning and wordclouds. After these process’ conclusion, it was
possible to identify that Physics, Chemistry and Electrical Engineering were the areas of
UFJF that contributed the most when it comes to publication numbers. It was also possible
to perceive that there is a proportional distribution from all the institution’s departments as a
whole. Beyond that, by the visualization of the words exposed in the wordclouds, it could be
concluded that the university has been publishing subjects related to Quantum Physics,
Nutrition, Religion, Medical and Engineering. That leaves future studies open opportunities
because while some of the words present more generic meanings, others present more
specifics, which allow value information for Knowledge Management and Governance

applications.

Keywords: Text Mining, Data Science, Knowledge Governance
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1. INTRODUCAO

A nocgéo da importancia da informacdo para a realidade das empresas se tornou
Senso comum, uma vez que a ideia exposta por Drucker (2007) na metade do século passado
de que “o que nao pode ser medido, ndao pode ser controlado” ja se encontra enraizada tanto
na cultura ocidental quanto na oriental. A facilidade, presente hoje, de captacéo e acesso a
dados permite diversos beneficios; entretanto, de acordo com Fonseca (2019), os desmedidos
volumes em que esses se apresentam acabam por gerar novos desafios no seu uso Util.

Em seu trabalho, Jennex and Bartczak (2013) distinguem dados, informacéo,
conhecimento e sabedoria. Eles definem dados como uma colecdo de fatos béasicos e
discretos, enquanto o conceito de informacdo € descrito como a relagdo que dados tém entre
si, em um determinado contexto, permitindo o desenvolvimento de uma histéria
fundamentada. Ja conhecimento é dito como a informacdo culturalmente entendida que
fornece explica¢Ges para 0 motivo e modo como um assunto pode ser aprendido. Por sua vez,
sabedoria é entendida como o conhecimento posicionado em uma rede de maneira
estruturada, podendo ser aplicado a situa¢des intuitivas ou néo.

Como forma de indicar a maneira hierarquica em que estdo agrupados, Ackoff
(1989) utilizou o formato geométrico de uma piramide, onde os dados compdem a base e as
demais fatias vao se tornando menores, passando pela informacéo, conhecimento, até chegar
no topo representado pela sabedoria (Figura 1). Em outras abordagens, sobretudo naquelas
pertinentes ao escopo do presente trabalho, sabedoria também pode ser compreendida como
aprendizado.

Figura 1- Piramide do conhecimento

Sabedoria

Conhecimento \

Informacdo

[\

Fonte: adaptado de Akoff (1998)
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A engenharia de producdo - por ser capaz de atuar no controle, otimizacéo e predigédo

nos mais diversos sistemas - estd intimamente relacionada com a coleta e utilizacdo dos

dados. Essa relacdo entre engenheiros e a informacédo vem mudando e, de acordo com Sharda,

Delen e Turban (2019), foi evoluindo e agregando ferramentas ao longo das décadas. Os

mesmos autores utilizaram um recorte temporal de inicio nos anos 70 até o presente

momento, onde foi possivel caracterizar cada uma das décadas com as praticas de utilizagdo

de dados, como segue:

a)

b)

Sistemas de apoio a decisdo (década de 70): nesse periodo os sistemas de
informacdo eram majoritariamente compostos por relatérios de rotina de
diferentes periodicidades (diarios, semanais, mensais etc.). Estes ja eram
capazes de gerar um elevado volume de dados, o que demandou a criacdo de
ferramentas computacionais e matematicas (como pesquisa operacional),
que fossem além dos recursos intelectuais apenas do ser humano, originando
os sistemas de apoio a decisdo. Tais sistemas exigiram maior insercdo de
profissionais aptos a enxergar padrdes, processos e opc¢des de otimizagoes, -
engenheiros de produc¢éo ou industriais sdo um exemplo destes profissionais;
Sistemas de informacdo (década de 80): essa década, no contexto de dados,
é marcada pela integracdo dos diferentes sistemas de informacéo (contabil,
marketing, producdo, logistica, finangas) em um {nico, ocasionando a
aparicdo dos primeiros ERP (Enterprise Resource Planning). Sistemas
capazes de apresentar relatorios com versatilidade, porém com manutencao
de integridade dos dados, posto que estdo todos interligados em um Unico
conjunto computacional.

Inteligéncia de negdcios (década de 90 e anos 2000): nesse periodo surgiu a
necessidade de relatérios projetados exclusivamente para 0s executivos e
tomadores de decisdo. Nestes estariam contidas as informagdes primordiais
de maneira visual, facil e agil, entretanto, com sua confiabilidade garantida.
Foi criado um local “intermediario” para armazenamento dessas
informagdes destinadas aos executivos, os chamados locais de
armazenamentos de dados fixos (Data Warehouse), além da popularizagdo
da utilizacdo de dashboards e scorecard, com o intuito de facilitar a
transmissdo da mensagem por tras dos dados. Com o advento da
globalizacdo, a competitividade do mercado também se tornou global, o que
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demandou agilidade na extracdo, visualizacdo e interpretacdo dos dados.
Para lidar com o atraso de informacdo, jA& nos anos 2000, foram
desenvolvidos os sistemas de armazenamento de dados em tempo real;

d) Big Data (a partir de 2010): o cenario atual apresenta quantidade colossal de
dados produzidos, coletados e armazenados; sendo estes em tempo real e
com armazenamento em nuvem. A partir dai, fez-se necessaria nova quebra
de paradigma, culminando na aplicacdo de técnicas de computacdo e
estatistica - como Data e Text Mining, MapReduce, NoSQL — para extracédo
de informacdo valida a se transformar em conhecimento.

Fica perceptivel que percorrer o caminho da base ao topo da pirdmide de Askoff
(1998) — ou seja, a partir dos “dados” alcancar a “sabedoria”-, é atividade que demanda
planejamento por parte dos produtores e usuarios de conhecimento. Adicionalmente, posto
que o cenario atual demanda também aplicacOes de ferramentas voltadas para a manipulacéo
eficiente de tais dados, Fonseca (2019) aborda que, em um periodo razoavelmente recente, a
literatura comegou a considerar que a transformacdo dos ativos de conhecimento® em
inovacdo (uso “util”) ndo deve acontecer apenas de forma espontanea, aleatéria ou sem
coordenacao. Isto induz o viés estratégico da sua producao, e mais propriamente, a aplicacdo
de esforcos direcionados e intencionais.

Nigro (2016) complementa que a producdo de conhecimento formal acontece
majoritariamente nas Instituicdes de Ensino Superior (IES) e de pesquisa. E, por tal razéo,
Fonseca (2019) também defende que a producao eficiente e eficaz de conhecimento pelas
mesmas, demanda a atuacdo coordenada de fatores sistémicos. Em outras palavras, de uma
acao articulada com as necessidades do entorno, sendo este composto por outras instituicoes
(de pesquisa, apoio, intermediacdo), governos, empresas e sociedade como um todo. Tal pano
de fundo é nomeado por Governanca do Conhecimento sistémica.

A revisdo bibliografica apresentada neste estudo parte desta perspectiva macro e
externa para justificar a necessidade da Gestdo do Conhecimento em IES. Entende-se como
tal a coordenacdo dos processos e recursos intangiveis intrinsecos & institui¢do, respaldados
pelas suas interacbes. Rubenstein-Montano (2001) aponta que ambas abordagens
(governanca e gestdo do conhecimento) ndo correspondem apenas as iniciativas pontuais, e

dependem de melhoria incremental continua. Adicionalmente, as demandas por

! Entende-se como os componentes do portfélio cientifico e tecnoldgico de uma instituicdo
ou organizacao.
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conhecimento do meio e a dindmica do seu fluxo mudam constantemente. Para Freire et al
(2017), isso torna necessario que a Governanca do Conhecimento apresente como pilares
transparéncia, equidade, prestacdo de contas e responsabilidade.

A tratativa da Governanca do Conhecimento envolvendo os arranjos institucionais
ainda é escassa na literatura, no entanto as aplicagdes no &mbito das organizacbes serdo
brevemente apresentadas, posto que algumas préticas, apos sofrerem adaptacdes, podem ser
aderentes a perspectiva sistémica. Fresneda (2008) indica que o fato das instituicdes
atenderem a sociedade como um todo dificulta a clareza na defini¢cdo de um cliente final,
como ocorre nas organizacgdes privadas. Logo, o fluxo de conhecimento também se apresenta
diferente dentro e atraves das fronteiras de uma IES. As recentes politicas publicas, - como
0 Marco de Ciéncia, Tecnologia e Inovacdo de 2018 e o projeto FUTURE-SE -, caminham
de modo a estreitar as relagdes entre instituices de pesquisa, empresas e sociedade, embora
com diretrizes divergentes e, em alguns aspectos, controversas. Processo esse que auxilia no
direcionamento desse fluxo, ajudando a transformé-lo em conhecimento aplicavel. Por sua
vez, 0 conhecimento de seus pontos fortes, por parte das IES, € peca fundamental no processo
de coordenacdo de transito de conhecimento como um todo.

Como ja posto, as demandas por conhecimento vindas da sociedade ndo sao
estanques. Pelo contrario, mudam de forma cada vez mais acelerada. Alinhada a
compreensdo de governanca supracitada, pode-se empregar a de Capacitacdes Dinamicas,
defendida por Teece (2007), e também até entdo mais comumente direcionada as
organizagbes. Do mesmo modo que ocorre nas corporacdes, as comunidades académicas
podem se beneficiar das informag6es oriundas do meio para orquestrar suas competéncias
em acordo com as necessidades atuais e futuras. Portanto, € importante ressaltar que as
capacitaces de uma IES também devem ser dindmicas. No entanto, para que isso ocorra, é
mandatorio que repensem a maneira como lidam com o armazenamento, identificacdo e
processamento desse grande volume de dados atualmente, comecgando pelos internos.

Para Leite e Costa (2007), a Gestdo do Conhecimento em instituicGes abrange a
coordenacdo de processos e recursos inerentes a instituicdo em si. Uma peculiaridade das IES
apontada pelos autores corresponde a tratativa da Gestdo do Conhecimento dividida em dois
planos coexistentes. O primeiro remete ao plano horizontal — correspondendo aos
pesquisadores e seus departamentos (podendo estes terem, ou ndo, interesses compartilhados)
— e formam as comunidades académicas. O segundo é definido como vertical e esta

relacionado ao conhecimento compartilhado de uma disciplina ou tépico de estudo em

25



especifico, apresentando carater disciplinar — constituindo as comunidades cientificas e/ou
epistémicas. E natural que ambos os planos se impactem mutuamente, bem como impactem
os fluxos de conhecimento internos e externos, de forma multidirecional.

Freire et al (2017) oferecem uma sintese a gestdo do conhecimento aplicada ao
ambito institucional, elencando cinco elementos primordiais, a saber: identificacéo,
aquisicdo, criagdo, armazenagem e compartilhamento. Vale destacar que € nos dois primeiros
elementos que o presente trabalho se debruca. A Figura 2 busca resumir de forma
esquematica os pilares de Gestdo e Governanca do Conhecimento e seus relacionamentos
nele empregados.

Figura 2 - Modelo esquematico de governanca e gestdo do conhecimento sob a
perspectiva institucional

Governanga do Conhecimento

Transparéncia
/ ~ ™~
.'f 1\
/ Identificacdo Agquisicio A
."II l'I\".
I Gestdo do
Conhecimento
Compartilhamento Criacdo :
\ /
Armarenagem
..

" Prestacho de -

contas

Fonte: adaptado de Freire, Dandolini e Souza (2017)

A Ciéncia de Dados e, neste caso, o levantamento de informacdes acerca do perfil
de publicacdes por meio da exploracdo de uma base existente, porém extensa, possibilita

extrair informacGes valiosas sobre o portfélio cientifico de uma instituicdo de ensino e
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pesquisa, além de fornecer o insumo para estudos de natureza prospectiva. Dalton (2019)
sugere que o conceito de Ciéncia de Dados se insere neste contexto atuando de maneira a
fazer o intermédio entre o Big Data? e os tomadores de deciso destas instituicdes.

Mendes (2018) infere que o trabalho realizado por um cientista de dados, por
envolver ferramentas pautadas em computacdo, matematica e estatistica, aplicadas em um
contexto especifico, é atividade atil em qualquer organizacdo ou instituicdo. A capacidade
de extracdo de valor interpretativo em meio a um alto volume de dados possibilita aos
gestores nas IES decidir com maior confianca e menor risco, ja que estes agora possuem
maior embasamento para formulagéo de suas escolhas.

Com a engenharia de producdo, em especial seu campo que trata de tecnologia da
informacdo, - exposta por meio da ciéncia de dados - atuando no ambito interno como
ferramenta de suporte a gestdo do conhecimento e extrapolando ao ambito externo como
auxilio a governanca, tem-se ai, por parte da Universidade Federal de Juiz de Fora (UFJF),
possibilidade de incremento e também de contribuicdo mais efetiva na gerago de riqueza e
conhecimento para a propria instituicdo e para aquelas localizadas no entorno da regido em

que se insere.

1.1 JUSTIFICATIVA

O autor se mostra interessado pelo estudo da area de Data Science — em especial na
utilizacdo da linguagem de programacao interpretada Python — onde visualiza oportunidade
de graduacdo com o dominio de ferramenta que oferece diferencial e destaque no atual
mercado de trabalho. De acordo com Dalton (2019), o desenvolvimento de profissionais que
tém conhecimento em linguagens como Python e R cresce, em média, 5% ao ano, enquanto
a demanda do mercado por esses profissionais cresce a taxa de 21%.

E sabido entre a comunidade de cientistas de dados, que a melhor maneira de
aprendizagem de uma linguagem de programacéo € através de cursos e estudos, porém esta
é primordialmente efetiva durante sua aplicacdo em algum projeto. A opcao pelo tema se
deu, entdo, através da unido do desejo de vinculacdo de aplicacdo de ferramentas de ciéncia
de dados & um projeto atraente para a UFJF. O interesse pelo levantamento de informacgdes

sobre o portfdlio cientifico na instituicdo nasce justamente da urgéncia aparente ao se pensar

2 Area de estudo que busca maneiras inovadoras de analisar e extrair informagdes validas em meio a
bases de dados que sdo grandes ou complexas demais para serem tratadas por meio de ferramentas tradicionais
de processamento de dados.
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que esta possui envolvimento, nos ultimos 20 anos, em mais de 7500 artigos na Web of
Science (WoS), porém ndo possui ainda um dashboard de publica¢des cientificas ou redes de
pesquisa bem definido. Criou-se, ai, relacdo de protocooperacdo entre o autor, orientadora e
UFJF.

O presente trabalho, através de analise exploratéria de dados e Text Mining,
evidencia informagdes que, de forma geral, existiam de maneira t&cita para pesquisadores,
professores e gestores da UFJF. Ao tornar mais evidente a vocacdo de pesquisa da instituicdo
de ensino, este estudo aponta o caminho para o qual as pesquisas da institui¢do estdo indo,
além de indicar uma relacdo ndo trivial sobre as areas de pesquisa que nela se destacam. Os
resultados do estudo séo capazes de fornecer analises qualitativas e quantitativas importantes,
para que os tomadores de decisdo da UFJF possam ter maior conhecimento do cenério atual
— e até de certa forma futuro — sendo assim capazes de tracar estratégias mais assertivas no
que compete a IES em questao.

A extracdo de informag&o e conhecimento de elevados volumes de dados é pratica
comum as IES, entretanto, a aplicacdo de pesquisa computacional, estatistica e o processo de
analise de redes - a partir de publicacBes e citacbes da WoS com participacdo de
pesquisadores da UFJF - é atividade até entdo pouco explorada e que apresenta prognostico
positivo para esta instituicdo. Oferece-se assim, resultados palpéaveis que permitem
visualizacdo do panorama das pesquisas da UFJF e de suas comunidades cientificas,
facilitando a apresentacdo da instituicdo para a sociedade e potenciais parceiros, além de
indicar as areas - dentro da IES — que estdo mais intimamente relacionadas ou quais sdo

merecedoras de maior atencédo e incremento de vinculagéo.

1.2 ESCOPO DO TRABALHO

Este trabalho, exclusivamente por meio de andlise exploratdria de artigos da WoS e
do emprego de ferramentas estatisticas e computacionais de Text Mining, ambiciona
responder as questdes: Em quais areas a UFJF pode ser considerada referéncia, com base nas
suas publicagdes cientificas? Sobre quais temas a instituicdo publica mais? Quais as palavras
e linhas de estudo chama mais atencdo nas publica¢fes dos Gltimos anos?

Posto que o cenario cientifico é dindmico, o recorte temporal utilizado na extracéo
dos dados refere-se as publicacbes dos ultimos vinte anos, o recorte fisico engloba apenas a

UFJF, optou-se pela selecdo de artigos cientificos vinculados a WoS e inclusdo apenas de
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trabalhos cuja participagdo dos pesquisadores da UFJF apresentasse relevancia, ou seja,
quando figuram entre os seis principais autores do artigo. Estes foram os filtros aplicados
com o intuito de geracao da base de dados utilizada para extracéo das respostas das perguntas
previamente formuladas, filtros estes que permitiram a extracdo de 7500 artigos dos mais
variados temas, areas e autores. O primeiro passo para legitimacdo de anélise de dados € a
confiabilidade de sua base, logo a fonte, bem como a determinagéo temporal e os filtros
aplicados atendem os requisitos impostos para geracao de resultados validos.

O presente trabalho, por conta de limitacdes de tempo e de auséncia de outras fontes
de dados — como os curriculos Lattes, por exemplo - limita-se a responder as indicacoes
supracitadas, adentrando, ao méximo, em questdes como Text Mining e analises embasadas

em fundamentos de Machine Learning atravées de algoritmos de classificacao.

1.3 OBJETIVOS

O enfoque macro do presente trabalho foi em levantar e analisar informagdes sobre
o portfélio cientifico da UFJF com o emprego de ferramentas de Text Mining, de maneira a
responder aos questionamentos evidenciados no escopo. Entretanto, a identificacdo desse
portfélio incluiu consecucdo de etapas prévias que podem ser entendidas como micro etapas
ou objetivos menores. Alguns desses objetivos merecem destaque, como se evidencia:
e Extrair e limpar a base de dados de modo que fosse possivel identificar as
varidveis-chave do estudo por meio de analise exploratéria;
e Selecionar, empregar e avaliar o uso de ferramentas de Data/ Text Mining e
Machine Learning para a finalidade proposta;
e Desenvolver um script em Python composto por todas as ferramentas

adotadas que pudesse ser usado com novas bases de dados no futuro.

1.4 DEFINICAO DA METODOLOGIA

Ambicionando o atendimento dos objetivos ja descritos e com intencdo de
elaboracdo de respostas as perguntas iniciais, o trabalho estd pautado em aplicacdo de

pesquisa que envolvem as areas de computacdo, estatistica e matematica.
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Para tal, etapas sequenciais sdo realizadas, onde cada uma se utiliza de técnicas e

ferramentas particulares. De maneira didética, fica evidenciada cada uma das grandes etapas

e suas técnicas principais relacionadas como se segue:

19)

2°)

39)

40)

Contextualizacdo do processo de producao de conhecimento em uma IES: o
enfoque se da através identificacdo da maneira como o conhecimento é
gerado e administrado em uma IES. Para esse entendimento foi necessario
estudo sobre temas que concernem a Governanc¢a de Conhecimento, Gestédo
de Conhecimento e capacita¢fes dinamicas em IES.

Identificagdo de base de dados confidvel e extracdo: utilizou-se de
experiéncia prévia para a escolha e manuseio da base. A extracdo ocorreu
atraves do website da WoS ja de maneira a apresentar o formato adequado
(estruturado) para manipulacdo futura em Excel e Python. O acesso se deu
através do portal periddicos CAPES e sua plataforma CAFe. Dentro da
plataforma incluiu-se a UFJF como um filtro para instituicdo de ensino e
restringiu-se como resultados apenas os artigos. ApoOs a exibicdo dos
resultados, a extracdo da base ocorreu clicando no botdo “exportar para
outros formatos de arquivo” e selecionando-se 500 registros por vez
(méximo ofertado pela plataforma), opcao por registro completo e formato
separado por tabulagdes (WIN). O processo precisou ser repetido até o
esgotamento dos artigos. Os arquivos foram baixados em formato txt, porém
puderam ser exibidos em uma planilha do Excel, logo foram compilados
seguidamente um abaixo do outro formando um arquivo Unico (incluindo
um cabecalho) e salvos em formato xIms ou CSV.

Preparacgdo e limpeza dos dados: foram feitas através de ferramentas proprias
ao Excel como renomeacao de colunas, divisao de colunas, agrupamento de
informagdes, aplicacéo de filtros, preenchimento de dados faltantes, entre
outros. A limpeza também incluiu remogdo de colunas que continham
informacdes desinteressantes ao trabalho, bem como adigdo de novas
contendo dados nédo evidentes. Ademais, foi feito o preenchimento de dados
faltantes com a palavra “Vazia” (0 que contribuiu na manipulacgdo futura em
Python)

Anadlise exploratdria: essa analise inicial ocorreu em Excel, onde o autor foi

capaz de extrair graficos e relagdes evidentes e - ndo tdo evidentes — que
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permitiram a visualizacdo de possibilidades a se explorar. Nesta etapa, posto
que ndo existia clareza ainda com o que esperar dos dados, foram realizadas
diversas associacOes e gerados variados graficos com o intuito de
formulacéo de insights para aplicacdes futuras. Vale destacar, que para as
etapas trés e quatro o autor pdde optar por utilizar Python, entretanto
escolheu Excel por conta de sua praticidade e familiaridade maior com o
software.

5°) Text mining: ja se utilizando de Python, o autor aplicou ferramentas de
bibliotecas vinculadas ao software para realizar nova limpeza (porém de
dados textuais) e encontrar informacOes referentes aos textos, como a
incidéncia de palavras-chave, identificacdo de expressdes mais utilizadas,
etc. Tal etapa também é conhecida na literatura como pré-processamento.

6°) Andlise preditiva: novamente através da linguagem Python, foram aplicados
algoritmos de machine learning (também encontrados nas suas bibliotecas)
para fins de classificacdo e associacdo (a exemplo da vinculacdo dos termos
mais empregados ao nimero de citacdes e visualizacbes dos artigos).

7°) Elaboracdo do portfélio: apds reunidas as informacdes, foi possivel a
elaboracdo de nuvens de palavras e graficos, de modo a tornar mais evidente
0 cenario atual de pesquisa da UFJF, bem como indicativo de possibilidade

de cenério futuro.

1.5 ESTRUTURA DO TRABALHO

Este trabalho esta dividido em cinco capitulos, onde o capitulo inicial corresponde
a introducdo do tema, e € apresentada a relagdo ndo trivial de geracdo e gestdo de
conhecimento interno e externo em uma IES com ciéncia de dados. O capitulo também
evidencia a motivacao do autor pela sua realizacdo, alem de exaltar os objetivos pretendidos,
as etapas que foram seguidas e as ferramentas das quais se utilizou.

O capitulo seguinte corresponde a revisdo bibliografica que se inicia explanando
conceitos como governanga e gestdo de conhecimento, além de capacitacfes dindmicas em
IES. Em seguida, explora a relagdo desses temas com ciéncia de dados, além de trazer
historico da evolucdo deste ultimo, especialmente suas questfes mais atuais que envolvem

elevados volumes de dados — o chamado Big Data. Ao se referir a cientistas de dados,
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recapitula os trés grandes campos (ou habilidades primordiais), onde traz conceitos como
data e text mining, além das ferramentas estatisticas e computacionais pertinentes — em
especial a linguagem Python e algumas de suas bibliotecas.

O terceiro capitulo se refere ao desenvolvimento, ou seja, é exibido o0 passo a passo
do desenvolvimento do trabalho, bem como informado o como e o porqué de utilizagdo de
cada ferramenta estatistica e computacional. Enquanto o quarto exibe os resultados
planejados, que pode ser entendido como o resultado da conclusdo da andlise exploratoria
das bases, as redes criadas a partir da informacao contida nas bases tratadas e analise preditiva
apos aplicacdo de algoritmos de machine learning.

Finalizando, compete ao ultimo capitulo expor as conclusdes elaboradas pelo autor
apos finalizacdo do estudo, além de deixar direcionamento das oportunidades futuras de
trabalho.
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2. REFERENCIAL TEORICO

Na visdo de Souza e de Moraes (2012) a palavra conhecimento remete a
congregacao de informac6es que foram adquiridas por experiéncias em aprendizagem guiada
ou vivéncia. Essas informac6es, apds compreendidas, podem ser difundidas de maneira
informal ou formal, onde a Ultima comumente est relacionada as instituicdes de ensino.
Lozada et al (2016) entendem, entdo, que o conhecimento formal corresponde ao método
estruturado que segue um planejamento e apresenta uma intencdo ou objetivo final com sua
transmissao.

Conforme Fonseca (2019) evidencia em seu trabalho, o desenvolvimento efetivo de
conhecimento dentro de uma institui¢do carece de esfor¢os organizados e planejamento. Ja
Leite e Costa (2017), ao avaliar a producdo de conhecimento por parte de uma IES, destacam
que essa coordenacdo e planejamento de atividades acontece tanto no ambito interno —
envolvendo pesquisadores e recursos dos departamentos internos das IES, bem como no
ambito externo — ao evidenciar a relagdo que uma instituicdo apresenta com outras em seu
entorno ou até regides distantes. Relacdo essa possivel e intensa através do fenbmeno da
globalizacdo.

Além de globalizado, o mundo também se encontra imerso em tecnologia.
Vydiswaran (2017) informa que o volume de geracdo de dados cresce exponencialmente,
sendo esperada a producéo de 40 Zettabytes (40 bilhdes de Terabytes) por dia no ano de 2020.
Dados estes, conforme Askoff (1998) indica, que sdo justamente os constituintes da base de
construcao de conhecimento.

Impossivel se faz, entdo, dissociar-se uma IES com a utilizacdo de dados.
Vydiswaran (2017) explana que 80% dos dados se apresentam de maneira ndo estruturada,
especialmente os ricos em textos. Ao se pensar na relagdo dos dados textuais com as IES,
destaca-se a producdo de mais de 40 milhGes de artigos cientificos, sendo destes 8500
contendo participacdo de pesquisadores da UFJF nos ultimos vinte anos, apenas
considerando os disponibilizados na Web of Science.

Pelo fato de a sociedade estar imersa numa era de altissimos volumes de dados — o
chamado Big Data -, Dalton (2019) destaca a importancia da ciéncia de dados e suas
ferramentas para extracdo de informacao util em meio a esse vasto universo. O que ocorre de
maneira analoga por parte de uma IES com foco em efetividade de producdo de

conhecimento.
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A partir desta necessaria articulacdo, os conceitos de governanca e gestdo do
conhecimento, capacitagdes dinamicas e ciéncia de dados sdo detalhados a seguir. Apds esse
detalhamento, o ultimo conceito sera aprofundado com a apresentacdo das ferramentas de
Data Mining e Text Mining, da linguagem de programacdo interpretada Python e as

particularidades de algumas de suas bibliotecas e métodos estatisticos pertinentes ao estudo.

2.1 GOVERNANGCAE GE,STAO DO CONHECIMENTO E CAPACITACOES
DINAMICAS SOB A OTICA DAS IES

Nonaka e Takeuchi (2008) contribuem com a discussao sobre conhecimento formal
e informal ao conceituarem conhecimento tacito e explicito e a relagdo dindmica entre ambos.
O primeiro pode ser entendido como aquele adquirido pelo individuo ao longo de suas
experiéncias de vida e vivéncias, enquanto o segundo ¢é aquele que pode ser registrado de
forma estruturada, ou seja, seguindo regras e sendo transmitido atraveés de uma espécie de
codificacdo. No que tange a relacdo destes, 0s mesmos autores enfatizam que ambos néo
podem ser dissociados, posto que interagem de maneira dindmica e ciclica.

Conforme anélise de Leite e Costa (2007), a transmissdo de informacéo e posterior
geracdo de conhecimento cientifico, envolve uma série de esforgos para se desenvolver
processos dinamicos capazes de coordenar a relacdo entre conhecimento explicito e tacito
presentes dentro e fora da academia. A comunicacdo entre 0os académicos em si e entre 0s
académicos e a sociedade € o fator base de transmissdo de conhecimento cientifico. Em se
tratando de comunicagéo, os autores também evidenciam que, apesar da comunicagéo formal
ser a mais apropriada ao campo de producéo cientifica, a informal é a mais presente nesse
cenario, sendo essa a principal contribuidora para manutengdo de fluxo de informacgéo. Tal
fato se da, pois € natural concluir-se que um pesquisador direciona seu foco e objetivos de
pesquisa de acordo com os interesses que foram construidos ao longo de sua vida: de maneira
explicita - dentro do universo académico - e de maneira tcita - dentro das IES e igualmente
no contato com seus grupos sociais ndo académicos.

O desenvolvimento do conhecimento organizacional deriva da gestdo de préaticas
de estimulo a criatividade e interacdo dos colaboradores, da capacidade de adaptacdo da
organizacdo ao ambiente, aos investimentos em Pesquisa e Desenvolvimento (P&D) e na
produtividade alcancada. Logo, Foss (2007) traz a ideia da Knowledge Governance
Approach (KGA), onde entende-se a Governanga de Conhecimento (GovC) aplicada as

organizag6es como conceito de aplicacdo interdisciplinar de diferentes areas da gestéo, sendo
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elas a gestdo do conhecimento, gestdo estratégica, gestdo de recursos humanos e
entendimento de estudos organizacionais com o intuito de otimizagdo da producdo e
aquisicdo de conhecimento (incluindo os oriundos das instituicdes de ensino e pesquisa).

Com o interesse de se pensar numa abordagem que envolva o ambito publico e
privado simultaneamente, ou seja, sisttmica, Burlamaqui (2011) reformulou a conceituagao
do termo GovC. O mesmo autor enxerga a governanga como opgdo para reduzir as
divergéncias entre interesses publicos e privados e até mesmo os interesses publicos em
diferentes instituicdes. 1sso ocorre, pois a GovC promove cooperacdo entre as partes -
podendo essa ser entre duas ou mais IES, entre uma IES e outra instituicdo publica, entre
uma IES e uma organizagdo e até mesmo entre uma IES e a sociedade. O termo, sob este
enfoque, também fornece diretrizes para coordenacdo das acGes que ambicionem o bem
coletivo publico concomitantemente com o bem empresarial.

Além da conceituacéo da GovC no meio organizacional, faz-se necessario entender
a maneira como a governanca de conhecimento atua sob a 6tica institucional. Segundo Freire
et al (2017) o seu modelo de aplicacdo remete a outros modelos de governanca preexistentes
(publico, global e corporativo). O enfoque deste, porém, esta direcionado ao equilibrio entre
dependéncia e poder; ferramentas de manutencdo da capacidade de aquisicdo de
conhecimento; fomento a comunicacdo entre pesquisadores internos e atores externos as
instituicdes; e, estratégias de captacao e agregacdo do maximo das capacidades técnicas pelos
grupos de pesquisa.

O modelo de GovC institucional, para ser possivel, demanda adaptacéo de principios
e mecanismos do modelo organizacional. A partir de compilacdo da literatura da area, Freire
etal (2017), didaticamente, dividiram a GovC em quatro categorias, cada qual fundamentada
em seus mecanismos. Observa-se, a seguir, 0 seu detalhamento, e posteriormente sua
estrutura hierarquica (ilustrada na Figura 3).

a) Transparéncia: para Grandori (2009) apud Freire et al (2017) é necessaria a
criagcdo de redes e parcerias inter e intra institucionais com o intuito de
estimular a comunicacdo, agilizar o fluxo de informacdo, aproximar
distancias cognitivas e assim facilitar a descoberta de interesses em comum,
especialmente no ambito regional. Vale destacar que o funcionamento
eficiente das parcerias depende do bom relacionamento entre instituicdes,
pautado em uma cultura de transparéncia. Ademais, na visao de Foss e Klein

(2008), é importante que os responsaveis pela gestdo de pessoas formulem
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b)

d)

acbes que aumentem o desenvolvimento de lagos psicolégicos e que
propiciem confianga ao compartilhamento de informag&o. Esse mecanismo
torna possivel a aproximacéo e maior compreensao entre os pesquisadores,
colaboradores e alunos através do crescimento da empatia.

Equidade: Grandori (2009) apud Freire et al (2017) evidencia a relevancia
do desenvolvimento de ferramentas que estimulem a capacidade de
aquisicdo de conhecimento de maneira justa nas mais diversas areas de
pesquisa, departamentos e institui¢des. Isso engloba criacdo de mecanismos
politicos que apresentem imparcialidade ao incentivo das diferentes areas
de pesquisa — através de subsidios, bem como promogdo de espaco justo
para suas divulgacoes.

Prestacdo de contas: ao abordar o tema com enfoque financeiro, Foss (2006)
apud Freire et al (2017) traz a atengdo para a relevancia da criagcdo de
indicadores de desempenho capazes de relacionar os investimentos aos
padrdes de entregas esperados a cada instituicdo. Ao serem utilizados de
maneira eficiente, espera-se que sirvam de base para 0 monitoramento de
custos; especialmente aqueles envolvidos com o controle de risco, sendo
este inerente ao fluxo de informagdes.

Responsabilidade: Grandori (2009) apud Freire et al (2017) destaca que
instituicdes eficazes na producdo de conhecimento aplicam a ideia de gestéo
descentralizada (poliarquia), onde as proprias equipes coordenam de forma
mais eficiente seus respectivos projetos. Tsuyuki (2006) complementa que
essas instituicbes tém caracteristicas comuns relacionadas ao sucesso nas
praticas de GovC - como a divisdo de responsabilidade pautada na adogdo
de hierarquia consensual e a constante promocao a inclusdo e participacdo
de novos pesquisadores e alunos. Ademais, Foss (2006) adiciona a
necessidade de insercdo de um sistema de lideranca em que os tomadores
de decisdo estejam norteados dentro de uma construcdo social de sentido,
ou seja, fagcam escolhas que, sabidamente, séo de interesse da maioria dos
seus colegas e que estejam de acordo com a cultura da instituicao, portanto,

decisdes que estejam fora de vontades individuais.
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Figura 3- Mecanismos de GovC adaptados ao ambito institucional
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Fonte: adaptado de Freire, Dandolini e Souza (2017)

Existem tanto barreiras internas, quanto externas inseridas no contexto da
governanca de conhecimento aplicado as IES. Para Freire (2012) a auséncia de linguagem
compativel para compartilhamento de conhecimento, bem como o conhecimento tacito de
cada individuo e grupo formam o que denomina barreiras estruturais. Supera-las, para Alves
e Barbosa (2010), significa incentivar os dialogos interdepartamentais, promover aumento
da interacdo entre instituicdes, organizacGes e sociedade, em conseguinte legitimar o
processo de compartilhamento cientifico.

Eisenhardt e Martin (2000) entendem gue o conhecimento é um recurso fundamental
para geracdo de valor, seja em uma instituicdo ou organizacdo. Como observado, as
dificuldades de identificacdo deste recurso ja estdo presentes em um cenario “estatico”,
porém os desafios sdo ainda maiores ao se pensar numa realidade dindmica. Essa Gltima é a
realidade vivida por todas as institui¢ces, ja que todas estdo inseridas em um contexto
cientifico de constante inovacao, agilidade e transformacdo. Segundo os mesmos autores, a
maneira continua como 0s gestores e suas equipes empregam o conhecimento, combinam-o
e sdo capazes de coordenar a geragdo de novos, se mostra uma op¢ao para o tratamento dos
entraves nas IES. Essa aplicacdo envolve uma ideia empregada no meio organizacional ha
muitas décadas, atualizada por Teece (2007), mas que podem ser adequadas para 0 meio
institucional.

O conceito de capacitacdes dinamicas pode ser entendido pelo desenvolvimento de

competéncias através da aprendizagem social, tornando possivel continuamente controlar,
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criar, expandir e melhorar os conhecimentos internos e, a partir dai, reconfigura-los de

maneira a desenvolver novas oportunidades (TEECE, 2007). O mesmo autor o divide em trés

processos que coordenam o dinamismo das capacitacfes chamados de sensing, sizing e

gerenciamento de ameacas e reconfiguracdo. Cada uma delas é aqui contextualizada de

acordo com a realidade institucional:

a)

b)

Sensing: pode-se entender como a sensibilidade que a IES possui para
captacdo de novas oportunidades ou sensibilidade para observacdo de
ameacas. Essa é dependente do acesso a base de dados armazenados, que
consequentemente correspondem a parte da informacéao e do conhecimento
que possui. Pode ocorrer através pesquisa, por parte da comunidade
académica, do cenario corporativo vigente e, assim, entendimento do
conhecimento de suas demandas atuais e futuras. Ocorre também de maneira
direta, onde ndo ¢ necessaria a dita “sensibilidade”, ja que a demanda de
producdo de conhecimento especifico € levada a instituicdo através de
contato direto de alguma organizacdo. Ao se pensar nas ameacas, 0 meio
corporativo também direciona seu foco aos concorrentes, porém no meio
institucional o olhar esta voltado para mudancgas nas normas regulatorias e
na sociedade como um todo.

Seizing: representa a captura de oportunidades através de timing. Esse pode
ser visto como o momento ideal para investimentos ressonantes com a
tecnologia de destague no momento, ou tomadas de decisdo alinhadas com
as estratégias de inovacdo vigentes na conjuntura. Para o tal, € primordial
conhecimento do cenario corporativo, pesquisas de mercado e interesse
pelas necessidades sociais, 0 que habilita as IES a estarem aptas a
desenvolverem e combinarem tecnologias e conhecimentos capazes de
agregar valor. Nesse aspecto insere-se também a inovacgao que impulsiona a
habilidade de contornar adversidades e desenvolvimento de pensamentos
que fogem ao conhecimento tradicional em uma instituigéo.

Gerenciamento das ameacas e reconfiguragdo: abrange a capacidade que
uma IES possui de reconfigurar suas estruturas e grupos de pesquisas de
maneira a explorar o conhecimento pré-adquirido em uma nova perspectiva,
adotando novas dire¢fes de producdo cientifica e adaptando-se as novas

exigéncias neste cenario dindmico. Vale ressaltar que a reconfiguracéo,
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quando drastica, pode representar rompimento com a identidade dos campos
de pesquisa vigentes considerados “tradicionais”, o que pode ser visto como
uma ameaca aos olhos mais conservadores.

O Centro Canadense para Desenvolvimento da Gestdo (CCDG, 2001) identificou
que as instituicdes de tamanho consideravel, em um geral, apresentam entraves no
gerenciamento de conhecimento. Os entraves ja seriam desafiadores por si s6 em um cenério
ndo dindmico, porém Teece (2007) deixa ainda mais claro o incremento das dificuldades em
ambientes de rapida movimentacdo de informacdo e caracterizados por disperséo das fontes
de producgdo de conhecimento, ou seja, o tipico ambiente de uma IES. Nessas detectou-se
uma falha em comum — obscuridade na identificagdo das necessidades das partes
interessadas, dificuldades de comunicacdo, bem como turvo reconhecimento de suas
vocagoes.

Os pesquisadores Fresneda e Goulart (2007) elencam alguns dos fatores causais dos
entraves, ao exemplo do elevado volume de informac6es, subutilizacdo de competéncias e
diminuta colaboracdo e trabalhos em grupo dentro das instituicbes. Fonseca (2019)
complementa ao abordar a questéo de que o conhecimento é criado também fora da academia,
onde o conhecimento tacito obtido por um aluno durante uma aula podera ser transmitido
para sua comunidade ou grupo de convivéncia, a partir dai esse grupo também pode
desenvolver novas ideias sem que as IES jamais tenham consciéncia.

Como ja defendido, uma maneira de lidar eficientemente com tais falhas é a
aplicacdo de ferramentas de Gestdo do Conhecimento. A retomada do termo, porém agora
utilizando otica mais profunda e elucidativa, demanda sua conceituacdo de forma mais
robusta, onde Leite e Costa (2007) o descrevem como a coordenacdo das acdes, mecanismos
politicos e estratégias que permitem a gestdo do fluxo de informacg&o dentro da instituicéo.
Essa coordenacdo demanda processos que precisam estar alinhados e conectados. Com o
objetivo de facilitar a compreenséo, 0s mesmos autores oferecem um modelo que enquadra
de maneira pragmatica cinco etapas, a saber:

1%) Identificacdo: atua de forma a mapear o conhecimento tacito ou explicito ja
existente na IES, bem como na sua comunidade académica. Através do registro
das fontes de geracdo de dados e producdo de conhecimento cientifico, esta
busca identificar as capacitaces da instituicdo, a area de atuacdo dos
pesquisadores e a possivel trilha que os conhecimentos futuros irdo seguir. O
intuito é responder questdes que dizem respeito a qual pesquisador pesquisa 0
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que, em qual aspecto a instituicdo apresenta vocacao e para onde estdo rumando
suas principais linhas de pesquisa. Conforme adiantado, no cenério atual,
dominado pelos altos volumes de dados, essa etapa de aquisicdo sé se faz
possivel com a utilizacéo e aplicacdo de ferramentas de ciéncia de dados, onde
ocorre preparacao da base de dados e posterior analise exploratéria em busca de
padrdes sequenciais.

2%) Aquisicdo: relaciona-se com o0 processo de obtencdo do conhecimento
previamente identificado que sera armazenado e futuramente transformado no
processo de criagdo. No que tange ao conhecimento explicito, tal aquisicdo
ocorre através das bibliotecas, periddicos, base de dados (relacionais ou néo),
repositorios da instituicdo e seus diretorios de patentes. O conhecimento tacito,
entretanto, ndo apresenta possibilidade de ser adquirido de maneira evidente,
bem como armazenado.

3% Armazenagem: compreende uma estrutura que preconiza organizagdo dos mais
diversos conteidos de maneira a fornecer rapida identificacdo, recuperacéo e
extracdo de dados e informacao.

4%) Compartilhamento: para o conhecimento explicito o compartilhamento se da

durante por meio das publica¢des formais e acesso livre a arquivos; enquanto o
tacito acontece de maneira informal através de dialogos e experiéncias.
5%) Criacdo: compreende o desenvolvimento de novo conhecimento
cientifico, ao unir as habilidades e conhecimentos armazenados previamente
com os outputs dos novos trabalhos dos pesquisadores. Assume-se que a criacdo
em uma IES ocorre através da pesquisa cientifica. Vale ressaltar que o fator
denominado por Takeuchi e Nonaka (1997) como socializagao - exposta atraves
de ensino, orientacdo de qualificagdes e dissertacfes — também é fundamental
no processo de criacao.

Posto que para Nigro (2016) uma das formas de geracdo de conhecimento formal
acontece dentro das Instituicdes de Ensino Superior (IES), as respostas para as perguntas
encontradas apés a realizacdo da etapa primeira - Identificacdo - sdo fundamentais para o
desenrolar do fluxo de fomento a sabedoria. A elaboracdo dessas respostas, entretanto, €
formulada através da exploracdo de duas diferentes fontes de dados, que Ferraz et al (2014)

descrevem como bases referenciais e ndo referenciais. A primeira corresponde as
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dissertaces, artigos cientificos, livros e teses; enquanto a segunda remete aos curriculos dos
professores/pesquisadores, grupos de pesquisa e as comunidades epistémicas.

As interacOes entre 0s pesquisadores e em conseguinte, a formacdo de grupos de
pesquisa e comunidades epistémicas derivam, segundo Leite e Costa (2007) do contexto
cultural, da histéria e conhecimento tacito dos pesquisadores envolvidos. Tais comunidades
sdo fundamentais no processo dindmico de fluxo de informacéo, além de serem dominantes
no ambito de producdo de conhecimento a nivel institucional. Entretanto, observa-se que as
IES ainda possuem pouca coordenacdo do que estd sendo pesquisado e quais 0S
pesquisadores envolvidos em cada tépico de pesquisa. O gerenciamento dessas redes de
pesquisa é atividade a ser desenvolvida internamente nas instituicdes, podendo ser
enquadrado como uma das praticas de gestdo de conhecimento.

Ferraz et al (2014) enxergam que a utilizacdo das bases referenciais e néo
referenciais permite mais do que apenas exploracdo de uma fonte rica de dados, mas a
possibilidade de desenho de um panorama da conjuntura de pesquisa de uma IES. Em outras
palavras, entende-se que se trata do portfolio cientifico da instituicdo a que pertencem. O
estudo dessas bases atua de maneira a elucidar quais as tecnologias estdo sendo produzidas,
como estdo distribuidos os grupos cientificos e quais os principais focos de pesquisa. Esse
mapeamento também permite aclarar a obscuridade presente nas instituicdes, compondo um
primeiro passo onde se evidencia, de maneira pragmatica, os topicos de pesquisa que podem
ser considerados suas vocagdes.

Teece (2007) infere que por conta da caracteristica dinamica da movimentacao dos
dados, o que chama “sobe e desce da informacao”, as instituigdes precisam desenvolver
mecanismos e procedimentos capazes de manter a gestdo sempre informada. No cenario
atual, a existéncia de tais mecanismos s0 é possivel através do uso da tecnologia, em especial
uma area especifica da Tecnologia da Informacédo (TI) - a Ciéncia de Dados.

Ao se pensar na infraestrutura de conhecimento, Fonseca (2019) evidencia um fator
de relevancia que chamou de “aprender a aprender”. Para tal, faz-se necessario,
preliminarmente, observar a existéncia de lacunas especificas presentes em meio ao universo
de informacbes para, posteriormente, buscar-se seu preenchimento. Esse processo de
identificacdo de lacunas e possibilidade de criacdo de conexdes nasce da analise exploratoria
de vastas bases de dados.

Batista (2012) propGe, dentre outros itens, a tecnologia como fator critico de sucesso
a gestdo do conhecimento. Nesse contexto, pode-se resumir a compreensdo de tecnologia as
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ferramentas de Ciéncia de Dados e estas, segundo Dalton (2019), podem ser entendidas como
as técnicas que atuam no armazenamento estruturado, tratamento, mecanismos de busca,
exploracdo e disseminacdo de dados. Assume-se também, a tecnologia como ferramenta de
desenvolvimento de redes de aprendizagem, o que permite evidenciacdo das competéncias,
auxilio na comunicacdo entre pesquisadores e membros da IES e aumento da interacéo e
trabalho em grupo. Em resumo, a presenca de Tecnologia da Informagéo (TI), em especial a
aplicacdo de computacdo no contexto de Data Mining e Text Mining, reduz o gap existente
entre a base de dados e os tomadores de decisdo, além de aumentar a colaboracdo dos

membros de todas as partes interessadas em prol de troca de conhecimento.

2.2 CIENCIA DE DADOS, DATAE TEXT MINING

E evidente a importancia da produc&o de conhecimento para uma nacéo e sociedade.
Para tal, Curty e Serafim (2016) caracterizam os dados como insumos fundamentais em dois
processos: avango no desenvolvimento de conhecimento e embasamento para tomada de
decisdo. Vale destacar, entretanto, que a producdo por si sO esta aquém de atingir sua
potencialidade se este insumo néo for corretamente armazenado, identificado, transformado
e disseminado. Para os mesmos autores, no contexto atual, onde o fluxo de dados é colossal,
a presenca de TI nas instituicGes produtoras de conhecimento é mandatdria e as instituicoes
dependem diretamente de dados.

As tecnologias de informacdo e comunicacdo representam importante papel na
divulgacdo de ciéncia, criagdo de conexdes entre pesquisadores e velocidade de troca de
informacdo ao redor do mundo. O fato da producdo e transmissdo de conhecimento ter
atingido alcance de escala global culminou na reducéo de barreiras territoriais anteriormente
existentes, porém isso ndo exclui o fato de as IES apresentarem vocacdo para producdo
cientifica de determinada especialidade para a geragdo de riqueza em nivel local.

De acordo com Stover (2018), no cenario atual, onde a vida é permeada por
computadores, satélites, radio, televisdo, internet e outros eletronicos, as tecnologias da
informacdo e comunicacdo (TIC) sdo entendidas pela combinagédo desses; e sua interagao
efetiva. Ainda na visdo de Stover (2018), as TIC revolucionaram a maneira como
trabalhamos, compramos, interagimos e até pensamos. Servi¢os comerciais, bancarios,
educacionais, de entretenimento e até mesmo as linhas de montagem sdo fundamentalmente

diferentes do que eram a dez anos atras por advento da sua aplicacdo. Por ser um tema de
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constante e rapida evolugdo, acompanha-lo torna-se tarefa de dificil execucdo, demandando
conhecimento e dedicacao. Haberkorn (2018), através de dados da Aberdeen Group (empresa
de consultoria americana), estimou que apenas 27,6% da tecnologia prometida € utilizada em
contraste a disponibilizada.

Stover (2018), ao elaborar um histérico didatico sobre tecnologia da informacéo,
elenca que o desenvolvimento do conceito de banco de dados como parte de Tl partiu da
necessidade de controle de estoque de materiais e recursos para producao nas unidades de
manufatura, dado o crescimento continuo dos volumes de producdo e variedade dos
componentes. O sistema evoluiu para coordenar também as ordens de producéao, chegando a
se tornar um sistema de gerenciamento de banco de dados dos mais diversos recursos da
empresa, 0 denominado Enterprise Resource Planning (ERP). Nos ultimos anos, foram
introduzidas novas funcionalidades ao ERP e incorporados sistemas empresariais para
suporte. Esse suporte pode estar direcionado ao fornecedor através da cadeia de suprimentos
pelo uso do SCM (Supply Chain Management) ou conectado ao consumidor em forma de e-
commerce e gestdo de relacionamento com o cliente por CRM (Customer Relation
Management).

Essa mudanca na intensidade de interacdo entre as diferentes partes — seja no ambito
organizacional, institucional ou até social como um todo - para Xia et al (2012) marca o
inicio de uma nova era nos sistemas de informacdo e comunicacdo. Os mesmos autores
inferem que o fato de a sociedade estar rodeada de objetos equipados com as mais diferentes
funcBes, porém sempre com conexdo a internet e GPS, caracteriza a chamada “internet of
things” (IOT) ou internet das coisas/objetos. As suas fontes geradoras de dados estdo
baseadas desde tecnologias complexas como satélites, as mais simples e acessiveis como
smartphones, e podem ser interruptas ou continuas/tempo real. As fontes interruptas ou
discretas sdo as que apresentam maior periodicidade para sua atualizagdo; como aquelas que
sdo atualizadas uma vez ao dia, mensalmente, duas vezes ao ano etc. Na pratica, pode-se
visualizar como exemplos pesquisas sociais, dados governamentais abertos e as bases de
dados extraidas da WoS (que inclusive compdem a fonte explorada neste trabalho cujo foco
sdo as IES). Ja as fontes continuas sdo aquelas atualizadas com tamanha velocidade que séo
admitidas como “tempo real”’; de forma ilustrativa, para essas tem-se: dados climaticos da
Terra, redes sociais, sensores, bolsa de valores, entre outros.

Corroborando com os autores anteriores, Atzori et al (2010) inferem que o avanco

da IOT é necessariamente resultado da sinergia entre diferentes areas de conhecimento como
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telecomunicacdes, informética e a sociedade; ademais, explanam que o aumento consideravel
da integracdo dos mais diversos dispositivos de tecnologia e de seres humanos, culmina na
criacdo de redes de comunicacdo que sdo constituidas de um enorme volume de dados.

Esse amontoado de dados, justamente por contar com grandes quantidades de
informagao com potencial de serem transformadas em conhecimento, recebeu denominagao
propria: os chamados Big Data. O novo conceito atraiu atencédo, por parte dos profissionais
de TIC para sua pesquisa €, em meio a este contexto, os pesquisadores Ward e Baker (2013)
procuraram efetuar uma analise sobre esses dados de imenso tamanho e optaram por
fundamenta-los em trés pilares criticos: o tamanho, a complexidade e as tecnologias. De
maneira didatica, pode-se visualizar a explicacdo dos trés:

a) Tamanho: corresponde a quantidade de dados, ou seja, a dimensdo de seu

volume;

b) Complexidade: é definida pela estrutura do conjunto de dados, seu
comportamento e a maneira como comutam entre Si;

c) Tecnologias: sdo as ferramentas e técnicas computacionais aplicadas com
finalidade de processar a base de dados que apresente elevado tamanho e
complexidade.

Fica evidente que para desenvolvimento de tecnologia sdo necessarios recursos e
que, ao se adentrar no campo de conhecimento, o principal deles sdo os dados. A questao de
destagque, entretanto, é que os dados se apresentam em volume tdo abundante que o
planejamento adequado de sua utilizacdo acaba se tornando o componente fundamental do
campo atual de estudo de TI. O conceito de ERP, em sua acepcdo, trata exatamente disso:
planejamento de recursos. Como resultado de sua evolucdo natural, este ultimo passou a
compreender - além dos bancos de dados - sistemas de apoio a decisdo, como o Business
Intelligence (BI), Data Warehouse e Data Mining. Para Kleis et al (2012), a Tl também pode
ser vista como um recurso organizacional que habilita e estrutura a producdo de
conhecimento, ciéncia e tecnologia, levando a solucdes de inovacdo fundamentadas em
bancos de patentes e bases cientificas, por exemplo.

Conforme Bramer (2016) infere, atualmente ocorre um fendmeno que chama de
explosdo de dados. Os computadores modernos acumulam dados a uma taxa inimaginavel,
sendo esses oriundos das mais diversas fontes. A titulo ilustrativo, tem-se uma indicagéo de
que os satélites de observacdo modernos da Nasa produzem mais dados em um dia do que
todos os antigos e desativados j& produziram juntos. Estima-se a existéncia de mais de 650
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milhdes de sites na web, além de numeros superiores a 3 bilhdes de posts por dia em redes
sociais. A questdo, na visdo do mesmo autor, encontra-se no fato de o mundo estar se
tornando rico em dados, mas pobre em conhecimento.

Cury e Serafim (2016) identificaram que o desafio das instituicfes e organizacfes
ndo € mais localizar e extrair dados e sim, entender como trabalhd-los de modo a retirar
informac&o Util; ou seja, a dificuldade encontra-se em entender como extrair conhecimento
de uma base tdo vasta que chega a ser desafiadoramente confusa.

Ambicionando atingir-se 0 maximo potencial de aplicacdo de informacéao extraida
das fontes de dados, ocorre a necessidade de utilizagédo de abordagem interdisciplinar que
seja capaz de combinar elementos computacionais, matematicos e estatisticos com enfoque
na origem dos dados e com direcionamento de competéncias especificas de maneira a trazer
significado ao final desta analise exploratéria. Segundo Loukides (2012), essa abordagem
analitica é, justamente, o que compde a definicdo de ciéncia de dados.

Stanton et al. (2012) complementa que hoje, ap0ds a insercao da interdisciplinaridade
de ferramentas computacionais e estatistica, ela vai muito além de suas aplicacbes de
coordenacao de banco de dados e ordens de producdo, permitindo novas perspectivas, posto
que oferece analises ndo s6 de dados histdricos e de otimizacdo, mas também preditivas.

O Foérum Econémico Mundial - World Economic Forum (2019) - listou a profissdo
cientista de dados como uma das mais relevantes até 2020 e, até de maneira cbmica, definiu-
a como a profissdo mais sexy do seculo XXI. Para Grus (2016) pode-se entender que “o
cientista de dados € alguém que extrai conhecimento de dados desorganizados”, o que ¢
propriamente o enfoque do presente trabalho ao se pensar em IES.

Para Dalton (2019), apesar do termo Data Science (Ciéncia de Dados) apresentar
registros de utilizacdo desde a década de 60, esta & uma ciéncia que em sua subjetividade
bem compreendida € bastante nova. Finzer (2013) indica que a aplicacdo do conceito ao
modo préximo como ¢ entendido hoje data do inicio deste século, onde de maneira mais
ostensiva, aliou-se estatistica a programacao e computacédo. O Instituto Brasileiro de Pesquisa
e Analise de Dados (IBPAD, 2020) descreve que o conceito atual de Ciéncia de Dados
engloba duas &reas de maneira interdisciplinar: ciéncia da computacdo e estatistica;
entretanto, sua aplicacédo acontece de forma a servir de suporte aos mais variados campos do
conhecimento como economia, medicina, educacéo, engenharia e outros.

Conway (2010) foi o primeiro a elaborar um pensamento que compreendesse uma

terceira competéncia a ciéncia de dados: o contexto de aplicagdo. Anteriormente, o termo
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estava relacionado apenas a congruéncia entre as areas de matemaética/estatistica e
computacdo. Na visdo do mesmo autor, entende-se que o contexto de aplicacdo esta
relacionado ao dominio técnico do tema fonte dos dados onde ambas sdo utilizadas, ou seja,
“a especialidade na area de aplicac¢do de dados”.

Conway (2010) promove que a utilizagdo do diagrama de Venn evidencia como a
Ciéncia de Dados — no centro de todas as intersecbes — corresponde a congregacao do
conhecimento de matematica e estatistica; habilidades de hacker; e sua competéncia
significativa — entendida aqui como o contexto de aplicacdo. A Figura 4 expGe de maneira

visual esse relacionamento.

Figura 4- Diagrama de Venn aplicado & Ciéncia de Dados

Fonte: adaptado de Drew Conway (2010)

Finzer (2013) detalha os conceitos que estdo combinados no diagrama de maneira a
construir uma sequéncia de cada uma das trés competéncias no processo natural de analise
por parte de um cientista de dados. Na visdo do autor tem-se a seguinte ordenag&o:

1°) Matematica e estatistica: o primeiro pensamento a ocorrer, para um cientista
de dados, € o matematico - onde este é estruturado, disciplinado e
quantitativo. Em seguida, o entendimento da variabilidade dos dados, bem
como as ferramentas para sua analise, ocorre atraves da aplicacdo de

ferramentas de estatistica;
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2°) Contexto de aplicagdo (denominado  Experiéncia  Substantiva
originalmente): faz-se necessario ao cientista de dados experiéncia no
contexto em questdo, para que este seja capaz de basear a escolha de sua
metodologia de abordagem, sem a qual sua abordagem pode se tornar muito
mais dificultosa ou, em alguns casos, até impossivel de gerar resultados

plausiveis;
3°) Habilidades de computacdo: com a utilizacdo de técnicas
computacionais que variam entre diferentes softwares, somada a sua
criatividade e capacidade de resolver problemas, o cientista de dados é
capaz de agrupar dados de maneira que sua visualizac¢ao facga sentido e seja
possivel se extrair informacGes anteriormente ocultas em meio ao seu

universo.
Vale destacar, que ao se pesquisar a literatura vigente de capacitacéo sobre o tema,
0 que se encontra sdo preparagdes e técnicas que abordam justamente a primeira e terceira
competéncias, enquanto a segunda fica a cargo da experiéncia adquirida através de vivéncia.
Na visdo de Grus (2016), isso se da ja que conceitos de matematica, estatistica e computacao
sdo mais facilmente transmitidos de maneira estruturada — conhecimento explicito - enquanto
a “competéncia significativa” acontece majoritariamente de maneira tacita. O que fica
evidente quando o préprio autor indica em sua obra “Data Science from Scratch” que:
“planejei escrever um livro abordando as trés, mas eu rapidamente percebi que uma
abordagem de “competéncia significativa” exigiria dezenas de milhares de paginas. Assim,

decidi focar nos dois primeiros.”

2.2.1 DATAMINING

A traducdo da expressdo da lingua inglesa Data Mining para o portugués é
mineracdo de dados. A priori, entender o significado das duas principais palavras do termo
em separado — mineracdo e dados — ajuda a compreender o porqué de formarem o conceito
em questdo. Para o linguista Ferreira (2020), a palavra mineracdo remete ao efeito ou acéo
de explorar minério e, em conseguinte, efetuar a sua depuracgéo (limpeza); enquanto a palavra
dados é definida como informacéo, bases e conhecimento. A visdo linguistica ja traz uma
ideia da razdo de o termo envolver a juncdo dessas duas palavras, porém esta definicdo de

dados difere daquela quando avaliada sob 6tica dos autores técnicos do campo de ciéncia de
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dados. No contexto técnico, dados ndo podem ser entendidos como informacdo e
conhecimento, e sim, como formadores da base para a constru¢cdo de ambos. Logo, a
compreensdo real do conceito exige aprofundamento técnico nos dados e seus tipos.

Aggarwal (2015) explana que os dados podem se apresentar em diferentes tipos e
formatos, podendo ser quantitativos, categoricos, textuais, temporais e até em orientacao de
grafos. CompGem duas grandes categorias: ndo dependentes entre si e dependentes entre si.
Para os primeiros, como o proprio nome ja diz, a particularidade de um dado ndo impacta na
de um segundo (0 ndmero da casa de um individuo independe do nome de sua rua). Os
segundos ja apresentam subordinacao (a existéncia de um grupo de pesquisa esta submetida
a presenca de um professor orientador). Enquadra-los na categoria correta, para 0 mesmo
autor, é atividade fundamental para escolha correta dos algoritmos a serem utilizados, posto
que a atividade de Data Mining esta justamente baseada na busca pelo relacionamento e
agrupamento de dados de modo a ser possivel identificar padroes.

Atualmente existe divergéncia de conceituagdo concreta do termo Data Mining por
parte da academia. Enquanto alguns autores como Aggarwal (2015) definem que este é o
estudo de coleta, limpeza, processamento, analise e desenvolvimento de insights a partir de
dados, ou seja, 0 processo completo de uma ponta a outra; outros como Bramer (2016)
adotam 0 conceito ndo como o processo completo, mas como a sua parte central. A
indefinicdo de uma caracterizacdo Unica acerca do tema, entretanto, pouco impacta na sua
aplicacdo, especialmente para o trabalho em questdo, que fard uso dos dados percorrendo
todas as etapas — desde a entrada até a sua saida.

Na opinido de Mendes (2018) a conquista de conhecimento demanda um processo
ndo trivial de identificacdo de padrdes validos, novos e potencialmente Gteis em meio aos
dados. E importante salientar que ao se adotar a visdo de Mendes (2018) e Bramer (2016),
Data Mining passa a ser visto como uma das seis etapas do processo, que segundo o autor, é
chamado de Descoberta de Conhecimento em Banco de Dados (DCBD). Como o trabalho
em questdo demanda utilizacdo de conceitos de cada uma das etapas, estas estdo descritas de
maneira resumida e representadas no diagrama que se segue (Figura 5):

1) Definicdo do problema: remete ao dialogo entre a parte técnica e 0s cientistas
de dados para entendimento e alinhamento do que se deseja. E importante a
determinacdo de escopo para que a equipe tenha, mesmo que de forma
rudimentar, um guia durante a analise exploratdria dos dados, bem como

determinacdo de metas a serem cumpridas;
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2)

3)

4)

Selegdo de dados: a escolha de base de dados confidvel e que represente a
realidade do estudo em questdo é fundamental no processo de legitimacao
de toda a andlise subsequente. N&o é dificil conceber que uma producéo bem
feita de conhecimento careca, também, de uma verificacdo e exploracdo bem
feita de sua base. Grus (2016) elucida que o entendimento do contexto dos
dados — que esta muito além dos nimeros apenas — impacta diretamente em
interpretacdes estatisticas, ao exemplo de correlacbes enganosas sob
presenca de variaveis de confusdo. Fato este que ocorre com relativa
frequéncia e que sé pode ser evitado através de conhecimento dos dados;
Eliminacdo de erros (limpeza dos dados): de acordo com Dalton (2019), os
dados sdo produzidos com os mais diversos propositos e, em geral, ndo
foram concebidos com o intuito de serem utilizados por ciéncia de dados.
Logo, as bases de dados, em sua maioria, apresentam problemas que
precisam ser corrigidos para posterior modelagem de uma base entéo dita
“limpa”. Segundo 0 mesmo autor, os problemas precisam ser detectados e
corrigidos antes de se dar seguimento. Na visdo de Menezes (2012), a
remocdo de inconsisténcias e ruidos é o que torna a resolucéo possivel — a
titulo de elucidacdo, pode-se entender os outliers como exemplos de
inconsisténcias. Em conseguinte, o ultimo autor define como objetivo da
atividade de limpeza de dados “identificar e tratar os dados que podem
causar impactos negativos na mineragao de dados”;

Enriquecimento de dados: € comum o cientista de dados se deparar com
bases que apresentam dados faltantes (dados missing), para o tal, faz-se uso
de preenchimento manual (pouco utilizado no universo de big data) ou
técnicas matematicas, estatisticas e computacionais que se encarregam do
preenchimento destes, de forma a tornar possivel sua utilizagdo. Outra
pratica comum € a manipulagéo de variaveis presentes explicitamente — de
ndo valor aparente -, de modo a gerar novas variaveis dependentes que
possuam valor futuro de anélise. E interessante saber que o enriquecimento
ndo inclui apenas adicdo de informacdo, mas também, em alguns casos,
remocdo. Aggarwal (2015) menciona que as bases, alem de apresentarem

lacunas, também podem exibir alguns dados inconsistentes que precisam ser
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removidos. Vale destacar, porém, que o enriquecimento precisa ser feito de
modo a garantir a manutencgéo de veracidade dos dados iniciais;

5) Data Mining: o termo mineracdo de dados, para Laudon (2011), remete ao
processo de mergulho em um conjunto de informac@es que busca, através de
andlise, identificar as que sdo de interesse para producdo do conhecimento
desejado em questdo e separd-las das que ndo apresentam utilidade.
Atualmente este é feito de maneira computacional, devido a inviabilidade de
ser feito manualmente no campo de Big Data. Necessario se faz, porém,
informar que para alguns outros autores o termo corresponde a todas as
etapas e ndo apenas a uma — diferente da abordagem aqui utilizada. Menezes
(2012) aponta essa etapa como a essencial no processo de geracdo de
conhecimento, ja que é nela que sdo aplicadas as principais ferramentas
inteligentes de extracdo e analise de dados;

6) Relatdrios: de acordo com Menezes (2012), esta ultima etapa compreende a
aplicagdo de técnicas de visualizagdo de dados para exibi¢do dos resultados
obtidos através dos algoritmos e modelagens matematicas aplicadas. Dalton
(2019) salienta que a interpretagdo dos resultados, bem como a validagdo
dos modelos, é parte fundamental no fechamento do processo. Os relatorios
podem incluir tanto analises quantitativas quanto qualitativas, geralmente
expostas através de graficos ou simulagdes futuras, as chamadas analises

preditivas.

Figura 5- Etapas da Descoberta de Conhecimento em Bancos de Dados

— N N

Definigdio do Eliminagdo dos Enriquecimento

N

Relatérios

problema erros dos dados Data Mining

Fonte: elaborado pelo autor



Todas as seis etapas estdo baseadas em aplicacdo de ferramentas que seréo
exploradas tecnicamente durante a abordagem individual de cada uma das competéncias
descritas por Finzer (2013), nos proximos subcapitulos.

E de senso comum aos pesquisadores da area, a exemplo de Menezes (2012), que as
quatro primeiras etapas da DCBD competem a uma fase chamada pré-processamento. A
mesma fase merece destaque, pois segundo Mendes (2018), apesar de estar no background -
corresponder ao suporte para a realizacdo de Data Mining — esta consome cerca de 80% do
tempo de trabalho do cientista de dados. Para 0 mesmo autor, a etapa de processamento em
si —que engloba a sele¢do e aplicacdo dos modelos matematicos de machine learning durante
andlise preditiva e utilizacdo de ferramentas de visualizacdo de dados, por exemplo -, acaba
recebendo maior destaque por estar no final do processo, e ndo por toda sua demanda ao
profissional. Bramer (2016) j& apresenta um diferente ponto de vista, pois o autor enfatiza
que apesar de os algoritmos de pré-processamento serem de grande importancia, a etapa de
Data Mining é o objeto central de todo o processo, merecendo assim, o cuidado principal.

Aggarwal (2015) elenca que existem quatro utilidades que sdo repetidamente
encontradas dentre os varios contextos de aplicacdo de Data Mining, seja na fase de pré-
processamento ou de processamento em si. Estas constituem quatro grandes blocos de
fundamentacédo que serdo estudados na subsecdo de Matematica & Estatistica, porém estéo
exibidos como se segue: Associacdo de padrbes; Clustering (agrupamento de dados);
Regressdo; e Classificacao.

Com o intuito de facilitar o entendimento do termo mineracdo de dados, faz-se
interessante a visualizagdo de algumas de suas aplicacGes. Menezes (2012) fornece como
exemplos a anélise de imagens de satélite, andlise de componentes organicos, previsdo de
demanda de energia, forecasting financeiro, sumarizagdo de textos, anélise de tendéncias em
redes sociais e Processamento de Linguagem Natural (PLN). Segundo uma perspectiva
analitica de Aggarwal (2015), exatamente pela variedade de tipos de dados, Data Mining é
uma atividade que possui multiplas diversidades de aplicagcdes, o que a torna particularmente
desafiadora.

Nigro (2016) se utilizou de bases referenciais estruturadas do Lattes e CNPgq como
fonte de dados; e os tipos de dados encontrados nessa base sdo majoritariamente os de
orientacdo ndo-dependente: entre eles os quantitativos, categoricos e principalmente textuais.
Apesar de as técnicas de mineragdo serem apliciveis aos dois primeiros tipos de dados,
Aggarwal (2015) elucida que sua utilizagdo em dados de texto também ocorre, porém com
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algumas modificagOes. Para entendimento dessas modificagdes e como estas se ddo, faz-se
necessario um campo proprio de estudo para variaveis de texto: o chamado Text Mining.

De acordo com Vijayarani et al. (2016), Text Mining é o processo ndo trivial de
extracdo de conhecimento ou informacdo de dados de texto ndo estruturados. Em
continuacdo, os autores indicam que a atividade compreende campos multidisciplinares
como Data Mining, Machine Learning, estatistica e linguistica. Bramer (2016) indica que o
propdsito de sua aplicacdo é a classificacdo de documentos ainda ndo vistos, através de
analise em documentos (ou objetos) pré-classificados. Entende-se que na aplicacdo em
questdo, os documentos/objetos sdo representados por artigos em jornais, publicagdes
cientificas completas, apenas seus abstracts ou até mesmo unicamente seus titulos.

Vijayarani et al. (2016) indicam que, assim como em Data Mining, o processo de
Text Mining também necessita de uma fase de pré-processamento. Esta fase, entretanto,
apresenta etapas que diferem do processo anterior justamente pela particularidade dos dados.
Bramer (2016) salienta que a classificacéo de dados de texto, oferece uma possibilidade que
era, até entdo, inexistente entre os outros tipos: a de multipla classificacéo.

Isso quer dizer que dados de texto possuem varias categorias como Medicina,
Engenharia, Histdria, Gestdo, Educacdo. Os autores informam a necessidade de uma etapa
inicial que faca a representacéo de documentos de texto em dados factiveis com os processos
naturais de Data Mining. Pode-se entender que para o processo trivial de Data Mining é
interessante que essas categorias estejam representadas de modo binario e ndo categorico. A
titulo ilustrativo, ao invés de se ter as categorias Medicina, Engenharia e Historia; o que se
tem sdo respostas “sim ou nao” para as perguntas “O documento ¢ de Engenharia?”, “O
documento ¢ de Medicina?”, “O documento ¢ de Historia?”.

Vijayarani et al. (2016) ordenam o pré-processamento de dados de texto em trés
etapas, enquanto Bramer (2016) - apesar de utilizar didatica diferente - corrobora com o
desenrolar de cada uma como se segue:

1°) Tokenization: esse € 0 primeiro passo ao se trabalhar com textos. Consiste
em “quebrar” as strings (conteldo textual) em pequenas estruturas ou
unidades de maneira a fazerem sentido. Estas unidades sdo chamadas de
tokens e podem ser entendidas como palavras, termos ou simbolos.

2°) Stemming: refere-se ao processo computacional de normalizacdo (ou
reducdo) de palavras para o seu formato primitivo ou forma base. Os
algoritmos se baseiam, quase em sua totalidade, em dois métodos: o de
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Porter ou Lancaster. Ambos, apesar de apresentarem comportamentos
diversos, sdo efetivos na normalizagdo. A titulo elucidativo, pode-se
exemplificar que o agrupamento de palavras como “pedreiro”, “apedrejar”,
“pedreira”, “pedregulho”, em uma so palavra raiz: “pedra”, € o resultado da
aplicacdo dos algoritmos de normalizacéo.

3% Stop Word Removal: o termo inglés em questdo trata da remocédo das
chamadas “palavras de parada”. Estas sdo aquelas que, apesar de serem as
mais comuns em um idioma, nao fornecem nenhum significado concreto ao
texto e entdo precisam ser removidas para que seja possivel extracdo de
informacdo (til. Os artigos como “0”, “a”, “0s”, “as”, conjung¢des como “e”,
“entdn”, “para” e advérbios como “acima” ou “ao lado”, por exemplo,
precisam ser removidas antes da realizacdo de analise exploratdria. Imagine
que se deseje obter uma lista com as 3 primeiras palavras mais utilizadas
em uma publicacdo cientifica e o resultado obtido é a seguinte lista: [“0”,
“e”, “para”]. Essas trés palavras ndo trazem informac&o alguma véalida para
desenvolvimento de conhecimento a respeito do texto. Imagine, porém, que
apos a remogdo das stop words, o resultado da lista agora seja: [“dengue”,
“saude”, “prevencdo”]. Ja € bastante possivel se ter uma ideia do assunto
tratado pela publicacéo.

Conforme ja elucidado, a utilizacdo de Text Mining é bem vasta, inclusive uma de
suas vertentes compreende a aplicacdo de seus métodos e ferramentas em documentos
técnicos, 0 que de tdo comumente praticado recebeu denominacgédo exclusiva: Tech Mining.
De acordo com Porter e Cunningham (2005), os algoritmos de Tech Mining tornam possivel
a extracdo de sentido em bases de dados textuais cientificas. Segundo os mesmos autores, a
exploracdo dessa ferramenta viabiliza novas capacidades para geragdo de conhecimento por
parte de pesquisadores ou gestores interessados em tecnologia. Ademais, o conceito
expandido tambem propde a utilizacdo das ferramentas de text mining em documentos de
patentes, periddicos, revistas, livros e até mesmo relatdrios técnicos ou dados de gestao.

Fica evidente que todo esse trabalho de identificacdo de padrdes em base de dados
como Data Mining e Text Mining, carece de técnicas especificas até entdo aqui nédo
elucidadas - ja que apenas um panorama foi passado. Para Finzer (2013) compete a Ciéncia
de Dados e suas opg¢des em artificios matematico-estatisticos, computacionais e particulares
de cada contexto de aplicagdo, tornar possivel a extracdo de conhecimento em dados de alto
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volume e grande desorganizagdo. Posto que as competéncias possuem ferramentas de
complexa fundamentacdo e aplicacdo, o detalhamento individual a cada uma das trés, de

maneira a elucida-las, ocorre nos subcapitulos conseguintes.

2.2.1.1 COMPUTACAO

Em meio a comunidade de cientistas de dados existe um constante debate a respeito
de qual a melhor linguagem de programacéo para se aplicar Data Science. Na visao de Grus
(2016), Python é uma escolha evidente, apesar de um ndmero razoavel de usuarios ainda
considerar a linguagem de programac¢do R e uma minoria sugerir Java ou SQL como boas
opcdes. Em pesquisa realizada pela Kaggle (2019) — comunidade de Data Science do Google
- foi pedido aos participantes para selecionarem todas as linguagens que utilizavam quando
seu intuito era de analise de dados e destes, 83% selecionaram a linguagem Python. Em
continuidade da mesma pesquisa, 0s usuarios foram solicitados a indicar apenas uma
linguagem para servir de escolha para um novo desenvolvedor entrante e Python, novamente,
foi a primeira opcdo em maioria. Os resultados estdo detalhados nas figuras 6 e 7,

respectivamente.

Figura 6- Utilizagdo de linguagens de programacéo em Ciéncia de Dados

Linguagens de programacado aplicadas a
Data Science em 2018
83%

449%
36%

23% 219,
14%

Python SQL R C++ Java Matlab

Fonte: adaptado de Business Broadway (2019)
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Figura 7- Recomendacdo de linguagens para ciéncia de dados

Recomendacgdo de linguagens para usuarios
entrantes

Python I, 7 5 %o

SQL 12%
R 5%
Outras 4%
C++ 2%
Java 1%

Matlab 1%

Fonte: adaptado de Business Broadway (2019)

As razdes de Python ser a linguagem referéncia ao se tratar de ciéncia de dados sdo
as mais diversas. Bird, Klein e Loper (2009) recomendam a utilizacdo desta linguagem em
seus trabalhos pelo fato de ser simples, mas ainda sim poderosa e com excelentes
funcionalidades, especialmente quando aplicada a Processamento de Linguagem Natural. Os
mesmos autores compartilham a visdo de Grus (2016) quando elencam o fato de Python estar
disponivel para download em qualquer plataforma de maneira gratuita, assim como a
utilizacdo de suas bibliotecas e exibicdo/publicacdo de resultados. O Gltimo autor é ainda
mais enfatico ao dizer que a linguagem é de facil codificacdo e é ainda mais facil de se
entender, além de apresentar grande nimero de bibliotecas Uteis aplicaveis a Data Science.

Na literatura mais atual, percebe-se que Python continua sendo uma ferramenta de
muito valor, dado o nimero de pacotes, modulos e contribuicdes que os pythonistas vém
produzindo constantemente e crescendo a uma taxa positiva (ROGEL-SALAZAR, 2020).
Em resumo, ndo é surpresa para 0s autores que 0 nimero de usuérios continue a crescer.
Finalmente, pode-se visualizar os recursos de destaque da linguagem: gratuita - open source;
simples de programar e de ser lida; ‘econdmica” em linhas de codigo ao se comparar com
outras linguagens; apresenta grande numero de bibliotecas ja disponiveis para Data Science;
e, estd em constante atualizagdo e crescimento, ja& que é impulsionada por sua vasta

comunidade de usuarios.



Conforme evidenciado, a linguagem Python oferece vasta gama de pacotes e
maodulos (envolvendo algoritmos como os mencionados anteriormente, inclusive) ja prontos
e disponiveis gratuitamente. Esses pacotes sdo chamados de bibliotecas e podem ser
entendidos como ferramentas para facilitar a execucao de atividades antes complexas. Grus
(2016) recomenda ao cientista de dados que, caso 0 interesse seja realizar algum
processamento computacional, é interessante que, antes de investir o seu tempo escrevendo
codigos no desenvolvimento da ferramenta que precisa, pesquise se ja ndo existe uma
biblioteca pronta capaz de realizar tal processamento; o elevado e crescente numero delas
indica que provavelmente ela ja exista. Apenas a titulo elucidativo, pode-se destacar a
existéncia de bibliotecas capazes de plotarem gréficos diversos, realizarem operacoes
matriciais, estruturar dados para trabalhos em dataframes, operar os algoritmos de PLN,
machine learning, entre outros. Cabe aqui, o destaque de algumas das bibliotecas principais
relacionadas ao estudo.

a) Pandas: segundo os seus desenvolvedores, Mckinney e Kluyver (2020),
esta biblioteca € a ferramenta adequada para trabalhos com dados
armazenados em tabelas ou planilhas. Ela possuiu atributos capazes de
ajudar o usuério a limpar, processar e visualizar suas bases de dados. Além
de ja possuir algumas ferramentas estatisticas basicas embutidas e permitir
integracdo com outras bibliotecas que também estdo aqui em destaque,
como Matplotlib e Numpy.

b) Matplotlib: essa biblioteca permite a transformacdo de dados em figuras
gréficas. Para Hunter et al. (2020), trata-se do jeito mais simples de se criar
gréficos em Python. Alem de apresentar uma vasta gama de opcdes de
graficos: como os de barras, linha, distribuicdo, entre outros; ela também
permite manipulacfes diversas na espessura e coloracdo de linhas, titulos
de eixos, formatos de marcadores etc. Segundo 0s mesmos autores, € uma
opcao interessante para personalizacao de graficos.

¢) Numpy: a Numpy Community (2020) define a biblioteca Numpy como um
pacote para computacdo cientifica em Python. Essa biblioteca fornece a
possibilidade de se trabalhar com vetores e matrizes multidirecionais, o que
oferece rapidas operacdes entre elas, além de manipulacbes em seus
formatos, ordenagdo, simulacGes aleatdrias, aplicacdes de algebra linear e

operagOes estatisticas basicas. Em resumo, a comunidade Numpy explana
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que a finalidade dessa biblioteca é facilitar e agilizar operacbes matematicas
avancadas (ou envolvendo nimeros de grandes dimensdes), posto que as
funcGes ja embutidas em Python néo as fazem téo bem.

d) NLTK: a sigla em questdo, em portugués, pode ser traduzida como Kit de
Ferramentas para Linguagem Natural. De acordo com Bird (2009), essa
biblioteca é a plataforma lider em trabalhos envolvendo PLN em Python.
Ela fornece interfaces de facil uso, além de oferecer algoritmos ja prontos
capazes de categorizar textos, analisar estruturas linguisticas e fracionar
elementos gramaticais de acordo com suas funcbes na sentenca. E
considerada pela comunidade de cientista de dados como a ferramenta
preferida para se trabalhar com linguagem natural, logo sua utilizacdo é
comum para a vasta maioria dos autores aqui referidos.

e) Scikit-learn: esta biblioteca é a mais utilizada pelos cientistas de dados que
trabalham com Python quando seu objetivo envolve Machine Learning. De
acordo com seus desenvolvedores, os Scikit-learn Developers (2017), esta
ferramenta atua em situacbes que envolvem uma amostra de dados
conhecida como entrada, para fornecer como saida previsdes das
caracteristicas de dados desconhecidos. Os desenvolvedores afirmam que a
biblioteca é capaz de lidar com problemas de aprendizagem supervisionada
e ndo supervisionada, podendo atuar em tarefas de classificacao, regressao,
associacdo e clustering.

f) Statsmodels: seus autores, Seabold e Perktold (2010), definem a ferramenta
como uma biblioteca para analises estatisticas e econometria em Python. Os
desenvolvedores, juntamente com a comunidade de cientistas de dados,
identificam o crescimento da biblioteca que se utiliza de Python, pelo fato
de ela ser capaz de realizar funcionalidades similares a de outra linguagem
de computacdo muito popular no meio de economistas e estatisticos: a
linguagem R. Como visdo geral das funcionalidades do pacote estdo as
regressdes, modelos lineares generalizados e robustos, modelos discretos e
de contraste.

Em resumo, Mendes (2018) enfatiza que compreende a ciéncia de dados a
capacidade de se trabalhar com softwares estatisticos (como a linguagem R, por exemplo),
linguagens preparadas para operar matrizes e vetores (como o Matlab) e utilizagdo de



ferramentas tabuladas (como Excel). Entretanto, Python, por possuir todas as bibliotecas ja
elencadas, torna viavel a utilizacdo de apenas uma linguagem, porém com capacidade de

execucdo combinada de todas as outras citadas.

2.2.1.2 MATEMATICA & ESTATISTICA

Da mesma forma que Aggarwal (2015) aborda duas categorias de dados —
dependentes e independentes -, na visdo de Bramer (2016) a nomenclatura envolve os dados
rotulados e ndo rotulados. O que denota os primeiros € a existéncia de um atributo especifico
que os caracterize, enquanto nos Gltimos é impossivel a definicdo de apenas um atributo para
sua caracterizacdo. Por conseguinte, antes de se pensar na mineracdo dos dados em si, é
importante identificacdo de qual tipo se referem, pois estes sdo tratados de maneira
radicalmente distinta em processos de Machine Learning.

Para os Scikit-learn Developers (2017), os problemas que caracterizam
aprendizagem de maquina séo aqueles que envolvem um conjunto de dados de entrada ou
amostra e, entdo, procuram predizer as propriedades dos dados, inclusive daqueles
desconhecidos, de saida. De maneira didatica, os desenvolvedores optam por separar tais
problemas em trés categorias: supervisionada, ndo supervisionada e de reforco.

Os mesmos autores determinam que a técnica de mineracdo de dados que utiliza
dados rotulados é definida como aprendizagem supervisionada, ou seja, ¢ informado a
maquina o que é aquela entrada de dados; enquanto a que se utiliza de dados néo rotulados é
chamada de aprendizagem ndo supervisionada, logo ndo ocorre essa informacéo. O objetivo
da supervisionada €, ap0s receber uma base com atributos bem especificados, predizer, em
uma nova base, um conjunto de exemplos que ainda ndo foram vistos, onde estes contenham
caracteristicas e tracos particulares j& aprendidos anteriormente — 0 que recebe o nome de
instancias. Ja o objetivo da ndo supervisionada é extrair o maximo de informacgédo possivel
dentro da base de dados disponivel (realizar uma aprendizagem) e a partir disso, replicar os
padrdes aprendidos em um outro conjunto de dados totalmente novo.

Vydiswaran (2017) elenca que assim como os humanos aprendem com
experiéncias passadas, maquinas aprendem com instancias passadas. Em resumo, na
aprendizagem supervisionada é passado a maquina um padrao para o qual ela aprenda com
ele e replique em novos conjuntos de dados; enquanto na ndo supervisionada a propria

maquina identifica os padrdes, para aprender com eles e os aplicar em outros grupos de dados.
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Os mesmos autores citados indicam a diviséo das aprendizagens em duas etapas e a
explanacdo de cada uma, mesmo que de modo sucinto, auxilia na elucidagéo das diferencas
entre ambas. A primeira etapa é chamada de fase de treino, enquanto a segunda é denominada
de fase de inferéncia. As técnicas e algoritmos de treinamento e inferéncia variam de caso a

caso e dependem, conforme j& dito, dos tipos de dados — rotulados ou ndo rotulados. Para

facilitar a diferenciacdo entre ambas se utiliza 0 Quadro 1 que se segue:

Treino

Inferéncia

Quadro 1- Tipos de aprendizagem e suas fases

Aprendizagem

Supervisionada
Dados rotulados sdo reunidos,
indicados a maquina quais sdo os
rotulos e seus significados e, por fim,
o modelo é construido. Exemplo: é
passado ao algoritmo que
determinada instdncia é tida como
positiva, enquanto outra é negativa;
a partir dai o algoritmo ird aprender
quais aparentam ser mais positivas
do que negativas e criar um modelo
para inferéncia futura.

Aplicacdo do modelo, onde o
algoritmo recebe dados nao-
rotulados e é capaz, baseado no
treino anterior, de criar os rétulos de
maneira independente. Ou seja,
apresenta como entrada dados ndo-
rotulados e exibe como saida dados
rotulados. Exemplo: o algoritmo
recebe a instancia sem classificagdo
de positiva ou negativa, porém, apos
aplicagcdo do modelo treinado,
apresenta por si préprio as
instancias classificadas como
negativas ou positivas.

N3o supervisionada
Dados ndo-rotulados sdo passados a
maquina, entdo os algoritmos
iniciam um processo ciclico de
aprendizagem (ou treino) onde
procuram padr&es e criam
agrupamentos, culminando na
criacdo de modelo para seguinte
aplicagdo. Exemplo: sdo passados
dados que ndo possuem
correspondéncia direta com os
objetivos, logo o treinamento
consiste na determinagdo de grupos
de dados similares capazes de
encontrar a sua densidade de
estimacgdo.

Aplicacdo do modelo, onde este,
seguindo a légica que aprendeu com
o treinamento da base anterior, é
capaz de encontrar padrdes e
realizar agrupamentos em uma nova
base de dados ndo-rotulados,
gerando como saida agrupamentos e
padrées ndo dbvios ou ndo evidentes
aos olhos humanos. Exemplo:
geracao de modelos de mistura
Gaussianos —um modelo
probabilistico de variadas aplicagdes.

Fonte: elaborado pelo autor adaptado de Vydiswaran (2017)

Corroborando com os autores da &rea, Mendes (2018) indica que se a aprendizagem
supervisionada possui atributos de entrada categoricos, esta ¢ definida como “classifica¢@o”,
e caso sejam numeéricos, recebe a definicdo de “regressdao”. Um exemplo de tarefa de
classificacdo é a identificacdo de imagens, por meio de algoritmos de aprendizagem de

maquina, nas categorias de “cachorro” ou “gato”, onde tem-se uma classificagdo com rotulos
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binérios. Vydiswaran (2017) adiciona dizendo que se encontram também exemplos de
classificacbes multi-class, ou seja, os rotulos ndo precisam ser apenas binarios, podendo ser
em nameros ainda maiores. Como exemplo desta classificacdo estd a varredura de um
abstract médico por meio de ferramentas de Text Mining, onde o algoritmo € capaz de
identificar a que classe esse abstract pertence; por exemplo, ele o classifica como neurologia,
entretanto, as opcdes iniciais de rotulos seriam pneumologia, nefrologia, dermatologia, a
prépria neurologia, etc.

Conforme indicado pelos autores, quando a natureza da entrada dos dados é
quantitativa ndo faz sentido a sua saida ser em formato de categorias ou rétulos “nominais”,
e sim, ser uma saida numérica — a chamada regressdo. Como exemplo de uma de suas tarefas,
tem-se a estipulacdo (ou predicdo) do valor de um apartamento, de acordo com atributos
numéricos: como o seu nimero de quartos, numero de vagas de garagem e a sua localizacéo
— que pode ser expressa de maneira numérica através de coordenadas cartesianas ou por
distancias até determinado ponto de referéncia.

Bramer et al. (2016) fundamenta que para a aprendizagem ndo supervisionada,
entretanto, pode-se utilizar duas diferentes abordagens: a de regras de associacdo ou a de
clustering. Pode-se considerar que um algoritmo de aprendizagem de maquina que utiliza a
base de vendas de uma concessionaria de veiculos e, automaticamente, gera categorias de
compradores “esportivos” e “conservadores”, ¢ um exemplo desta abordagem. Perceba,
diferentemente da tarefa de aprendizagem supervisionada definida como classifica¢do — onde
o0 algoritmo receberia as categorias “esportivos”, “conservadores”, “SUV”, entre outras, em
sua entrada de dados, por exemplo - o algoritmo em questdo ndo recebe nenhuma opc¢éo
prévia de categoria ou tipo de rotulo, logo, é capaz de desenvolver essa classificacao atraves
de sua propria aprendizagem. A apresentacdo de uma ilustracdo horizontal torna a

visualizagdo dos conceitos mais compreensivel (Figura 8).
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Figura 8- Hierarquia horizontal de Data Mining
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Fonte: elaborado pelo autor
Em acréscimo, e a titulo elucidativo, a tabela a seguir indica quais sao os algoritmos

mais comummente utilizados em cada tipo de dados:

Quadro 2 - AplicagGes mais comuns de algoritmos aos tipos de aprendizagem

Tipo de aprendizagem Exemplo de algoritmo

K-Nearest neighbors
Naive Bayes
- Arvore de decisdo
Supervisionada o .
Regressdo linear simples
Regressdo logistica
Support Vector Machine

~ . . K-Means
N3ao supervisionada

Agrupamento Hierarquico Bottom-up
Fonte: Adaptado de Gongalves (2012) e Grus (2016)

Grus (2016) salienta que, apesar da aplicagdo dos algoritmos de aprendizagem de
maquina receber o destaque em si, 0 conhecimento de uma série de conceitos matematicos e
estatisticos que ocorrem de pano de fundo € essencial para entendimento do funcionamento
dos algoritmos aplicados. Cabe, entdo, breve explanacdo sobre dois importantes modelos

estatisticos, como se Segue:



e Estatistica descritiva: Mishra et al. (2019) definem este modelo de
estatistica como aquele capaz de descrever de maneira resumida e vélida
todos os tipos de informacdo contidas em uma base de dados utilizando
apenas algumas palavras ou caracteristicas estatisticas basicas como média
ou desvio padrdo. Admite-se que é um estudo voltado para inferéncias que
abrangem um recorte temporal presente ou passado através de histdrico de
dados. Pode-se enquadrar este modelo descritivo em trés grandes tipos:
medidas de frequéncia (englobando o nimero absoluto de ocorréncias de
um evento ou seu percentual em comparacao ao todo); medidas de tendéncia
central (aquelas que fazem comparacdo de dois ou mais grupos com
medidas estatisticas centrais “classicas” como média, mediana ou moda; €
as medidas de variacdo (onde é exibido o quanto os dados estdo dispersos
entre si, ou seja, o grau de variacdo dentro de uma populacdo ou amostra,
como indicado no desvio padrdo, na variancia e nos quartilhes, por
exemplo).

e Estatistica inferencial: Segundo os mesmos autores, 0 modelo inferencial ja
é aquele que desenha conclusdes baseado em dados sujeitos a variacoes
randémicas — como erros observacionais ou variagdo amostral. Na
estatistica inferencial, em sua maioria, o foco esta na predicdo para
comportamentos futuros ou na generalizacdo sobre uma populacdo através
de estudo de uma de suas amostras menores. Moore et al. (2016)
complementa que existem dois tipos mais comuns deste modelo: os
intervalos de confianga e os testes de significancia. O primeiro € utilizado
quando o objetivo é estimar pardmetros de uma populacdo, ja o segundo é
aplicavel quando o foco esta em adquirir uma evidéncia em favor de uma

afirmacéo sobre os parametros da populacao.

Grus (2016) infere que o cientista de dados que apresenta conhecimento dos
algoritmos destaca-se na resolugdo de problemas complexos e possui maior senso critico no
momento de selecdo da ferramenta adequada a se utilizar. Posto que o foco computacional
deste trabalho esta, primordialmente, na aplicacdo de Text Mining, faz-se interessante
exploracdo teorica de trés dos seus principais algoritmos de classificacdo: Naive Bayes,
Regressdo Logistica e Support Vector Machine (SVM). A priori, é importante destacar que

se trata de trés algoritmos de machine learning, logo a divisdo das amostras em grupos de
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treino e teste é comum a todos. Contudo, cada um apresenta particularidades no que tange a
abordagem, tendo em vista que apresentam diferentes técnicas de célculos de probabilidade,
estatistica, matematica e otimizacdo. A diferenciacdo de cada um esta nos paragrafos
seguintes.

Ao se pensar em Naive Bayes, o primeiro ponto a se destacar, segundo Gongalves
(2002), € que este algoritmo estd fundamentado na teoria Bayesiana, ou seja, em
probabilidades incondicionais. Grus (2016) descreve que “a chave para Naive Bayes é fazer
a suposicao de que as presencas (ou auséncias) de cada palavra sdo independentes umas das
outras”. Justamente por essa independéncia entre probabilidades ser uma hipotese extrema,
a técnica recebe 0 nome naive (inocente em portugués).

Partindo agora para a légica por trds do algoritmo, a autora Gongalves (2002)
descreve que Naive Bayes atua através de uma operacdo que admite que “a probabilidade de
ocorréncia de uma conjuncdo de atributos € igual ao produto das probabilidades de ocorréncia
de cada atributo isoladamente”. De modo a elucidar o conceito de maneira pratica,
Vydiswaran (2017) traz o exemplo de classificacdo da palavra Python. Esta palavra pode ser
enquadrada primordialmente em trés classes: zoologia (por representar 0 nome de uma
espécie de cobra - Piton), entretenimento (correspondendo a uma famosa série de comédia
britanica — Monty Python Tv Show, ou ciéncia da computacdo (quando indica 0 nome da
linguagem de computacéo interpretada — Python). A maneira como a maquina classifica a
palavra esta pautada nas probabilidades, onde tem-se, por exemplo, que a probabilidade de a
classe zoologia ser atribuida a palavra Python, é a probabilidade de a classe ser zoologia sem
nenhuma informacéo, multiplicado pela probabilidade de se encontrar a palavra Python dado
que ja e sabido que se trata de um documento de zoologia, dividido pela probabilidade de
ocorréncia da palavra Python sem nenhuma informacdo. Raciocinio andlogo pode ser
realizado na sele¢é@o das demais classes.

Vale destacar, que o algoritmo também investiga palavras combinadas, ou seja,
Vydiswaran (2017) informa que a palavra Python é comumente associada a classe zoologia,
porém as palavras Python download combinadas aumentam as chances de associacdo a classe
ciéncia da computacdo, por exemplo.

Sobre o segundo algoritmo - Regressdo Logistica - Hair et al. (2009) inferem que
esse modelo de regressao, assim como a regressao linear, esta pautado na relacéo existente
entre a variavel dependente e as varidveis independentes. Entretanto, na regressao logistica,

a variavel dependente se apresenta de maneira binéria, categdrica ordenada ou categorica ndo
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ordenada. A varidvel binaria € aquela em que se detecta a presenca de determinado atributo
ou ndo (zero ou um, sim ou ndo), enquanto a categorica ordenada apresenta hierarquia entre
as respostas (ruim, razoavel, bom, 6timo) e a ndo ordenada corresponde a caracteristicas que
ndo possuem relacdes de ordem entre si (comédia, romance, terror).

Grus (2016) elucida que o propoésito deste modelo é gerar saidas que fagam uma
previsdo de pertencimento de classe, ou seja, corresponde a analise preditiva. Hair et al.
(2009) explanam que a regressdo logistica se utiliza da funcdo logistica como meio de
representar a relacdo entre a variavel dependente e as independentes. Os mesmos autores, -
pautando seu exemplo em uma categoria binaria para facilitar o entendimento do conceito -,
informam que os valores previstos obrigatoriamente permanecem entre zero e um; onde Grus
(2016) descreve que “conforme sua entrada fica grande e positiva, ela se aproxima cada vez
mais de um. Conforme sua entrada fica grande e negativa, se aproxima mais de zero”.

O desenho dessa curva logistica se utiliza de modelos como minimizagéo de erros
quadrados ou maxima verossimilhanca, onde o enfoque estd em maximizar a probabilidade
de ocorréncia de determinado evento. Grus (2016) e Hair et al. (2009) indicam que é
necessario avaliar a “qualidade do ajuste do modelo” e, portanto, utiliza-se do chamado
exame de precisdo preditiva (ou matriz confusdo) que resulta em um importante indicador: o
R2. Vale destacar — a titulo elucidativo -, que Vydiswaran (2017) admite que valores de R2
préximos a 0.70 sdo indicativos de modelos de boa qualidade. A figura que se segue

representa um bom ajuste probabilistico em relacdo as variaveis.

Figura 9- Curva logistica com relacdo bem definida

ol eeese seee e
B 2 a 4 5

-}
-4
)
“ul
-

X

Fonte: adaptado de Hair et al. (2009)
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Sobre o Ultimo algoritmo - Support Vector Machine (SVM) - Gongalves (2002)
descreve que essa classe corresponde aqueles baseados em aprendizagem estatistica
resultantes de problemas de otimizacdo quadratica. Por se tratar de controle de
generalizaces, utiliza-se de métodos como Principio de Minimizacao do Risco Estrutural,
analise discriminativa linear, perceptron, entre outros, e € amplamente aplicado com o intuito
de identificacdo de padrfes. A autora prossegue e descreve que o algoritmo opera de maneira
a criar uma fronteira de decisdo, onde essa é composta por termos de um subconjunto do
grupo de dados de treinamento da aprendizagem: os vetores suporte.

Grus (2016) corrobora dizendo que essa fronteira de decisdo nada mais é do que um
“limite que divide o espaco de parametro entre duas partes de espaco correspondentes”, por
exemplo contendo ou ndo contendo determinado atributo. Vydiswaran (2017) indica que essa
fronteira pode apresentar diversos formatos (linhas, quadrados, formas néo definidas) e a sua
determinacdo (que sdo os vetores de suporte) ocorre exatamente porque o modelo é capaz —
através de técnicas de otimizacdo - de encontrar a melhor figura geométrica que separa as
classes nos dados de treinamento.

Vydiswaran (2017) adiciona, entretanto, que durante o processo de treinamento em
machine learning erros ocorrem, entdo é comum encontrar eventos de um determinado
parametro dentro da fronteira cuja finalidade seria de separa-los. Logo, os autores sugerem a
aplicacdo de otimizagédo para que se encontre a melhor fronteira linear — em um plano n
dimensional representado por um hiperplano — ja que esta é uma opcao mais interessante na
divisdo dos dados, pois, apesar de ndo apresentar acuracia de 100%, ainda sim é simples de
ser construida, permite facil visualizacdo e € o melhor que se pode conseguir. Ou seja,
corrobora com o axioma de que modelos simples proporcionam boas generalizagdes.

Em resumo, Vydiswaran (2017) informa que os SVM sdo classificadores lineares
capazes de encontrar essa funcao linear (ou hiperplano) que separa as duas classes de dados.
E importante acrescentar que, apesar de os SVM trabalharem de maneira binaria, eles
também funcionam com classificagdes de mais de duas classes (multi-class). Para o tal, sdo
aplicadas técnicas de comparacdo de uma classe com todas as demais ou de comparagéo de

classes uma a uma. A figura 10 indica graficamente essa classificacao.
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Figura 10 - Representacdo grafica de Support Vector Machine

Fonte: adaptado de Vydiswaran (2017)

2.2.1.2 CONTEXTO DE APLICACAO

Grus (2016) infere que o cientista de dados carece do que chama de competéncia
significativa. Na visdo do autor a expressdo compete ao dominio do contexto em que os dados
estdo inseridos tanto para sua extracdo, manipulacdo e aplicacdo. Pensando-se na
identificacdo de um portfélio académico, as informagdes sobre o conhecimento produzido
por uma IES estdo localizadas em artigos e documentos cientificos. O conhecimento dessas
bases de dados e dos possiveis resultados esperados apds analise exploratoria, compdem o
seu contexto de aplicacdo. O acesso a eles é fornecido por diferentes entidades e seus
websites, porém algumas merecem destaque, especialmente pela UFJF ser uma IES
brasileira, como a Web of Science e o portal de periddicos da Coordenagdo de
Aperfeicoamento de Pessoal de Nivel Superior (CAPES).

De acordo com a CAPES (2020), esta é uma fundagdo do ministério da educacao
com finalidade de promover expansdo da producao cientifica brasileira. A fundacgéo atua de
modo a oferecer incentivos a comunidade cientifica, avaliacGes de pos-graduagéo, estimulos
a geracdo e apoio a formacao de professores, além de disseminagdo e desenvolvimento de
contetidos académico-cientificos, sendo os ultimos agrupados em um portal na internet.

Tal biblioteca, que segundo a CAPES (2020) pode ser entendida como um acervo
online, é denominada de periddicos CAPES. Esses remetem a uma biblioteca virtual que

contém mais de 45 mil arquivos cientificos textuais na forma de periddicos, livros e obras
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em diversas bases. Ela pode ser acessada por professores, alunos e pesquisadores vinculados
as suas instituicdes parceiras. Os periddicos também estdo disponiveis de modo remoto via
Comunidade Académica Federada (CAFe), onde o usuario, por meio de login e senha
oriundos de sua instituicdo, consegue acessar bases de dados mais completas e variadas —
inclusive a WoS.

Segundo sua produtora Clarivate Analytics (2020), a WoS é uma ferramenta de
pesquisa que permite ao usuario adquirir, analisar e disseminar informacdo sobre ciéncia
oriunda de artigos e documentos cientificos. Além de permitir o download de publicacGes na
integra, o website tambeém viabiliza documentos em formatos estruturados que contenham
informacdo de diversas publicaces no mesmo arquivo de modo compilado. A titulo de
exemplificacdo, a ferramenta permite a saida de um documento tabulado que contenha dados
de até 500 diferentes artigos, onde nesse se encontram contetidos como 0s nomes completos
dos autores e coautores, titulo da publicacdo, ano da publicacdo, nome da instituicdo,
abstract, area de estudo, entre outros. Ou seja, um vasto conjunto de atributos categdricos e
numéricos a ser explorado.

Como o cabecalho das colunas é exibido de forma abreviada e em inglés, o glossario
em formato de quadro a seguir auxilia na identificacdo de cada atributo utilizado neste estudo:

Quadro 3- Glosséario das colunas presentes na base de dados da WoS

icone Legenda

PT Tipo de publicacéo
AU Autor
AF Nome completo do autor
TI Titulo
SO Nome do periddico
LA Idioma
DE Palavras-chave do autor
DI Palavras-chave WoS
AB Resumo
RP Endereco do autor principal
C1 Endereco demais autores
TC CitacOes na WoS
Z9 Citac0es totais
N° de acessos nos ultimos 180
Ul dias
U2 N° de acessos desde 2013
PY Ano de publicagdo
WC Categoria da WoS
sC Area de estudo

Fonte: elaborado pelo autor
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3. DESENVOLVIMENTO

Nesta etapa do trabalho esta descrito o passo a passo do que foi realizado desde o
pré-processamento, passando pela analise exploratdria, aplicacdo de ferramentas de data
mining e text mining e finalizagdo com aplicacdo de ferramentas de machine learning e
exibicéo de dashboard.

A extracdo dos dados ocorreu na WoS e estes passaram por um filtro inicial no site
onde selecionou-se a UFJF como unidade de ensino e artigos publicados do periodo de 2000
até 2020. Os dados foram baixados em formato txt, porém puderam ser abertos no Excel, tal

qual um arquivo no formato csv.

3.1 MANIPULACAO EM EXCEL

Apbs inicializacdo do software Excel, a primeira coluna foi selecionada e na aba
“Data” clicou-se na opgao “text to columns” e a flag “delimited” foi acionada. Dentro da flag,
o delimitador escolhido foi “semicolon” (ou ponto e virgula na versdo em portugués). Com
isso, o software dividiu cada coluna com seu respectivo cabecalho e dados referentes.

O pré-processamento iniciou-se na ferramenta Excel, onde o autor identificou quais
cabecalhos seriam relevantes para analise exploratéria e, deste modo, foram excluidas
diversas colunas, enquanto outras foram repartidas para auxiliar na separagcdo adequada dos
dados. As colunas “Instituicao” e “Pais Autor Principal” merecem destaque, pois foram
adicionadas ao arquivo original. A primeira foi obtida através da separacdo da coluna
“Endereco Autor Principal” com a ferramenta Excel text to columns, onde o separador
utilizado foi a virgula e a informacéo utilizada estava contida na terceira coluna gerada. Para
a segunda, a extracdo ocorreu também atraveés da coluna “Endereco Autor Principal”,
entretanto, foi aplicada uma férmula (de modo genérico =TRIM(RIGHT(SUBSTITUTE(text,"
".REPT(" ",100)),100)) que extrai a Gltima palavra de uma string e, com isso, o resultado foi
0 pais do autor principal. Ambas colunas foram inseridas ao arquivo original apos extracéo.

Ao cabegalho “Categoria WC” foram adicionadas mais seis colunas (categoria 1 a
6) e ao cabecalho “Area” foram acrescidas mais quatro (Area 1 & Area 4), de modo que
houvesse uma coluna para cada categoria e area mencionada dentre os artigos. A conclusdo
desse processo totalizou 30 colunas, onde essas poderiam conter informacGes ou se

apresentar vazias na auséncia de dados.
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O titulo de cada uma delas pode ser visualizado na citacdo do cddigo a seguir, onde
foi possivel extrair os nomes e inseri-los em uma lista no Python.

In: df.columns

Out: Index(['Tipo', ‘Autor’, 'Autor Completo’, 'Titulo', 'Periodico’, ‘ldioma’,
'PC Autor’, 'PC WC', 'Resumo’, 'Endereco Autor Principal’, 'Instituicao’,
'Pais autor principal’, 'Agencia de Fomento', 'Citacoes WC', 'Citacoes
Totais', 'Acesso 180 dias', 'Acesso 2013', 'Ano', 'Categoria WC/,
'‘Categorial’, 'Categoria2’, 'Categoria3','Categoria4’, 'Categoria5’,
'Categoria6', 'Area’, 'Areal’, 'Area2’, 'Area3’, 'Aread'], dtype="object’)

Aproveitou-se os dados ainda na planilha de Excel para realizagdo de andlise exploratoria
inicial. Essa primeira analise consistiu em realizar a contagem de publicac¢@es incluidas na “Categoria
17, ou seja, a que corresponde a primeira indicada no enquadramento do artigo — a que pode ser
considerada a principal. Para tal, utilizou-se de uma tabela dindmica composta por todos os dados e
que foi trabalhada por filtros, contagem de valores e linhas. Para 0 campo “filtros” selecionou-se
todas as opcdes que envolviam a UFJF e suas variagBes como: “Juiz de Fora Univ”, Univ Fed Juiz de
Fora”, “Fed Univ Juiz de Fora”, “Fed Univ Juiz de Fora Brazil” e similares. No campo “linhas”
adicionou-se “Categorial” e no campo “Valores” selecionou-se “contagem de Categorial”.

A tabela dindmica foi colocada em ordem decrescente de valores e exibiu 193 diferentes
categorias com o0 nimero de artigos em que apareceram. As dez primeiras categorias com maior

participacdo em nimero de artigos podem ser visualizadas no gréfico a seguir:

Figura 11 - Dez setores em maior nimero de publicacdes
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3.2 MANIPULACAO EM PYTHON

Como este trabalho tem o enfoque em utilizacdo de ferramentas de Data Science,
Text Mining e Data Mining para levantamento do portfélio académico da UFJF e a
ferramenta escolhida para realiza-los foi Python, agora podem ser observadas as
manipulacdes que se fizeram necessarias. O caminho percorrido e as etapas foram realizadas
no Jupyter Notebook (interface amigavel para desenvolvedores Python) e estardo descritas a
partir daqui.
No primeiro momento, o primeiro bloco de cddigos foi voltado para importacdo das

bibliotecas que viriam a ser utilizadas e este bloco pode ser visualizado como segue:

import 0s

import subprocess

import stat

import numpy as np

import pandas as pd

import seaborn as sns

import matplotlib as mat

import matplotlib.pyplot as plt

from datetime import datetime

from wordcloud import WordCloud, STOPWORDS, ImageColorGenerator

sns.set(style="white")

%matplotlib inline

import nltk

nltk.download('rslp’)

nltk.download('stopwords")

nltk.download('punkt’)

import re

Logo apds, foi criado o Dataframe através de importacdo da base de dados
trabalhada anteriormente em Excel e duas novas colunas foram adicionadas, onde estas estao
compostas apenas por zeros ou uns. A primeira coluna tem o intuito de incluir os artigos
considerados bem citados - aqueles que foram citados mais de trés vezes receberam 1, o
demais zero. A segunda coluna aqueles considerados bem visualizados - 0s periddicos que
tiveram mais de dez acessos desde 2013 com o numero 1 e os demais com zero. Vale destacar,
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que para a construcao da coluna binéria utilizando filtros de trés citacdes (ou mais) partiu-se
do bom senso.

df = pd.read_excel('base_exploratoria_1.xlsx")

df.head()

df['bem_citados'] = np.where(df['Citacoes Totais'] > 3, 1, 0)
df['mais_vistos'] = np.where(df['Acesso 20131 > 10, 1, 0)

A funcdo groupby tornou possivel a visualizacdo da propor¢do de cada uma delas.
A entrada dos codigos e suas respectivas saidas podem ser visualizadas a seguir:

In: df.groupby('bem_citados").size()
Out: bem_citados

0 3261

1 4239

dtype: int64
In: df.groupby(‘'mais_vistos').size()
Out: mais_vistos

0 4596

1 2904

dtype: int64

A primeira etapa do pré-processamento para text mining incluiu modificar os textos
inteiramente para letras mindsculas e, em seguida, remover as pontuac@es presentes. Tais
manipulacdes foram aplicadas apenas as colunas cujo texto foi interessante para analise. Sao
elas: resumo, palavras-chave definidas pelo autor e palavras-chave WC.

#transformacao para minusculas
df['Resumo’] = df['Resumo'].apply(lambda x: " ".join(x.lower() for x in

str(x).split()))
df['PC Autor'] = df['PC Autor'].apply(lambda x: " ".join(x.lower() for x in

str(x).split()))
df['PC WC'] = df['PC WC'].apply(lambda x: " ".join(x.lower() for x in

str(x).split()))

#remocéao de pontuagdo

df['Resumo’] = df['Resumo’].str.replace(‘'["w\s]',")
df['PC Autor'] = df['PC Autor'].str.replace(‘["\W\s]',")
df['PC WC'] = df['PC WC'].str.replace('["\w\s]',")

Em seguida iniciou-se o processo de limpeza de textos através da remocao das stop
words, das palavras mais comuns, mas ndo muito relevantes e das que aparecem raramente e
também ndo se apresentam relevantes de mesmo modo. No caso, optou-se pela remocéo das
35 primeiras palavras da lista de comuns e ndo relevantes, posto que a 36 € “energy "’ e pode

ser considerada relevante.



# Stop Word Removal do resumo

from nltk.corpus import stopwords

stop = stopwords.words('english')

df['Resumo’] = df['Resumo’].apply(lambda x: " ".join(x for x in x.split() if
X not in stop))

#Limpeza ainda mais robusta da base identificando as 35 palavras mais
comuns e ndo muito relevantes

#A palavra 36 é "energy" e foi considerada relevante

mais_frequentes = pd.Series("
" join(df['Resumo']).split()).value counts()[ 35]

#Aplicando limpeza mais robusta no resumo com as palavras frequentes
mais_frequentes = list(mais_frequentes.index)

df['Resumo'] = df['Resumo'].apply(lambda x: " ".join(x for x in x.split() if
X not in mais_frequentes))

# Do mesmo modo, remover as palavras que aparecem raramente, e por
isso ndo tém relevancia

menos_frequentes = pd.Series(’
" join(df['Resumo']).split()).value counts()[ -8850:]

# 8850 porque € a quantidade que melhor separa, nessa base, as palavras

que aparecem s6 uma vez, das que aparecem 2.

Neste momento, a limpeza textual - que pode ser considerada mais robusta - ja se
encerrou, com isso, deu-se inicio um segundo processo de limpeza, porém mais refinado. Tal
processo engloba o stemming (remocdo de sufixos e afixos) e a tokenization (transformacéo
das palavras para sua forma raiz/primitiva). A titulo didatico, o segundo processo pode ser
entendido como um stemming com maior profundidade.

#Aplicando stemming: remocao de sufixos
from nltk.stem import PorterStemmer
= PorterStemmer()
df['Resumo’].apply(lambda x: " ".join([st.stem(word) for word in x.split()]))

nltk.download('wordnet")

from nltk.tokenize import word_tokenize

from nltk.stem.wordnet import WordNetLemmatizer
lemmatizer = nltk.stem.WordNetLemmatizer()
wordnet_lemmatizer = WordNetLemmatizer()

# Lemmatizing: convercao das palavras para sua forma raiz

df['Resumo’] = df['Resumo'].apply(lambda X: "
" join(Jwordnet_lemmatizer.lemmatize(word) for word in
word_tokenize(x)]))

As manipulagdes ocorridas marcam o fim do pré-processamento de textos ou

limpeza. As seguintes competem ao que é considerado neste trabalho, de fato, como text
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mining. Para esta etapa estdo incluidas atividades de machine learning, analise de acuracia
dos modelos e os resultados com os termos mais empregados. Para a exibi¢ao dos resultados,
a escolha foi elaborar graficos e o desenvolvimento nuvens de palavras, onde a Gltima foi
escolhida por conta de se apresentar visualmente atrativa e de interessante criacdo em um
script Python.

O trabalho atual se ateve a aplicar as ferramentas de text mining e “cruzar” apenas
duas colunas: “Resumo” e “bem citados”, entretanto, outra abordagem similar aplicada as
palavras chaves também faz sentido. Ao se falar desse cruzamento em si, foram aplicadas
quatro abordagens distintas de machine learning baseadas na revisdo de literatura deste
estudo. Pode-se observar quais foram e 0 modo em que se diferem a seguir.

1. Regressao logistica com aplicacao de countvectorizer: este método € menos
rebuscado e apenas conta 0 numero de vezes que determinada palavra
aparece no documento, a partir dai, indica as palavras mais frequentes sendo
incapaz de ponderar sua importancia para o texto em que estava inserida.

2. Regressao logistica com método TD — IDF: tal opc¢éo considera mais do que
0 numero de ocorréncias de uma palavra no texto, mas também o seu peso
para o conteldo (relevancia). Isso evita exclusdo de palavras raras, mas
importantes.

3. Naive Bayes: modelo discutido anteriormente na reviséo.

4. Support Vector Machine: op¢do também ja discutida ao longo deste
trabalho.

O intuito de aplicacdo de quatro opcdes distintas — que entregariam resultados
também distintos - foi justamente identificar qual apresentaria maior acuracia e maior grau
de confiabilidade. Ademais, para os testes de acurdcia foram utilizados trés indicadores
diferentes com o propdsito de incremento de confiabilidade. Os testes utilizam as proprias
bases de dados que foram divididas em “treino” e “teste” durante o processo de aplicagdo de
machine learning para encontrar seus valores e as especificidades de cada um podem ser
visualizadas em seguida.

e Indicador AUC: identifica o nivel de habilidade de um classificador binario
comparando uma curva com taxa verdadeira e uma com taxa falsa;

e Indicador F1: classificador binario que avalia precisdo através de

comparacéo entre resultados positivos e falso negativos;
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e Indicador Accuracy Score: métrica para avaliagdo de modelos de
classificacdo. Testa a fracdo de modelos de predicdo que estavam corretos.

Para a aplicagdo de countvectorizer iniciou-se com a divisdo dos dados em 70% de

treino e 30% de teste; em seguida, converteu-se o texto em tokens, - momento este em que
foi observado que o tamanho da amostra de palavras em portugués nao foi suficiente para
configurar a base da lista - e a regressao logistica foi aplicada. Em um segundo momento,
foram aplicados os testes de acuracia e exibida a nuvem de palavras. A seguir, fica
evidenciado as etapas de manipulacdo, calculo de acurécia e resultados através dos codigos

e comentarios desenvolvidos em Python.

# Divisao dos dados em treino e teste
from sklearn.model_selection import train_test_split

X_train, X _test, y_train, y test = train_test_split(df['Resumo'],
df['bem_citados'],
random_state=0)

# Aplicando CountVectorizer: converte textos em vetores com a quantidade
de tokens neles contidos (token counts)

from sklearn.feature_extraction.text import CountVectorizer

vect = CountVectorizer().fit(X_train)

#Palavras citadas mais de 100 vezes nos resumos

#Aparentemente, com a base completa, as palavras em portugues nao
tiveram volume suficiente para aparecer na lista
vect.get_feature_names()[::100]

# Conversao dos dados de treino em uma matrix.

#linhas = cada documento de texto

#colunas = tokens

#conteudo das celulas = contagem de ocorrencia de cada palavra no
documento

X_train_vectorized = vect.transform(X_train)

X_train_vectorized

# Treinamento através do modelo de regressao logistica
from sklearn.linear_model import LogisticRegression

model = LogisticRegression()
model fit(X_train_vectorized, y_train)

#AUC

In: from sklearn.metrics import roc_auc_score
predictions = model.predict(vect.transform(X_test))
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print(AUC: ', roc_auc_score(y_test, predictions))
Out: AUC: 0.6877301290331479

#F1

In: from sklearn.metrics import f1_score
predictions = model.predict(vect.transform(X_test))
print(‘f1: ', f1_score(y_test, predictions))

Out: f1: 0.7308595584781588

#Accuracy Score
In: from sklearn.metrics import accuracy_score
predictions = model.predict(vect.transform(X_test))
print("‘Accuracy: ', accuracy_score(y_test, predictions))
Out: Accuracy: 0.6944
Para 0 modelo em questdo, o teste F1 apresentou acuracia superior a 70%, entretanto

0s outros dois estdo abaixo (porém préximos) do mesmo percentual, o que indica que o

modelo foi aceitavel e pode-se prosseguir para criacdo da lista e nuvem de palavras.
In: # Conversdo da matriz acima em um Array Numpy
feature_names_1 = np.array(vect.get_feature_names())

# Ordenacéo da Contagem
sorted_coef_index = model.coef_[0].argsort()

# 20 termos menos empregados e 20 mais empregados nos artigos mais

citados
print("Menos citados
Count:\n{}\n".format(feature_names_1[sorted_coef_index[:20]]))
print(‘Mais citados Count:

\n{}'.format(feature_names_1[sorted coef index[:-21:-1]]))
Out: Menos citados Count:
['2019' '139' '13' '2018' '"asymptotic’ 'given’ 'fa’ ‘artificial’
‘equilibrium’ ‘g1 'larger’ ‘origin' 'text' ‘certain’ ‘assumption’
"political’ 'xcc' 'simulated’ 'public’ 'liposome']

Mais citados Count:

['Itd" ‘'reserved’ 'dark’ 'lagrangian’ 'recently’ ‘nonminimal’
‘phenomenology’ 'latter’ 'analog' ‘intermediate’ 'oscillation’ 'mic’
‘vanishing' 'discussed' '2011" 'hf' 'loop’ ‘phonological’ 'spiritual’
‘discrete’]

Apos a criagdo da lista, agora o enfoque esta no desenvolvimento da nuvem de

palavras, bem como detalhes de sua coloracao, tamanho e moldes.

#construindo funcao para coloracao da nuvem de palavras
def random_color_func(word=None, font size=None, position=None,
orientation=None, font_path=None, random_state=None):

h =30

s = int(100.0 * 255.0 / 255.0)

I =int(100.0 * float(random_state.randint(60, 120)) / 255.0)
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return "hsl({}, {}%, {}%)".format(h, s, I)
textl = format(feature_names_1[sorted_coef index[:-21:-1]])

In: # Criando e gerando a word cloud image:
wordcloud = WordCloud().generate(textl)

# Exibindo the generated image:

wordcloud = WordCloud(width = 3000, height = 2000, random_state=1,
background_color="white', color_func=random_color_func,
collocations=False, stopwords = STOPWORDS).generate(textl)
plt.imshow(wordcloud, interpolation="bilinear")

plt.axis("off")

plt.show()

Out:

Figura 12 - Nuvem de palavras baseada em regressdo logistica utilizando countvectorizer
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Fonte: o autor

A segunda opc¢édo (método TFI — DF) segue 0s passos de maneira andloga a anterior,
ocorrendo apenas mudanca na importacao e aplicacao de sua biblioteca especifica, ou seja, a

“TF — IDF Vectorizer” como exibido na primeira linha do cddigo em sequéncia.

from sklearn.feature_extraction.text import TfidfVectorizer

# Especificado frequéncia minima de ocorréncia para cada termo em cada
documento de 2.

vect2 = TfidfVectorizer(min_df=2).fit(X_train)
len(vect2.get_feature_names())

In: #AUC
X_train_vectorized = vect2.transform(X_train)
model = LogisticRegression()
model fit(X_train_vectorized, y_train)
predictions = model.predict(vect2.transform(X_test))
print("AUC: ', roc_auc_score(y_test, predictions))
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Out: AUC: 0.6747693538229576

In: #F1
from sklearn.metrics import f1_score
predictions = model.predict(vect2.transform(X_test))
print(‘fl: ', f1_score(y_test, predictions, average='binary"))
Out: f1: 0.744736842105263

In: #Accuracy
from sklearn.metrics import accuracy_score
predictions = model.predict(vect2.transform(X_test))
print("‘Accuracy: ', accuracy_score(y_test, predictions))
Out:
Accuracy: 0.6896

Conforme ocorrido no modelo anterior, o teste F1 apresentou acuracia superior aos

demais e estes se aproximaram dos 70%, o que valida a criacao da lista de palavras.

In: feature_names_2 = np.array(vect2.get_feature_names())
sorted_tfidf_index = X_train_vectorized.max(0).toarray()[0].argsort()

print("Menos Citados
TFIDF:\n{}\n".format(feature_names_2[sorted_tfidf_index[:20]]))
print(‘Mais citados TFIDF:

\n{}'.format(feature_names_2[sorted tfidf index[:-21:-1]]))

Out: Menos Citados TFIDF:
['pour’ ‘donnees' ‘desarrollo’ 'parte’ 'datos' ‘fevlfvc' '997
'subnational’ '45809536407" '61505458122" '45740' '12443" 'straw'
'mimicked' ‘cyanidin’ 'gigong' 'harness' 'mcfarland’ 'p0008' 'johrei']

Mais citados TFIDF:

['nan' 'captopril’ 'tinnitus' 'tau’ 'pinus' 'dapsone’ 'jpsi' 'emphysema’
'mnk’ ‘juice' "alternans' ‘baptist' 'logistics’ 'nc’ ‘clavanin’ ‘xylitol’
‘epiphyte’ ‘curcumin’ 'lIb* ‘bone]

Neste momento ocorre a criagdo da nuvem novamente.

text2 = format(feature_names_2[sorted_tfidf_index[:-21:-1]])
In: # Create and generate a word cloud image:
wordcloud = WordCloud().generate(text2)

# Display the generated image:

wordcloud = WordCloud(width = 3000, height = 2000,
random_state=1, background_color="white',
color_func=random_color_func, collocations=False, stopwords =

STOPWORDS).generate(text2)
plt.imshow(wordcloud, interpolation="bilinear")
plt.axis("off")
plt.show()

Out:



Figura 13 - Nuvem de palavras baseada em regressdo logistica utilizando TF - IDF
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O terceiro modelo utilizado foi Naive Bayes e, ao se pensar apenas nos codigos
utilizados, as diferencas sdo minimas comparado aos modelos anteriores e podem ser
visualizadas em cada linha de cddigo exibida a seguir.

from sklearn.naive_bayes import MultinomialNB
#Gerando o modelo (Naive Bayes)

vect = CountVectorizer(ngram_range=(1,2))
freq_resumo = vect.fit_transform(X_train)
modelo = MultinomialNB()
modelo.fit(freq_resumo,y_train)

In: #AUC
from sklearn.metrics import roc_auc_score
predictions = modelo.predict(vect.transform(X_test))
print(AUC: ', roc_auc_score(y_test, predictions))
Out: AUC: 0.6910869675141698

In: #F1
from sklearn.metrics import f1_score
predictions = modelo.predict(vect.transform(X_test))
print(‘f1: ', f1_score(y_test, predictions))

Out: f1: 0.7530040053404539

In: #Accuracy
from sklearn.metrics import accuracy_score
predictions = modelo.predict(vect.transform(X_test))

print("‘Accuracy: ', accuracy_score(y_test, predictions))
Out: Accuracy: 0.704

Novamente o0 mesmo padrdo de valores de acuracia se repete e 0 modelo pode ser
validado e partir para a elaboracéo da lista.
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vect.get_feature_names()[::100]
# Conversao da matriz acima em um Array Numpy
feature_names_3 = np.array(vect.get_feature_names())

# Ordenacao da Contagem
sorted_coef_index = modelo.coef [0].argsort()

# 20 termos menos empregados e 20 mais empregados nos artigos mais

citados

print('Menos

citados

Count:\n{}\n".format(feature_names_3[sorted_coef index[:20]]))

print(*Mais citados
\n{}'.format(feature_names_3[sorted coef_index[:-21:-1]]))
text3 = format(feature_names_3[sorted_coef index[:-21:-1]])

De modo analogo € criada a nuvem de palavras.

In: # Create and generate a word cloud image:
wordcloud = WordCloud().generate(text3)

# Display the generated image:
wordcloud = WordCloud(width = 3000, height

Count:

= 2000,

random_state=1, background_color="white',
color_func=random_color_func, collocations=False, stopwords =

STOPWORDS).generate(text3)
plt.imshow(wordcloud, interpolation="bilinear’)
plt.axis("off")
plt.show()

Out:

Figura 14 — Nuvem de palavras baseada em Naive Bayes
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Finalizando, a ultima opc¢éo foi aplicar SVM, avaliar a acuracia para validar o
modelo e criar a nuvem de palavras. O cddigo com a maneira de fazé-los esta descrito em
seguida. Vale destacar, que ao se pensar na elaboracdo da nuvem de palavras, existem
maultiplas variacdes de paletas de cores e posicionamentos a serem aplicados, porem optou-

se pela utilizagdo de tons amarelados e marrons no estudo em quest&o.

from sklearn.preprocessing import LabelEncoder

from sklearn.feature_extraction.text import TfidfVectorizer
from sklearn import model_selection, naive_bayes, svm
from sklearn.metrics import accuracy_score

#Para utilizar SVM precisamos converter textos em numeros
Encoder = LabelEncoder()

Train_Y = Encoder fit_transform(y_train)

Test_Y = Encoder fit_transform(y_test)

#Aplicando o metodo TD - IDF

Tfidf_vect = TfidfVectorizer(max_features=5000)
Tfidf_vect.fit(df['Resumo'])

Train_X_Tfidf = Tfidf_vect.transform(X_train)
Test_X_Tfidf = Tfidf_vect.transform(X_test)

In: # Testando SVM
# fit the training dataset on the classifier
SVM = svm.SVC(C=1.0, kernel="linear", degree=3, gamma="auto’)
SVM.fit(Train_X_Tfidf, Train_Y)
# predict the labels on validation dataset
predictions_SVM = SVM.predict(Test_X_Tfidf)
# Use accuracy_score function to get the accuracy
print("SVM Accuracy Score -> ",accuracy_score(predictions_ SVM,
Test_Y)*100)
Out: SVM Accuracy Score -> 69.12

feature_names = np.array(Tfidf_vect.get_feature_names())
sorted_tfidf_index = Train_X_Tfidf.max(0).toarray()[0].argsort()

print(*Menos Citados
TFIDF:\n{}\n".format(feature_names[sorted_tfidf_index[:20]]))
print(‘Mais citados TFIDF:

\n{}'.format(feature_names[sorted_tfidf_index[:-21:-1]]))
text4 = format(feature_names[sorted_tfidf_index[:-21:-1]])

In: # Create and generate a word cloud image:
wordcloud = WordCloud().generate(text4)

# Display the generated image:

wordcloud = WordCloud(width = 3000, height = 2000, random_state=1,
background_color="white', color_func=random_color_func,
collocations=False, stopwords = STOPWORDS).generate(text4)

plt.imshow(wordcloud, interpolation="bilinear")

plt.axis("off")
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plt.show()
Out:

Figura 15 — Nuvem de palavras baseada SVM
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4. ANALISE DOS RESULTADOS

Cabe destacar dois vieses de analise: um direcionado para o rendimento dos
algoritmos aplicados e outro voltado para a entrega do estudo proposto como um todo. O
primeiro compreende a acuracia dos modelos e insights das nuvens de palavras, enquanto o
segundo aborda as contribui¢fes das areas de pesquisa e seus rumos.

Através dos valores obtidos pelos testes de acuracia (AUC, F1, e Accuracy Score),
foi possivel perceber um padrdo. Todos 0s quatro modelos se apresentaram préximos a 70%
e apontaram o teste F1 com percentual mais elevado. O que indica que um classificador
binario talvez tenha melhor fit para modelos que contenham parte de seus dados também
binarios (como no caso da coluna “bem citados”). Outro ponto de destaque esta na
comparacédo das nuvens de palavras, posto que as desenvolvidas a partir de TD — IDF e SVM
apresentaram palavras com significados mais especificos, enquanto as formuladas por Naive
Bayes e Regresséo Logistica apresentaram palavras com sentido mais generico.

A aplicacdo de text mining e machine learning permitiu os algoritmos de
classificacdo apontarem listas de palavras relevantes com acuracia média superior a 70% -
que pode ser considerado como satisfatdrio. Tais listas formaram as nuvens de palavras
exibidas anteriormente neste trabalho e apresentam informac6es que podem ser interessantes

para a instituicdo, ja que permitem indicar, de modo pragmatico, topicos que tém sido mais



82

pesquisados. Apenas a titulo ilustrativo, o destaque de palavras como “boson” e “energy”
representa a participacdo do departamento de Fisica como principal contribuinte para a
institui¢do, enquanto o aparecimento da palavra “god” corrobora com o fato de a area de
estudos da religido estar entre as principais na UFJF também, por exemplo.

Partindo para uma abordagem holistica do estudo, a anélise exploratoéria dos artigos
da WosS extraidos ao longo dos ultimos vinte anos, e que competem a UFJF, indica que os
departamentos que mais contribuiram com publicacbes foram os de Fisica, Quimica e
Engenharia Elétrica. Além disso, foi possivel perceber que existe uma distribuicdo de
contribuicédo razoavelmente proporcional dos demais departamentos para a instituicdo como
um todo. Vinte e duas areas (ou suas subdivises) foram responsaveis por aproximadamente
50% das publicacdes, estando a outra metade distribuida entre 172 diferentes subdivises.

A contribuicdo das areas de Fisica, Quimica e relacionadas corresponde a menos de
10% do montante total, o que indica uma inclinacdo da instituicdo para esses vieses, mas
permite inferir que a UFJF também tem mais de 90% de seus estudos pulverizados em outras.

O grafico que se segue exibe esses dados:

Figura 16- Principais areas e seu percentual de participacao

Contribuicoes das areas em 50% das publicacdoes da UFJF

Computer Science, Information Systems I 1.4%
I 1.5%
Dentistry, Oral Surgery & Medicine I 1.6%
I 1.6%
Chemistry, Inorganic & Nuclear I 1.6%
I 1.7 %
Engineering, Multidisciplinary NI 1.8%
I 1.8%
Chemistry, Medicinal I 1.9,
I 2.0%,
Plant Sciences IIIIIIINNGGNGNG—G— 2.1%
I 2..1Y%
Parasitology I 2.5
I 2,50/
Astronomy & Astrophysics I 2.5%,
— 2.7 %
Religion I 280/,
I 3.0%
Engineering, Electrical & Electronic N 3.7 %
I —— - 4-.0%
Chemistry, Physical I 4..6%

Fonte: o autor

O comparativo do grafico percentual acima e do anterior envolvendo os dados

absolutos em numero de publicagBes possibilita entendimento de que os trés principais



setores de publicacdes (em volume), apesar de terem participacdo consideravel na IES, ainda
somam menos de 12% da totalidade dos artigos publicados, o que indica balanceamento das

contribuicdes das multiplas areas da UFJF.

5. CONCLUSOES

Entende-se que, de maneira inicial, o trabalho foi capaz de trazer luz a algumas de
suas questdes propostas ao se avaliar pela 6tica de pesquisa e volume de publica¢Bes. Quando
se pensa em areas em que a UFJF seja referéncia, fica evidente a importancia do
departamento de Fisica, Quimica e Engenharia Elétrica. Tal fato ja era sabido de modo
intrinseco e ficou evidenciado pelo numero de publicacGes.

Ficou evidente, também, que o pré-processamento e limpeza de dados, apesar de ser
eficiente, ainda exibiu a necessidade de refino posterior, posto que as nuvens de palavras
indicaram palavras que foram “cortadas” ou que trouxeram erros, ao exemplo da aparicédo da
expressao “nan”. A oportunidade de tal correcdo evidencia o que foi discutido ao longo da
revisdo literaria, onde foi indicado que a fase de pré-processamento compde, em média, 80%
do trabalho com dados.

Pela visualizacdo das principais palavras classificadas através de machine learning,
conseguiu-se inferir que a instituicdo vem publicando temas voltados para Fisica Quantica,
Nutri¢do, Religiosidade, Medicina e Engenharia como um todo. Uma anélise minuciosa das
listas, permite identificar com profundidade os subcampos e entender com ainda mais
precisdo a direcdo do caminho trilhado. Palavras como “xylitol”, “mass” e “logistics” ja sdo
capazes de dar um norte para identificagdo do rumo das pesquisas, entretanto ainda sim séo
consideravelmente abrangentes.

O presente trabalho deixa multiplas portas abertas, posto que toda aplicacdo de
machine learning se deu apenas cruzando a coluna “Resumo” e “Bem_citados”, porém existe
um campo vasto para se explorar outras colunas como “Titulo”, “Periodico”, “Categoria” e
outras, 0 que permite criacdo de novas nuvens de palavras e indicativos do cenario de
pesquisa da UFJF. Ademais, a limpeza e aplicacéo de algoritmos de classificacdo em colunas
como “Endereco Autor Principal” oferece a possiblidade de exibi¢cdo dos departamentos
contribuintes com as pesquisas e seus relacionamentos com os demais, 0 que oferece a
possiblidade de criacdo da configuracéo de redes de colaboracao e autorias no ambito interno

e externo, resgatando informacdes valiosas para gestdo e governancga de conhecimento.
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