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Resumo

No concreto de agregado leve, a resistência à compressão e o peso especı́fico são as propri-

edades mais importantes e consequentemente as mais comumente analisadas. A maioria das

normas apresentam relações entre a densidade do agregado leve e sua resistência à compressão.

O módulo de elasticidade (módulo de Young) também possui grande importância para o con-

creto estrutural leve dada a sua influência sobre as deformações das peças. A relação entre

os componentes do concreto e suas propriedades mecânicas é altamente não-linear, e o esta-

belecimento de um modelo matemático abrangente é usualmente problemático. Dessa forma,

modelos mecanicistas das propriedades do concreto podem não ser suficientes para atender às

exigências do projeto de concretos de agregados leves. Assim, prever com precisão as propri-

edades mecânicas do concreto é um problema crı́tico em construções de concreto de agregado

leve. Até o presente momento, considerando o cenário de pesquisa de concretos de agrega-

dos leves, faz-se necessário avaliar o desempenho de diferentes técnicas preditivas além das

redes neurais artificiais na previsão das propriedades do concreto de agregado leve. O objetivo

deste trabalho é avaliar o desempenho de métodos de inteligência computacional, tais como,

Redes Neurais Artificiais, Máquinas de Vetores Suporte, Máquinas de Aprendizado Extremo e

Árvores de Decisão, para prever o módulo de Young e a resistência à compressão de concretos

de agregado leve, de forma a obter um valor próximo ao real. Depois de uma verificação da ca-

pacidade de generalização dos métodos, através do processo de validação cruzada, observou-se

que as Máquinas de Vetores Suporte apresentaram o melhor desempenho na aproximação das

duas propriedades mecânicas.

Palavras-chave: Concreto de agregados leves, Aprendizado de máquina, Inteligência compu-

tacional.



Abstract

In the lightweight aggregate concrete, the compressive strength and density are the most im-

portant properties and, consequently, the most commonly analyzed. Most standards have rela-

tions between the density of lightweight concrete and its compressive strength. The modulus

of elasticity (Young’s modulus) also has great importance for the lightweight structural con-

crete given its influence on the deformation of the parts. The relationship between the specific

components and their mechanical properties is highly nonlinear, and the establishment of a

comprehensive mathematical model is usually problematic. Therefore, mechanistic models of

concrete properties may not be sufficient to meet the requirements of lightweight aggregate

concrete project. Thus accurately predict the mechanical properties of concrete is a critical pro-

blem in lightweight aggregate concrete buildings. Until now, considering the concrete research

landscape of lightweight aggregates, it is necessary to evaluate the performance of different

predictive techniques beyond the artificial neural network in the prediction of lightweight con-

crete properties. The objective of this study is to evaluate the performance of computational

intelligence methods, namely, Artificial Neural Networks, Vector Support Machines, Extreme

Learning Machines and Decision Trees to predict the Young’s modulus and the compressive

strength of lightweight aggregate concrete in order to obtain a value close to real. After verifi-

cation of the generalizability of the methods, using the cross-validation process, it was observed

that the Support Vector Machines showed the best performance in prediction the two mechanical

properties.

Keywords: Lightweight aggregate concrete, Machine learning, Computational intelligence.
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contribuı́ram de algum modo para o nosso enriquecimento pessoal e profissional.
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1 Introdução

1.1 Apresentação do tema

Nas últimas décadas, o concreto armado convencional, de peso especı́fico normal, tem sido o

material estrutural mais empregado no Brasil. A razão deste fato está associada às seguintes

vantagens: (a) adaptação a qualquer tipo de forma permitindo liberdade à concepção arqui-

tetônica; (b) solução para se obter estruturas monolı́ticas e hiperestáticas (c) grande durabilidade

e baixı́ssimo custo de manutenção e conservação (d) resistência a efeitos térmicos, atmosféricos

e a desgastes mecânicos. Por outro lado, a grande desvantagem do concreto armado convenci-

onal é o seu elevado peso próprio.

Nesse contexto, o uso de concretos de menor peso especı́fico surge como a solução al-

ternativa para esse problema. Além disso, a baixa condutividade térmica do concreto estrutural

leve proporciona um desempenho significativamente superior em situação de incêndio quando

comparado aos concretos de peso especı́fico normal (Neville, 2015). A combinação de uma

baixa condutividade térmica com um baixo coeficiente de dilatação térmica é benéfica no caso

de exposição ao fogo, pois os agregados leves em geral são estáveis a temperaturas elevadas,

uma vez que usualmente são fabricados em temperaturas superiores a 1100oC.

1.2 Justificativa

No concreto estrutural leve, a resistência à compressão, o módulo de elasticidade e a massa es-

pecı́fica são as propriedades mais importantes e consequentemente as mais comumente analisa-

das. Prever com precisão essas propriedades é um problema crı́tico em construções de concreto

de agregado leve. Até o presente momento, considerando o cenário de pesquisa de concretos

de agregados leves, é preciso explorar diferentes técnicas preditivas, além das redes neurais ar-

tificiais (Alshihri et al., 2009), na previsão das propriedades do concreto de agregado leve, tais

como Máquinas de Vetores Suporte, Máquinas de Aprendizado Extremo e Árvores de Decisão.

O desenvolvimento da metodologia proposta neste trabalho, portanto, vem complementar os
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estudos encontrados atualmente na literatura.

1.3 Objetivo

O objetivo deste trabalho é implementar e avaliar o desempenho de métodos de inteligência

computacional para prever duas importantes propriedades mecânicas de concretos de agregado

leve, o módulo de elasticidade e a resistência à compressão, de forma a obter um valor próximo

ao medido em laboratório, conseguindo dessa forma reduzir a quantidades de ensaios laborato-

riais que demanda tempo e também o retrabalho.

1.4 Organização do trabalho

O texto deste trabalho está organizado como segue nesta seção. O capı́tulo 2, apresenta o

concreto de agregado leve, citando suas caracterı́sticas, problemas e utilização e, em seguida, o

capı́tulo 3 exibe os métodos utilizados para prever as propriedades do concreto. No capı́tulo 4 é

descrita a metodologia utilizada no trabalho, com os métodos e métricas utilizadas para calcular

o poder de generalização dos modelos de predição. O capı́tulo 5 descreve como foi utilizada

a base de dados, o código computacional e os resultados obtidos, e por fim, no capı́tulo 6 a

conclusão do trabalho é apresentada.
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2 Concreto leve

2.1 Caracterı́sticas

O concreto feito com agregados leves, com baixo peso especı́fico, é chamado de concreto de

agregado leve. O concreto de agregado leve possui propriedades refratárias de isolamento

térmico e seu peso especı́fico é aproximadamente dois terços do peso especı́fico do concreto

feito com agregado normal. Nos Estados Unidos (ACI, 1999), por exemplo, o concreto leve

estrutural é definido como o material que tem resistência à compressão superior a 17 MPa aos

28 dias e massa especı́fica não superior a 1850 kg/m3. No Brasil, a norma NBR NM 35 (ABNT,

1995) estabelece as seguintes relações entre a resistência à compressão e massa especı́fica pra

concretos leves estruturais: (a) resistência à compressão superior a 28 MPa aos 28 dias e massa

especı́fica não superior a 1840 kg/m3; (b) resistência à compressão superior a 21 MPa aos 28

dias e massa especı́fica não superior a 1760 kg/m3; (c) resistência à compressão superior a 17

MPa aos 28 dias e massa especı́fica não superior a 1680 kg/m3.

A massa especı́fica dos concretos de peso especı́fico normal varia entre 2200 kg/m3

e 2600 kg/m3, e a do concreto estrutural leve entre 1350 kg/m3 e 1850 kg/m3 (Tabela 2.1).

Com isso, o uso do concreto estrutural leve pode representar uma redução significativa do peso

próprio da estrutura. O custo de produção do concreto de agregado leve é maior que o concreto

de peso especı́fico normal, porém, mesmo com este investimento adicional o custo final da

estrutura pode ser menor devido ao dimensionamento mais econômico das fundações.

Tabela 2.1: Classificação dos concretos leves quanto à sua massa especı́fica aproximada.
Classificação Peso especı́fico (kg/m3) Agregado utilizado

Concreto de baixa massa especı́fica 300 a 800 Vermiculita e Perlita
Concreto de moderada resistência 800 a 1350 Perlita, Pedra-pomes e Lava

porosa
Concreto estrutural 1350 a 1850 Argila, folhelho, ardósia ex-

pandida em fornos rotativos,
cinza volante sinterizada em
grelhas, Argila expandida
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2.2 Propriedades mecânicas

Em geral, para um determinado agregado leve, há uma relação entre o quantidade de argamassa

do concreto e a resistência à compressão. Para um dado agregado, a resistência à compressão do

concreto aumenta com o aumento de seu peso especı́fico. Neste sentido, a maioria das normas

e especificações apresenta relações entre a massa especı́fica do agregado leve e sua resistência

à compressão (Neville, 2015).

O módulo de elasticidade (módulo de Young) tem grande importância para o concreto

estrutural leve dada a sua influência sobre as deformações das peças sujeitas à flexão, sobre a

distribuição das forças internas e sobre a carga crı́tica no caso de peças sujeitas a flambagem.

Em concretos de peso especı́fico usual, o módulo de elasticidade da pasta de cimento é, geral-

mente, bem menor que o módulo dos agregados. Por outro lado, no concreto de agregado leve,

os valores do módulo de elasticidade das partı́culas do agregado leve e da pasta de cimento são

bastante próximos.

Ensaios de laboratório comprovam que, para um mesmo nı́vel de resistência à com-

pressão, o valor do módulo de elasticidade estático do concreto leve é consideravelmente menor

que o valor obtido para um concreto de peso especı́fico convencional. Essa diferença se deve ao

menor valor do módulo de elasticidade do agregado leve em relação ao agregado convencional.

Portanto, as deformações de uma estrutura fabricada com concreto leve serão maiores se com-

paradas a estruturas construı́das com concreto de peso especı́fico usual. Esse efeito representa

uma desvantagem do uso do concreto leve e deve ser levado em conta em um projeto (da Silva,

2013).

A Fig. 2.1 apresenta uma comparação entre concreto de peso especı́fico normal e

o concreto de agregado leve quando estão sendo solicitados a uma força de compressão. É

possı́vel notar que no caso do concreto de agregado leve as linhas de forças se distribuem ao

longo da argamassa, dado que o mesmo possui maior peso especı́fico.

A relação entre os componentes do concreto e suas propriedades mecânicas é alta-

mente não-linear, e o estabelecimento de um modelo matemático abrangente é usualmente

problemático. O concreto de agregado leve possui vários ingredientes, tais como o tipo e a

quantidade de agregado leve, além de aditivos e da composição da argamassa. Esses vários

ingredientes, além da não linearidade das estruturas de concreto, podem complicar o cálculo
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Figura 2.1: Transferência das foças de compressão no concreto normal e leve (Bogas and Go-
mes, 2013).

da resistência à compressão, do módulo de Young, entre outras propriedades. Dessa forma,

modelos mecanicistas (analı́ticos) de propriedades do concreto podem não ser suficientes para

atender as exigências do projeto de concretos de agregados leves.

Vários estudos têm mostrado que propriedades como a resistência à compressão e o

módulo de Young são determinadas, independentemente do tipo de concreto, não só pelo fator

água/cimento, mas também por outros materiais utilizados na mistura (Chandra and Berntsson,

2003; Kockal and Ozturan, 2011; Faust, 2000). As equações empı́ricas apresentadas para a

estimativa da resistência à compressão e do módulo de Young são baseados em testes de con-

creto confeccionado com materiais que em geral estão disponı́veis no mercado. Dado que o

concreto de agregado leve pode ser produzido de vários tipos agregados, que muitas vezes não

estão disponı́veis no mercado, a validade dessas relações, para o concreto com agregados leves

é, portanto, passı́vel de discussão.
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Estruturas que utilizam o concreto de agregado leve como matéria prima precisam

ser projetadas com uma alta precisão nos dias de hoje com o objetivo de evitar desperdı́cio

de material e ao mesmo tempo aumentar a sua resistência aos esforços externos. Calcular as

propriedades mecânicas, como o módulo de elasticidade e a resistência a compressão, se torna

uma tarefa importante, mas também complicada para os engenheiros, dada a não linearidade

da relação entre os componentes que constituem o concreto e as suas propriedades. Conseguir

de alguma maneira predizer os valores das propriedades do concreto com baixo custo e alta

confiabilidade é um objetivo em comum dos pesquisadores da área.
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3 Previsão de propriedades do concreto

Muitos autores já se empenharam na pesquisa de vários métodos de inteligência computacional

para a previsão das propriedades mecânicas do concreto de peso especı́fico normal (Papadakis

and Tsimas, 2002; Ni and Wang, 2000; Kasperkiewicz et al., 1995; Duan et al., 2013). Os

modelos de previsão conseguem uma boa aproximação das propriedades do concreto na maioria

dos casos, fazendo com que diminua o trabalho em laboratório, o que demanda muito tempo e

um alto custo.

Assim como nesses trabalhos para concreto de peso especı́fico normal, além das re-

des neurais, outras técnicas preditivas contidas na literatura, tais como Máquinas de Vetores

Suporte, Máquinas de Aprendizado Extremo e Árvores de Decisão também podem ser utiliza-

das para a previsão das propriedades do concreto de agregado leve. Uma abordagem e análise

criteriosa de cada técnica nos conjuntos de dados podem indicar qual técnica possui a melhor

generalização do problema real, o que é feito neste trabalho. Cada uma das técnicas que são

utilizadas no trabalho é descrita a seguir.

3.1 Redes Neurais

Uma Rede Neural Artificial (RNA) pode ser caracterizada como um modelo computacional

com a habilidade de adaptação ou aprendizado, para generalizar, agrupar ou organizar dados

(Kröse and van der Smagt, 1993). São inspiradas nas redes neurais do cérebro dos animais, na

qual consiste em um conjunto de simples unidades de processamento, chamadas de neurônios,

arranjados em múltiplas camadas, que se comunicam pela troca de mensagens através de suas

conexões sinápticas.

Os principais componentes do modelo são: (1) um conjunto de unidades de proces-

samento; (2) um estado de ativação zk para cada unidade, que é equivalente à saı́da da uni-

dade; (3) conexões entre as unidades, geralmente definidas por pesos sinápticos w jk, e (4) uma

função de ativação ϕ , que determina o novo nı́vel de ativação de cada unidade de processamento

zk = ϕ(sk) baseado na saı́da efetiva sk = ∑wk jx j desta unidade. A Fig. 3.1 mostra uma rede
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neuronal com os componentes citados acima.

x1

x2

x3

x4

zk

Camada

Escondida ( j)
Entradas (i)

Camada de

saı́da (k)

x1

xn

x2

1

...

s

wk0
wk1

wkn

wk2
z = ϕ(s)

Figura 3.1: À esquerda, um exemplo de uma rede com 4 variáveis de entrada, uma camada
escondida com 5 neurônios e um neurônio na camada de saı́da. À direita o esquema de um
único neurônio.

A rede neural Perceptron multicamadas (MLP, do inglês Multilayer perceptron) é um

dos modelos de RNA comumente utilizados para estudos de predição e será adotado nesse

trabalho. A estrutura da rede MLP é constituı́da por uma camada de entrada, uma camada de

saı́da, e pelo menos uma camada interna, composta por neurônios internos (Kolay and Baser,

2014).

As topologias da rede MLP que serão utilizadas nesse trabalho serão a unidirecional

simples (feed-forward) e a unidirecional totalmente conectada (fully connected). A diferença

entre as topologias podem ser observadas na Fig. 3.2.

Figura 3.2: Modelos de MLP unidirecional simples (esquerda) e unidirecional totalmente co-
nectada (direta)

Neste trabalho, foi usada a função de ativação sigmoidal, dada pela expressão ϕ =
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1/(1+ exp(x)). A rede neural é treinada ajustando-se os pesos sinápticos wk j com o algoritmo

de Newton Truncado (TNC) (Nocedal and Wright, 2006). O algoritmo de treinamento TNC foi

escolhido neste trabalho pois gera melhores resultados do que outros algoritmos tradicionais de

treinamento, como o Backpropagation (Radonjic et al., 2012).

3.2 Máquinas De Aprendizado Extremo

A Máquina de Aprendizado Extremo (ELM, Extreme Learning Machine) (bin Huang et al.,

2006) é um caso especial das redes neurais artificiais, na qual possui uma única camada interna.

No processo de aprendizagem do algoritmo Extreme Learning Machine, os pesos e os bias da

camada interna são atribuı́dos aleatoriamente, e os pesos de saı́da são determinados analitica-

mente.

A função de saı́da da ELM é dado por

ŷ(x) =
L

∑
i=1

wihi(x) = h(x)w (3.1)

onde x = [x1, . . . ,xn]
T , w = [w1, . . . ,wL]

T é o vetor de pesos de saı́da entre a camada interna dos

L nós para os nós de saı́da, e hi(x) é a saı́da dos i-ésimo nó interno. O vetor de saı́da (linha) da

camada interna em relação a entrada x é chamado de mapeamento de caracterı́sticas não-linear

e é escrito como h(x) = [h1(x), ...,hL(x)], onde hi = G(ai,bi,x) é a saı́da do i-ésimo nó interno

com ai ∈ℜd e bi > 0. Funções de ativação comuns G(a,b,x) com pesos dos nós internos (a,b)

são apresentadas na Tabela 3.1.

Tabela 3.1: Funções de mapeamento comumente usados no ELM.

Sigmóide G(a,b,x) = 1
1+exp(a·x+b)

Tangente Hiperbolica G(a,b,x) = 1−exp(a·x+b)
1+exp(a·x+b)

Gaussiana G(a,b,x) = exp(−(a ·x+b)2)

Multiquádrica G(a,b,x) = (‖a−x‖+b2)1/2

Multiquádrica inversa G(a,b,x) = 1/(‖a−x‖+b2)1/2

Como, no ELM, os parâmetros (a,b) são gerados aleatoriamente, em vez de ser ex-

plicitamente treinados, isso leva a uma eficiência notável em comparação com redes neurais

backpropagation tradicionais (Huang et al., 2015).
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Os pesos que ligam a camada interna e a camada de saı́da, denotado por w, são encon-

trados através da resolução do seguinte sistema


G(a1,b1,x1) · · · G(aL,bL,x1)

...
...

...

G(a1,b1,xN) · · · G(aL,bL,xN)




w1

...

wL

=


y1

...

yN

 (3.2)

ou forma compacta Hw = y, onde y é o dado de treinamento. A solução ótima é dada por

w = (HT H)−1HT y = H†y (3.3)

onde H† denota a matriz generalizada inversa de Moore-Penrose da matriz H.

O ELM é um algoritmo de treinamento rápido que fornece baixos erros de treinamento,

assim como boa capacidade de generalização.

3.3 Árvores de Decisão

Árvores de decisão (DT, do inglês Decision Trees) (Russell and Norvig, 2003) são ferramen-

tas computacionais usadas na implementação de sistemas especialistas e em problemas de

classificação e regressão. As árvores de decisão tomam como entrada uma situação descrita

por um conjunto de atributos e retorna uma decisão, que é o valor predito para o valor de en-

trada. Os atributos de entrada podem ser discretos ou contı́nuos. A árvore de decisão executa

uma sequência de testes e no final chega a uma decisão. Cada nó interno da árvore corresponde

a um teste do valor de uma das propriedades de entrada, e os ramos deste nó são identificados

com os possı́veis valores do teste. Cada nó folha da árvore especifica o valor de retorno para

um determinado dado de entrada.

Para construir a árvore o algoritmo precisa decidir automaticamente quais são as variáveis

e os pontos de divisão, e também qual a topologia (forma) que a árvore deverá ter (Hastie

et al., 2009). Com os dados consistindo de p variáveis e uma saı́da, para cada entrada, ou seja,

(xi,yi) i= 1,2, . . . ,N , com xi = (vi1,vi2, . . . ,vip), suponha primeiramente que temos um partição
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em K regiões R1,R2, ...,RK , e a saı́da é dada como uma constante cm em cada região:

ŷ(x) =
K

∑
m=1

ĉmI(x ∈ Rm) (3.4)

Adotando como critério de minimização a soma dos quadrados (yi− f (xi))
2, verifica-se que o

melhor cm é apenas a média de yi na região Rm (Fig. 3.3):

ĉm = média(x ∈ Rm) (3.5)

Então buscamos a variável de divisão j e o ponto de divisão s que resolva:

min
j,s

[
min

c1
∑

xi∈R1( j,s)
(yi− c1)

2 +min
c2

∑
xi∈R2( j,s)

(yi− c2)
2+

]
(3.6)

Para qualquer escolha de j e s, a minimização interna é resolvida por:

ĉ1 = média(yi|xi ∈ R1( j,s)) e ĉ2 = média(yi|xi ∈ R2( j,s)) (3.7)

Figura 3.3: À esquerda um exemplo da uma árvore gerada pelo DT e à direita uma perspectiva
da superfı́cie de regressão gerada por esse modelo, para entradas na forma X = (X1,X2) e os
pontos de divisão t1, t2, t3, t4, com regiões R1,R2,R3,R4,R5 (Hastie et al., 2009).
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3.4 Máquinas de Vetores Suporte

As Máquinas de Vetores Suporte (SVM, do inglês Support Vector Machines) (Vapnik and

Kotz, 2006) consistem em um algoritmo que provê o estado da arte para um amplo domı́nio

de aplicações, como reconhecimento de escrita, reconhecimento de objetos, identificação de

fala, detecção de face e categorização de texto. O SVM é baseado na teoria do aprendizado

estatı́stico, e consiste na minimização do risco estrutural associado ao erro de generalização,

que é uma minimização dos erros sobre a base de dados.

A versão do SVM para análise de regressão é chamada de Vetores Suporte para Re-

gressão (SVR, do inglês Support Vector regression). SVR mapeia os vetores de entrada x =

(x1, . . . ,xn) em um espaço de maior dimensão onde a máquina linear é construı́da pela minimização

de um funcional regularizado. A máquina linear pode ser escrita como

ŷ(x) =
m

∑
j=1

w jφ j(x)+b (3.8)

onde ŷ é o valor aproximado de y em x, w representa um vetor de pesos, b é o bias e φ j(x) é um

conjunto de transformações não lineares.

SVR executa uma regressão linear utilizando uma ε-insensı́vel função de perda

L(x) =


0 se |y(x)− ŷ(x)| ≤ ε

|y(x)− ŷ(x)| caso contrário
(3.9)

enquanto tenta se reduzir a complexidade do modelo, minimizando a norma do vetor de ponderação,

‖w‖2. Incluindo as variáveis de folga não negativas ξi e ξ ∗i , i =, . . . ,n o problema de otimização

pode ser formulado como

min 1
2‖w‖2 +C ∑

n
i=1(ξi +ξ ∗i )

sujeito a


yi− ŷi ≤ ε +ξ ∗i

ŷi− yi ≤ ε +ξi

ξi,ξ
∗
i ≥ 0, i =, . . . ,n

(3.10)

O parâmetro de regularização, C, determina o trade-off entre a complexidade do mo-
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delo e do grau para o qual o maior desvio de ε é tolerado.

Na figura 3.4 podemos observar um exemplo dos parâmetros do SVR para uma dada

entrada x e os seus respectivos valores observados e preditos y.

Figura 3.4: Exemplo dos parâmetros do SVR para uma entrada x e saı́da y (Drucker et al., 1997).

A regressão não linear pode ser realizada utilizando uma função kernel, K (Cherkassky

and Ma, 2004). Neste trabalho será utilizada a função de base radial (RBF, do inglês Radial

Basis Function).

O problema de otimização pode ser transformado no problema dual

ŷ(x) =
nSV

∑
i=1

(αi−α
∗
i )K(xi,x)+b,sujeito a0≥ αi ≥C, 0≥ α

∗
i ≥C (3.11)

onde nSV é número de vetores suportes e K(xi,x) = ∑
m
i=1 φi(xi)φi(x).



23

4 Generalização dos modelos de predição

4.1 Validação cruzada

Para testar o poder de generalização de uma técnica de predição, faz-se necessário o uso de uma

técnica estatı́stica de amostragem. O método de validação cruzada com k-fold (Hastie et al.,

2009) realiza esta tarefa, de modo a avaliar o desempenho do modelo de predição para um novo

conjunto de dados com as mesmas caracterı́sticas. Para realizar a validação cruzada é preciso

que o conjunto de treinamento original seja dividido de forma aleatória em k subconjuntos. Para

cada base de dados, dos k subconjuntos obtidos na divisão, um deles é separado para a validação

do modelo já treinado nos k− 1 subconjuntos restantes. O processo é então repetido k vezes

para o modelo treinado, de modo que todos os k subconjuntos sejam utilizados exatamente uma

vez como dado de teste para validação do modelo.

Utilizar o parâmetro k adequado é um dos desafios existentes no método, dado que um

valor muito alto para k indica um conjunto de teste pequeno, que muitas vezes podem não conter

as mesmas caracterı́sticas da base original. Na literatura o valor de k é geralmente escolhido

ente 5 e 10. Neste trabalho, após testes preliminares, foi escolhido k = 8.

4.2 Busca exaustiva

Como cada modelo possuem diversos parâmetros a serem escolhidos e é preciso realizar uma

comparação entre os métodos, foi utilizado a técnica de busca exaustiva (Grid Search) (Pe-

dregosa et al., 2011) para que possa ser encontrado os parâmetros ótimos de cada modelo de

predição. A Tabela 4.1 apresenta a variação dos parâmetros utilizados no trabalho para cada

modelo.



4.3 Métricas de avaliação 24

Tabela 4.1: Parâmetros dos modelos usados na busca exaustiva com a validação cruzada.
Modelo Parâmetros Variação
DT Profundidade máxima sem restrição, 1, 2, 3, 4, 5, 6, 7, 8, 9, 10, 20,

30, 50
ELM Função de ativação sigmóide, tangente hiperbólica, gaussiana,

multiquádrica, multiquádrica inversa
Neurônios ocultos 5, 10, 20, 30, 50, 100, 150, 200
RBF - largura 0, 0.1, 0.2, . . . , 0.9, 1

MLP Topologia unidirecional simples, unidirecional total-
mente conectada

Camadas ocultas uma camada com 5 ou 10 neurônios, duas ca-
madas com 5 ou 10 neurônios cada uma e três
camadas com 5 ou 10 neurônios cada uma.

SVR Precisão da regressão (epsilon - ε) 10−1, 10−2, 10−3, 10−4, 10−5, 10−6

Parâmetro de regularização (C) 1, 10, 102, 103, 104, 105, 106

Grau polinomial 1, 2, 3, 4, 5
Tipo do Kernel RBF
RBF - gamma 1, 0.1, 10−2, 10−3, 10−4, 10−5, 10−6

4.3 Métricas de avaliação

De modo a avaliar o desempenho de previsão dos modelos, foram utilizadas neste trabalho

três métricas de avaliação: o coeficiente de determinação R2, o erro percentual médio (MPE, do

inglês Mean Percentual Error) e o erro quadrático médio (MSE, do inglês Mean Squared Error).

Sendo ŷ é a saı́da estimada, y é a saı́da correta, ȳ é a média das saı́das corretas e N o

número de amostras, podemos definir as métricas como a seguir:

O coeficiente de determinação R2 é escrito como

R2(y, ŷ) =
∑

N
i=1(ŷi− ȳ)2

∑
N
i=1(yi− ȳ)2

(4.1)

sendo que o valor do R2 varia entre 0 e 1, e quanto mais próximo de 1, mais representativo é o

modelo;

O erro médio percentual (MPE) é definido como

MPE(y, ŷ) =
1
N

N

∑
i=1

|yi− ŷi|
|yi|

×100 (4.2)
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O erro quadrático médio (MSE) é dado por

MSE(y, ŷ) =
1
N

N

∑
i=1

(yi− ŷi)
2 (4.3)

Para realizar a busca exaustiva dos parâmetros é necessário utilizar como forma de

medida uma métrica de avaliação, para isso, foi utilizado o erro quadrático médio (MSE).

De forma a garantir uma maior confiabilidade das métricas utilizadas, o processo de

validação foi repetido 30 vezes para cada modelo e os valores finais de cada métrica para cada

modelo serão dados pela média das 30 repetições.
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5 Experimentos e resultados

5.1 Base de dados

A fim de avaliar o desempenho dos métodos de inteligência computacional na previsão de pro-

priedades mecânicas de concretos de agregado leve, foram empregados dados de ensaios labo-

ratoriais de concretos com composições variadas. Os dados experimentais foram obtidos em

um extenso programa experimental na Universidade de Cergy-Pontoise (Ke, 2008). A base

de dados possui 75 amostras de teste com quatro parâmetros e duas saı́das. As proprieda-

des dos concretos de agregado leve coletadas foram o Módulo de Young (módulo de elastici-

dade) e a resistência à compressão aos 28 dias, em função do fator água/cimento, volume de

agregado leve, quantidade de cimento e o peso especı́fico do agregado leve. A variação das

propriedades se deu da seguinte forma: fator água/cimento entre 2.90× 10−1 e 4.46× 10−1,

quantidade de cimento entre 4.15× 102(kg/m3) e 8.26× 102(kg/m3), volume do agregado

entre 0.00(m3) e 4.50× 101(m3) e o peso especı́fico do agregado entre 3.18× 106(kg/m3) e

3.60× 107(kg/m3). Para cada amostra, as duas propriedades possuem até quatro medições, a

fim de garantir uma maior confiabilidade dos dados. O valor final foi dado pela média aritmética

das quatro medições. Em algumas amostras, houve um número menor de medições, e o valor

final também é dado pela média aritmética.

5.2 Código computacional

Para utilização das técnicas de previsão, foi desenvolvido um código computacional utilizando

a biblioteca de aprendizado de máquina Scikit-learn (Pedregosa et al., 2011). Essa conhecida

biblioteca foi desenvolvida na linguagem de programação Python, linguagem na qual foi im-

plementado o código. O código desenvolvido realiza a leitura e preparação da base de dados

e em seguida aplica os algoritmos de predição na base utilizando as técnicas de validação cru-

zada e busca exaustiva para que possa ser avaliado o poder de generalização dos métodos e os

seus respectivos parâmetros ótimos. Assim, no fim da execução é possı́vel a comparação dos
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métodos. Um esquema resumido do algoritmo é apresentado na Fig. 5.1.

Figura 5.1: Esquema do algoritmo implementado.

Como os valores das métricas foram dados pela média de todas as execuções, também

foram calculados os valores de desvio padrão para cada métrica, de modo a identificar os mo-

delos que possuem uma menor variação na previsão, ou seja, se o desvio de um método é o

menor de todos na previsão de um certo conjunto de dados, podemos concluir que esse método

é o mais estável na previsão desse conjunto de dados. Logo, um método que possui em média

o melhor desempenho mas um desvio muito alto, pode não ser o mais interessante na previsão

do conjunto de dados em questão, pois o mesmo não possui confiabilidade nas respostas.

5.3 Resultados

Na Tabela 5.1 e Tabela 5.2 é apresentada a comparação do desempenho dos métodos utilizando

os valores encontrados do MPE, MSE, R2 e seus respectivos desvios nas 30 execuções para a

resistência à compressão e o Módulo de Young, respectivamente.

As Fig. 5.2 e Fig. 5.3 apresentam os erros médios percentuais (MPE) em gráfico de

boxplots para cada um dos modelos de previsão nas 30 execuções. O MPE é uma métrica
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Tabela 5.1: MPE, MSE, R2 e seus respectivos desvios referentes a cada um dos modelos de
predição para Resistência à compressão

Modelo MPE MSE R2

DT 7.486 (±0.803) 24.387 (±4.598) 0.915 (±0.016)
ELM 6.796 (±1.116) 15.468 (±5.246) 0.946 (±0.018)
MLP 5.705 (±0.705) 13.181 (±4.819) 0.954 (±0.017)
SVR 5.923 (±0.234) 12.192 (±0.851) 0.957 (±0.003)

Tabela 5.2: MPE, MSE, R2 e seus respectivos desvios referentes a cada um dos modelos de
predição para o Módulo de Young

Modelo MPE MSE R2

DT 4.054 (±0.410) 2e+06 (±5.2e+05) 0.939 (±0.016)
ELM 2.377 (±0.243) 5.7e+05 (±1.3e+05) 0.982 (±0.004)
MLP 2.160 (±0.191) 4.8e+05 (±1e+05) 0.985 (±0.003)
SVR 1.856 (±0.080) 3.7e+05 (±2.6e+04) 0.988 (±0.00081)

importante, pois é levada em conta na maioria dos projetos de engenharia, e possui fácil enten-

dimento e aplicação. É possı́vel também observar nas figuras o valores de MPE em cada uma

das 30 execuções, através dos pontos em vermelho. Com os pontos, fica evidente a distribuição

dos valore de MPE e os outliers para cada modelo nas execuções.

Figura 5.2: Boxplots do MPE dos modelos para a Resistência à compressão

Para cada modelo, a busca exaustiva, utilizando como métrica o MSE, encontrou os

parâmetros ótimos que maximizam o poder generalização dos modelos para a previsão das
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Figura 5.3: Boxplots do MPE dos modelos para o Módulo de Young

propriedades do concreto. Esses parâmetros podem ser observados na Tabela 5.3. É importante

notar que na maioria dos parâmetros dos modelos, houve diferença entre os parâmetros ótimos

na previsão da resistência à compressão e do módulo de Young. Isso mostra que um modelo que

resolve bem a previsão de uma propriedade, pode não ser o mais adequado para resolver outra,

mostrando então que a busca exaustiva possui grande importância na metodologia utilizada.

Tabela 5.3: Melhores parâmetros encontrados pela busca exaustiva com a validação cruzada
para cada modelo na previsão das duas propriedades
Modelo Parâmetros Resistência à compressão Módulo de Young
DT Profundidade máxima sem restrição 6
ELM Função de ativação tangente hiperbólica multiquádrica

Neurônios ocultos 20 20
RBF - largura 0.2 0.0

MLP Topologia unidirecional simples unidirecional totalmente
conectada

Camadas ocultas uma camada com 5
neurônios

uma camada com 5
neurônios

SVR Precisão (epsilon - ε) 10−6 10−2

Regularização (C) 104 106

Grau polinomial 1 1
RBF - gamma 0.1 0.1

Podemos observar nos gráficos das figuras 5.4 a 5.11 as relações entre os valores reais
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e estimados para as 75 amostras de teste, utilizando a busca exaustiva e validação cruzada,

para cada modelo que possui um desempenho mediano na previsão das propriedades nas 30

execuções. Para isso, para um dado modelo e propriedade, foram utilizados os valores do

erro percentual médio (MPE) das execuções, e assim, foi usado o modelo que possui valor

mediano de MPE dentre todas as execuções para criar o gráfico. Nas figuras são identificadas as

previsões das amostras de teste que ficaram dentro ou fora do intervalo confiança de 95% para

todos métodos e cada propriedade, utilizando também o MPE. É importante ressaltar que, como

esses resultados são referentes apenas aos modelos que possuem valores de MPE medianos, os

valores de R2 e MPE são diferentes dos apresentados na Tabela 5.1 e Tabela 5.2, pois na tabela

são apresentados os valores médios das métricas em todas as execuções.

Figura 5.4: Previsão da Resistência à compressão pelo DT com desempenho mediano

Figura 5.5: Previsão do Módulo de Young pelo DT com desempenho mediano
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Figura 5.6: Previsão da Resistência à compressão pelo ELM com desempenho mediano

Figura 5.7: Previsão do Módulo de Young pelo ELM com desempenho mediano

Figura 5.8: Previsão da Resistência à compressão pelo MLP com desempenho mediano
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Figura 5.9: Previsão do Módulo de Young pelo MLP com desempenho mediano

Figura 5.10: Previsão da Resistência à compressão pelo SVR com desempenho mediano.

Figura 5.11: Previsão do Módulo de Young pelo SVR com desempenho mediano
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6 Conclusões e trabalhos futuros

Através dos resultados apresentados podemos verificar que os modelos conseguem em média

uma boa aproximação dos valores reais, com valores de erro bem baixos. Os modelos MLP e

SVR conseguiram os melhores resultados dentre os modelos testados, as médias das métricas

utilizadas mostram que os dois modelos possuem quase o mesmo poder de generalização, dife-

renciando apenas nos valores de desvio padrão, nas duas propriedades preditas.

Considerando os valores médios das 30 execuções, o MLP obteve o melhor desempe-

nho na previsão da resistência a compressão considerando o MPE, mas para as outras métricas

o SVR possui desempenho superior. O SVR foi melhor na previsão do módulo de Young em

todas a métricas utilizadas (Tabela 5.1 e Tabela 5.2). Com relação aos desvios, o SVR obteve

os menores valores em todas as métricas nas duas propriedades preditas.

Se levarmos em conta apenas o melhor modelo encontrado nas 30 execuções, ou seja,

no melhor caso, o MLP obteve o melhor resultado na previsão da resistência a compressão e o

SVR obteve o melhor resultado para o módulo de Young, isso pode ser verificado nos boxplots,

na Fig. 5.2 e Fig. 5.3.

Para a quantidade de dados dentro do intervalo de confiança, o SVR obteve vantagem

na previsão da resistência a compressão e do módulo de Young. Para a resistência a compressão

houve 44% dos dados dentro do intervalo de confiança e para o módulo de Young houve 69,3%

dos dados dentro do intervalo. Isso mostra que o SVR possui uma grande confiabilidade dos

resultados para prever o módulo de Young.

Pelos valores dos desvios dos resultados nas execuções, pode-se perceber que é mais

difı́cil e menos confiável prever a resistência a compressão que o módulo de Young. Isso

também pode ser observado pela quantidade de previsões dentro do intervalo de confiança de

95%.

Por fim, podemos concluir que o SVR possui o melhor poder de generalização, pois

possui o melhor desempenho para previsão das propriedades do concreto leve na maioria das

métricas e também, o mesmo possui uma maior confiabilidade nas suas previsões, dados os

menores desvios para todas as métricas utilizadas e a maior quantidade de dados dentro do in-
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tervalo de confiança de 95%. Assim, o SVR mostrou então que pode ser utilizado na previsão

dos valores reais das propriedades do concreto de agregado leve, dado o seu excelente desem-

penho. Isso mostra que o estudo de diferentes técnicas de inteligência computacional, além

das redes neurais, para a previsão de propriedades mecânicas do concreto de agregado leve é

importante, dado que essas técnicas podem conseguir resultados altamente satisfatórios e até

mesmo melhores que os das redes neurais, como no caso do SVR apresentado neste trabalho.

Para trabalhos futuros, deseja-se aplicar outras técnicas de inteligência computacio-

nal, como a programação genética cartesiana (Peter and Thomson, 2000), a fim de descrever

de forma matemática a relação entre os constituintes do concreto de agregado leve e as suas

propriedades mecânicas.
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ABNT (1995). Agregados leves para concreto estrutural: especificação. NBR NM 35.
Associação Brasileira de Normas Técnicas.

ACI (1999). Guide for structural lightweight aggregate concrete. ACI 213R-87. American
Concrete Institute.

Alshihri, M. M., Azmy, A. M., and El-Bisy, M. S. (2009). Neural networks for predicting com-
pressive strength of structural light weight concrete. Construction and Building Materials,
23(6):2214 – 2219.

bin Huang, G., yu Zhu, Q., and kheong Siew, C. (2006). Extreme learning machine: A new
learning scheme of feedforward neural networks. pages 985–990.

Bogas, J. A. and Gomes, A. (2013). Compressive behavior and failure modes of structural
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