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À Deus e minha famı́lia.



Resumo

O sistema financeiro, a partir da aceleração do processo de globalização, passou a sofrer a

influência dos mais diferentes fatores. Diante deste processo, no caso espećıfico das insti-

tuições financeiras, surgiu a necessidade de analisar seus clientes para obter uma melhor

seleção dos mesmos, com o objetivo de minimizar os seus riscos de inadimplência. Os

métodos tradicionais de decisão para fornecer crédito a um indiv́ıduo (ou uma empresa)

em particular utilizavam julgamento humano, baseados em experiências de decisões an-

teriores. Entretanto, com o aumento de demanda de crédito resultante das pressões

econômicas, aliadas a uma maior competição comercial e ao florescimento de novas tec-

nologias computacionais, têm-se conduzido ao desenvolvimento de sofisticadas técnicas

estat́ısticas capazes de distinguir os proponentes a crédito como bom ou mau pagador -

os sistemas de modelos de Credit Scoring. Dentre os muitos diferentes modelos citados

na literatura e utilizados na prática, consta o tradicional modelo de regressão loǵıstica.

A construção de modelos de Credit Scoring está inserida no contexto de Data

Mining, que compreende o processo de exploração, seleção e modelagem de grandes quan-

tidades de dados para descobrir regularidades ou relações entre variáveis e, o modelo de

regressão loǵıstica é uma das técnicas de classificação que destaca-se neste contexto.

Neste trabalho, serão analisados os resultados do Credit Scoring para segregar

em grupos indiv́ıduos (ou empresas) dignos e não dignos de crédito, fazendo uso do modelo

de regressão loǵıstica inserido no contexto de Data Mining.

Palavras-chave: Credit Scoring, Data Mining, Regressão Loǵıstica.



Abstract

The financial system, from the acceleration of globalization, has come under the influ-

ence of many different factors. Thus, specifically, with financial institutions, the need

to analyze clients to get a better selection of them, in order to minimize the risks of

default has risen. Traditional methods of decision making to provide credit to an individ-

ual (or firm) used in particular professional expertises, based on experiences of previous

decisions. However, the increased demand for credit resulting from economic pressures,

combined with increased commercial competition and the blossoming of new computer

technologies, have led to the development of sophisticated statistical techniques capable

of distinguishing the applicants for credit as good or bad credit - the model systems of

Credit Scoring. Among the many different models cited in the literature and used in

practice, the importance of traditional logistic regression model can be acknowledge.

The construction of models of Credit Scoring is inserted in the context of data

mining, which includes the process of exploration, selection, and modeling large amounts

of data to discover regularities or relationships between variables and the logistic regression

model is a technique of classification that stands out in this context.

This paper will consider the results of Credit Scoring to discriminate indi-

viduals into groups (or companies) worthy and not worthy of credit, using the logistic

regression model within the context of Data Mining.

Keywords: Credit Scoring, Data Mining, Logistic Regression.
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3.2.2 Testes de Hipóteses e Intervalos de Confiança . . . . . . . . . . . . 28

3.2.3 Interpretação dos coeficientes . . . . . . . . . . . . . . . . . . . . . 31

3.3 Validação do modelo . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 32

3.4 Medidas de desempenho . . . . . . . . . . . . . . . . . . . . . . . . . . . . 33

3.4.1 Matriz de confusão . . . . . . . . . . . . . . . . . . . . . . . . . . . 33

3.4.2 Curva ROC (Receiver Operating Characteristic) . . . . . . . . . . . 35

4 Aplicação 37

4.1 Descrição dos Dados . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 37

4.2 Construção do modelo . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 38

4.2.1 Modelo 1 . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 40

4.2.2 Modelo 2 . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 41

4.2.3 Modelo 3 . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 42

4.2.4 Modelo 4 . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 43

4.3 Resultados . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 44

4.3.1 Descrição e interpretação do modelo selecionado . . . . . . . . . . . 45

5 Conclusões 52

Referências Bibliográficas 54
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1 Introdução

1.1 Motivação

A concessão de crédito por parte de instituições financeiras desempenha um papel funda-

mental no desenvolvimento de uma economia, em decorrência da dinâmica que introduz

no processo econômico, seja uma oportunidade para as empresas aumentarem seus ńıveis

de produção ou como est́ımulo para consumo dos indiv́ıduos. Mudanças no cenário fi-

nanceiro mundial, a partir dos anos 90, fizeram com que as instituições financeiras se

preocupassem cada vez mais com o risco de crédito, que está associado à possibilidade

do credor incorrer em perdas caso as obrigações assumidas por um tomador não sejam

liquidadas nas condições pactuadas.

Os métodos tradicionais de decisões sobre concessão de crédito a clientes (em-

presas ou pessoas) eram fundamentados, até o ińıcio do século XX, em julgamentos hu-

manos a partir de experiências do julgador em decisões anteriores e eram, portanto, bas-

tante subjetivos e de agilidade insuficiente para grandes mercados de crédito. As pressões

econômicas decorrentes da elevada demanda por crédito, a grande competição comercial

do setor e o surgimento de novas tecnologias computacionais levaram ao desenvolvimento

de modelos estat́ısticos para decisões de concessão de crédito, procurando torná-las mais

objetivas e rápidas além de diminuir as perdas das carteiras de crédito. Estes modelos

estat́ısticos são conhecidos na literatura como Credit Scoring. Dentre os muitos autores

que já abordaram estes modelos, destacamos alguns, por exemplo, Hand & Henley (1997),

Caouette et al.(1998), Vasconcellos (2002) e Chaia(2003).

É interessante ressaltar que a construção de modelos de Credit Scoring está

inserida no contexto de Data Mining. Segundo Thomas et al. (2002), Data Mining

tem a base de suas metodologias e técnicas estat́ısticas originadas em um problema de

Credit Scoring, porém seu conceito vem sendo aplicado de forma mais abrangente. Data

Mining pode ser definido como um processo para a descoberta de padrões e tendências em

grandes conjuntos de dados visando formar conhecimento sobre um determinado fenômeno

de interesse. O conceito de Data Mining está muito relacionado com a construção de
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modelos, que é uma das principais formas de construir conhecimento sobre um evento ou

fenômeno de interesse estabelecendo assim os fatores relacionados com os mesmos (Abreu,

2004).

Data Mining pode ser usada para vários tipos de tarefas, que são classificadas

em preditivas e descritivas. Tarefas preditivas fazem uso de variáveis (caracteŕısticas de

interesse conhecidas) existentes na base de dados para predizer valores desconhecidos ou

futuros e tarefas descritivas são voltadas para a busca e apresentação de padrões que

descrevem os dados (Santos, 2006).

A classificação, uma das tarefas preditivas, busca identificar o conjunto mı́nimo

das caracteŕısticas conhecidas de um determinado conjunto de dados que seja suficiente

para predizer uma caracteŕıstica desconhecida (Santos, 2006). O objetivo é predizer as

caracteŕısticas dos dados futuros, com base nos dados dispońıveis. No caso de um proble-

ma de Credit Scoring, o interesse é conhecer os fatores relacionados ao risco de crédito de

indiv́ıduos interessados nos serviços prestados pelas instituições financeiras e, o objetivo

é estimar a probabilidade de se observar o evento de interesse, como por exemplo a

inadimplência, a fim de que o maior número posśıvel de classificações (predições) corretas

tanto de adimplentes, indiv́ıduos que cumprem com suas obrigações financeiras, quanto

de clientes inadimplentes, indiv́ıduos que não cumprem com suas obrigações financeiras,

possam ser obtidas.

1.2 Caracterização do Problema e Justificativa

Uma das principais dificuldades para a concessão de crédito é a identificação do risco de

inadimplência ou não cumprimento das obrigações por parte dos proponentes do crédito.

Isto decorre da dificuldade em estimar-se adequadamente a probabilidade dos proponentes

virem a ser inadimplentes.

“Os ambientes de análise de crédito são caracterizados pela dinâmica na tomada

de decisões e pela grande variedade de informações vindas das mais diversas fontes. Essas

informações podem ser muitas vezes imcompletas, amb́ıguas, parcialmente incorretas ou

de relevância dúbia. A forma subjetiva como se dá a análise dessas informações faz com

que não se consiga explicar o processo de tomada de decisões embora seja sabido que

existem fatores que influenciam essas decisões”. (Senger e Caldas Junior, 2001, p.19)
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Senger e Caldas Junior (2001) afirmam que as decisões de crédito devem ser

criteriosas, pois podem provocar prejúızos às instituições financeiras, além de prejúızos

morais aos clientes. Quanto mais amplas e precisas as informações sobre a probabilidade

de pagamento, melhores serão as condições para a correta avaliação do risco de cada

operação. Com isso, as instituições financeiras terão maior propensão a emprestar, os

custos dos empréstimos serão menores e todos os agentes econômicos obterão condições

de realizar melhores resultados.

Dessa forma, a justificativa para a realização deste trabalho deve-se princi-

palmente ao interesse e pretensão de trabalhar no contexto de análise de crédito, mais

especificamente, risco de crédito. Além disso, este trabalho pode servir de motivação para

que outros alunos demonstrem interesse em explorar esta mesma linha temática aqui

abordada.

1.3 Objetivos

O principal objetivo deste trabalho é analisar os resultados do Credit Scoring para segregar

em grupos, indiv́ıduos (ou empresas) dignos (adimplentes) e não dignos (inadimplentes) de

crédito, fazendo uso das técnicas de Data Mining e em particular do modelo de regressão

loǵıstica. Em outras palavras, neste trabalho, estamos interessados em construir um

modelo preditivo que apóie efetivamente a decisão sobre o risco de crédito.

Dessa forma, podemos relacionar os seguintes objetivos espećıficos: (i) Explo-

rar como se planeja e se realiza cada uma das etapas e atividades necessárias para a criação

de um modelo preditivo para a decisão de crédito a partir de dados históricos de operações

de crédito realizadas por uma instituição financeira; (ii) Avaliar a capacidade preditiva

do modelo mediante as medidas de sensibilidade e de especificidade, determinando a área

sob a curva caracteŕıstica de operação (ROC - Receiver Operating Characteristic).

Apesar de, neste trabalho, a contrução do modelo de Credit Scoring ser de-

senvolvido com o uso da técnica de regressão loǵıstica, que é um dos métodos usados

frequentemente pelas instituições financeiras, inúmeras técnicas podem ser desenvolvidas

para classificar em grupos, indiv́ıduos (ou empresas) dignos e não dignos de crédito, den-

tre elas se destacam, por exemplo, análise discriminante (Hand et al., 1998), regressão

linear (Orgler, 1970), modelos probito (Grablowsky and Talley, 1981), árvores de decisão
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(Arminger et al., 1997), redes neurais (West, 2000), análise de sobrevivência (Abreu, 2004)

e análise de correspondência (Saporta, 2003).

1.4 Apresentação dos caṕıtulos

Neste caṕıtulo, é apresentada toda a estrutura e objetivos do trabalho, além da justifica-

tiva do mesmo.

No caṕıtulo 2, são apresentados aspectos teóricos relativos ao contexto de

análise de crédito. Neste caṕıtulo, é realizada uma revisão de literatura sobre os termos

que serão abordados ou citados ao longo do trabalho, tais como, crédito, risco de crédito

e Credit Scoring.

No caṕıtulo 3, é apresentada a metodologia que será aplicada no contexto de

análise de crédito, ou seja, apresentamos o modelo de regressão loǵıstica, incluindo o

método de Newton-Raphson para estimação por máxima verossimilhança e a matriz in-

formação de Fisher, últil no cálculo dos desvios padrões dos estimadores dos parâmetros

do modelo. Além disso, são apresentados aspectos básicos das medidas usualmente em-

pregadas para avaliar a capacidade preditiva do modelo em estudo, em termos de sensi-

bilidade, especificidade e da área sob a curva caracteŕıstica de operação.

No caṕıtulo 4, apresentamos a aplicação da metodologia discutida em um

conjunto de dados reais. Finalmente, no caṕıtulo 5, são apresentadas as considerações

finais do tema discutido.
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2 Revisão de literatura

2.1 Data Mining (Mineração de Dados)

A descoberta de conhecimento em base de dados é um campo de pesquisa que tem

crescido rapidamente e cujo desenvolvimento tem sido dirigido ao benef́ıcio de necessi-

dades práticas, sociais e econômicas. Considerando, em geral, que as bases contêm muitos

dados, tornou-se necessário o desenvolvimento de processos de análise automática, como

o processo de Data Mining (Rezende et al. 2003).

Segundo Fayyad et al. (1996), Data Mining é o processo de identificação de

padrões válidos, novos, potencialmente úteis e compreenśıveis embutidos nos dados. Seus

objetivos principais são a predição e a descrição.

Os dois principais tipos de tarefas para predição são classificação e regressão.

A diferença básica é que enquanto a classificação prediz valores discretos (classes), a

regressão modela funções cont́ınuas. A classificação, tipo de tarefa que estamos interessa-

dos, consiste na predição de um valor categórico como, por exemplo, predizer se o cliente

é digno de crédito (bom pagador) ou se ele é não digno (mau pagador). Uma vez estab-

elecida a tarefa, existe uma variedade de algoritmos para executá-la, dentre eles estão os

algoritmos indutores de árvores de decisão ou regra de produção, modelos lineares, mod-

elos não-lineares (redes neurais artificiais e regressão loǵıstica) e modelos de dependência

probabiĺıstica (redes bayesianas).

Na modelagem da predição de inadimplência são utilizados um ou mais al-

goritmos de aprendizagem com o propósito de identificar um classificador que seja mais

apropriado para o relacionamento entre o conjunto de variáveis (dados contábeis) e o

rótulo da classe dos dados de entrada (indiv́ıduos ou empresas dignos e não dignos de

crédito). Esse modelo gerado pelo algoritmo deve se adaptar bem aos dados de entrada

e classificar corretamente os rótulos de classes de registros desconhecidos. Portanto, o

objetivo é construir modelos com boa capacidade de generalização, isto é, modelos que

possam predizer com precisão os rótulos de classes de registros não conhecidos previa-

mente (Han & Kamber, 2006). No nosso caso, iremos utilizar apenas um algoritmo, o
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modelo de regressão loǵıstica.

Segundo Rezende et al. (2003), o processo de Data Mining é um ciclo dividido

em três grandes etapas: pré-processamento, extração de padrões e pós-processamento,

precedidas pela fase de identificação do problema, e sucedidas pela fase de utilização do

conhecimento.

2.1.1 Identificação do problema

Nesta etapa, o estudo do domı́nio da aplicação e a definição dos objetivos a serem al-

cançados no processo de Data Mining são identificados. A análise inicial para definição

dos principais objetivos e restrições, o conhecimento sobre o domı́nio, fornece um subśıdio

para todas as etapas em seqüência.

2.1.2 Pré-processamento

Normalmente, os dados dispońıveis para análise não estão em um formato adequado para

serem utilizados, em razão de limitações de memória ou tempo de processamento, muitas

vezes não é posśıvel a aplicação direta dos algoritmos de extração de padrões aos dados.

Dessa maneira, torna-se necessária a aplicação de métodos para tratamento, limpeza e

redução do volume de dados.

Redução do volume de dados está relacionada à obtenção de uma amostra

aleatória, redução do número de variáveis (ajuste de modelos estat́ısticos) e redução do

número de categorias (categorização) de uma variável. Limpeza é a correção de posśıveis

problemas advindos do processo de coleta (erros de digitação, erros de leitura, dentre

outros) e, por último, tratamento da base de dados é deixá-la pronta para ser trabalhada.

2.1.3 Extração de padrões

A etapa de extração de padrões é direcionada ao cumprimento dos objetivos definidos

anteriormente, ou seja, nesta etapa é feita a escolha da tarefa de Data Mining conforme

os objetivos desejáveis para a solução procurada (Motta, 2004). Ela consiste na aplicação

dos algoritmos de Data Mining escolhidos para a extração dos padrões embutidos nos

dados.
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2.1.4 Pós-processamento

Nesta etapa, são avaliados o desempenho e a qualidade dos padrões extráıdos, bem como

verificada a facilidade de interpretação dessas regras (Motta, 2004).

As medidas para avaliação do conhecimento podem ser denominadas medidas

de desempenho, dentre elas estão precisão, erro, confiança negativa, sensibilidade, especi-

ficidade, cobertura, suporte, satisfação, velocidade e tempo de aprendizado (Lavrac et al.,

1999).

Neste trabalho, estamos interessados, no contexto de risco de crédito, portanto

nas medidas de desempenho sensibilidade, que é a proporção de acerto na predição de

clientes adimplentes nos casos em que eles de fato são adimplentes, e especificidade, que

é a proporção de acerto na predição de clientes inadimplentes nos casos em que eles de

fato são inadimplentes, em particular. Abaixo alguns conceitos importantes relacionados

a risco de crédito que serão abordados ao longo do texto.

2.2 Crédito

Dentre os diversos conceitos para o termo crédito, é importante conhecer primeiro seu

sentido etimológico. A palavra crédito vem do latim creditu significando acredito ou

confio. Para Silva (2000), crédito representa a entrega do bem presente mediante uma

promessa de pagamento. Segundo Santos (2003), crédito refere-se à troca de um valor

presente por uma promessa de reembolso futura, não necessariamente certa, em virtude

do fator risco.

A oferta de crédito por parte de instituições financeiras desempenha o pa-

pel importante de impulsionar a atividade econômica, pois, disponibiliza recursos finan-

ceiros às empresas e pessoas f́ısicas para que possam financiar suas necessidades per-

manentes e eventuais. Conforme Perera (1998), a história do crédito demonstra que

sua evolução acompanhou o próprio desenvolvimento econômico da sociedade procurando

desenvolver instrumentos necessários para satisfação das necessidades e anseios da hu-

manidade. Quando acontece uma concessão de recursos, a instituição financeira passa a

possuir o chamado risco de crédito. Risco é um elemento inerente ao crédito e inseparável

deste. Assim, não existe uma operação de crédito sem risco.
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2.3 Riscos de crédito

Caouette et al. (1998) assim definem risco de crédito: se o crédito constitui-se na expec-

tativa de entrada de uma determinada quantia no caixa dos credores, em data futura,

então o risco de crédito é a probabilidade de que esta expectativa não se cumpra. O risco

está associado à possibilidade do credor incorrer em perdas caso as obrigações assumidas

por um tomador não sejam liquidadas ou pela deterioração da qualidade de crédito do

tomador. A deterioração da qualidade de crédito não resulta em uma perda imediata

para o credor e sim no incremento da probabilidade de que um evento de default venha

a ocorrer. O evento de default, neste trabalho, é a perda total esperada, ou seja, o não

pagamento da d́ıvida por parte do tomador.

Para a minimização do risco de crédito destaca-se cada vez mais a importância

à gestão do risco, baseada em procedimentos subjetivos (análise caso a caso) e objetivos

(análise estat́ıstica).

2.3.1 Análise subjetiva

Para Santos (2003), a análise subjetiva, ou caso a caso, é baseada na experiência adquirida

dos analistas de crédito, no conhecimento técnico, no bom senso e na disponibilidade de

informações (internas e externas) que lhes possibilitem diagnosticar se o cliente possui

idoneidade e capacidade de gerar receita para honrar o pagamento das parcelas dos fi-

nanciamentos, por exemplo, a análise dos 5 C’s do crédito (Caráter, Capacidade, Capital,

Colateral, Condições) que constitui-se na principal ferramenta da análise subjetiva, sendo

ele o modelo mais tradicional de organização das informações sobre a possibilidade de

pagamento de um cliente. Os conceitos de cada componente do modelo estão resumidos

na Figura 2.1.

Os métodos de tomada de decisões baseadas em critérios subjetivos têm per-

dido espaço nas atividades de crédito, e torna-se cada vez maior a busca por instrumentos

mais eficazes para gerenciamento da exposição ao risco de crédito. Estes instrumentos

estão relacionados à análise objetiva do crédito.
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Figura 2.1: C’s do crédito

2.3.2 Análise objetiva

A análise objetiva é amparada em pontuações estat́ısticas de risco com a finalidade de

apurar resultados que atestem a capacidade de pagamento dos proponentes de crédito.

Segundo Santos (2003), a pontuação de crédito é um instrumento estat́ıstico desenvolvido

para que o analista avalie a probabilidade de que determinado cliente venha a tornar-se

inadimplente no futuro. Rosenberg & Gleit (1994) comentam que há muitas vantagens

na utilização de métodos quantitativos em gerenciamento de crédito, destacando-se os

benef́ıcios resultantes da otimização no processo de tomada de decisão. Dentre as técnicas

de análise objetiva do risco de crédito, destacam-se os modelos de Credit Scoring.

Credit Scoring

A nomenclatura Credit Scoring é usada para descrever o processo formal de estimar as

probabilidades de candidatos a crédito atrasarem ou não o pagamento do compromisso

financeiro que pretendem assumir (Vasconcellos, 2002). Trata-se de modelos que, a partir

do histórico de concessões de crédito efetuadas por uma instituição financeira, identificam

através de técnicas estat́ısticas, as principais variáveis que indicam na capacidade do

cliente em pagar o crédito, permitindo que estes sejam classificados em grupos distintos

e, como conseqüência, a decisão sobre aceitação ou não da concessão do crédito.

O objetivo é desenvolver uma ferramenta para classificar novas operações de
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crédito de acordo com suas possibilidades de serem operações boas ou ruins conforme o

critério escolhido, que usualmente é relacionado às probabilidades de inadimplência no

pagamentos das prestações (Vasconcellos, 2002).

Quando um cliente solicitar um crédito, o mesmo deverá fornecer suas variáveis

cadastrais e financeiras que, unidas às variáveis da operação, poderão lhe gerar um score.

Esse score poderá, então, ser utilizado na decisão de conceder ou não o crédito ao cliente,

a partir do momento que se define um score de corte, acima do qual o pedido do cliente

será aceito.

Há vários métodos para a escolha do ponto de corte, dentre eles estão o uso

da programação linear inteira (Dantas & DeSouza, 2007) e a análise de perda e ganho em

função da rejeição de clientes dignos de crédito (Chaia, 2003), por exemplo. Neste tra-

balho, será feito por meio da curva ROC (Receiver Operating Characteristic) que constitui

uma técnica útil para avaliar modelos de risco de crédito e está baseada nos conceitos de

sensibilidade e especificidade.

Os modelos de Credit Scoring podem ser aplicados tanto à análise de crédito de

pessoas f́ısicas quanto empresas. Para pessoas f́ısicas são utilizadas informações cadastrais

e de comportamento. Já quando para empresas, são utilizadas demonstrações contábeis.

Segundo Saunders (2000), os modelos de Credit Scoring podem ser encontrados em prati-

camente todas as formas de análise de crédito, desde avaliações para concessão de crédito

direto ao consumidor até empréstimos comerciais.

Segundo Sicsu (1999), o desenvolvimento de um modelo de Credit Scoring

compreende as seguintes etapas:

• Planejamento e definições;

• Identificação de variáveis potenciais;

• Planejamento amostral;

• Determinação do escore: aplicação da metodologia estat́ıstica;

• Determinação do ponto de corte ou faixas de escore;

• Determinação de regra de decisão;

• Validação e verificação de performance do modelo estat́ıstico;
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A figura 2.2 ilustra o método de concessão de crédito por modelos de Credit

Scoring.

Figura 2.2: Método de concessão de crédito usando os modelos deCredit Scoring

Os modelos de Credit Scoring são divididos em duas categorias: modelos

de aprovação de crédito e modelos de escoragem comportamental, conhecido como Be-

havioural Scoring (Saunders, 2000). Os modelos de Credit Scoring dão suporte à tomada

de decisão sobre a concessão ou não do crédito, já os modelos Behavioural Scoring auxil-

iam na administração dos créditos já existentes, ou seja, aqueles clientes que já possuem

uma relação credit́ıcia com a instituição. Desta forma, enquanto o objetivo dos modelos

de aprovação de crédito é estimar a probabilidade de um novo cliente se tornar inadim-

plente, os modelos de escoragem comportamental objetivam estimar a probabilidade de

inadimplência de um cliente que já possui crédito com a instituição.

Assim, como qualquer modelo de aprovação de crédito, os modelos de Credit

Scoring possuem suas vantagens e desvantagens. Caouette et. al (1998) e Parkinson &

Ochs (1998) resumem as principais vantagens dos modelos de Credit Scoring, dadas por:

• Consistência: são modelos que utilizam a experiência da instituição e servem para

administrar objetivamente os créditos dos clientes já existentes e dos novos solici-

tantes;

• Facilidade: os modelos tendem a ser simples e de fácil interpretação;

• Melhor organização da informação do crédito: a sistematização e organização das

informações contribuem para a melhoria do processo de concessão do crédito;
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• Redução da metodologia subjetiva: o uso do método quantitativo com regras claras

e bem definidas contribui para a diminuição do subjetivismo na avaliação do risco

de crédito;

• Maior eficiência do processo: o uso de modelos Credit Scoring na concessão de

crédito direciona os esforços dos analistas, acarretando redução de tempo e maior

eficiência a este processo.

Os autores, além das vantagens também resumem as principais desvantagens,

dadas por:

• Custo de desenvolvimento: desenvolver um sistema Credit Scoring pode acarretar

custos, não somente com o sistema em si, mas também com o suporte necessário

para a sua construção, como por exemplo, profissionais capacitados, equipamentos,

coleta de informações necessárias para o desenvolvimento do modelo, dentre outros;

• Excesso de confiança nos modelos: algumas estat́ısticas podem superestimar a

eficiência dos modelos, fazendo com que usuários menos experientes, considerem

tais modelos perfeitos, não criticando seus resultados;

• Falta de dados oportunos: se o modelo necessita de dados que não foram informados,

pode haver problemas na sua utilização, gerando resultados diferentes dos espera-

dos. Além da falta de algumas informações necessárias, faz-se necessário também a

qualidade e fidedignidade das informações dispońıveis, uma vez que elas representam

o insumo principal dos modelos;

• Interpretação equivocada dos escores: o uso inadequado do sistema de Credit Scoring

devido à falta de treinamento e aprendizagem de como utilizar suas informações pode

ocasionar problemas sérios às instituições.

Conforme Carmona & Amorin Neto (2002), enquanto os modelos de aprovação

de crédito se preocupam apenas com a concessão e o volume de crédito, os modelos de

escoragem comportamental podem ser utilizados para estabelecer os limites de crédito,

cobrança preventiva, dentre outras estratégias. Inserido no contexto dos modelos de

escoragem comportamental, está o rating de crédito, que será abordado a seguir.
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2.4 Rating de crédito

Rating é uma classificação de risco de crédito que pode ser atribúıda a um páıs, a uma

empresa, a uma pessoa, a um t́ıtulo ou a uma operação de crédito. Os ratings são

elaborados por agências de rating de crédito cuja especialidade é avaliar risco de crédito.

Segundo a Standard e Poor’s, uma das principais agências de rating mundiais, rating de

crédito são opiniões sobre risco de crédito, opiniões sobre a capacidade e a vontade de

um emissor de honrar suas obrigações financeiras, integralmente e no prazo determinado.

Além disso, podem refletir a qualidade de crédito de um t́ıtulo de d́ıvida individual e a

probabilidade relativa de inadimplência dessa emissão.

Cada agência aplica sua própria metodologia para medir a qualidade de crédito

e usa uma escala espećıfica para publicar opiniões de rating. Normalmente, os ratings são

expressos por meio de letras que variam, por exemplo, de “AAA”a “D”para comunicar a

opinião da agência sobre o ńıvel relativo de risco de crédito. No nosso páıs, as instituições

financeiras são obrigadas a ter um sistema de classificação de risco, uma vez que a Res-

olução 2682/1999 do Conselho Monetário Nacional (CMN) determina que as operações de

crédito concedidas pelas referidas instituições devam ser classificadas em ńıveis de risco,

que varia segundo uma escala com nove classes entre AA e H, sendo “AA”o rating exce-

lente e “H”o rating péssimo, que são os tomadores classificados exclusivamente segundo

a perspectiva de perda.

Em geral, os ratings não são recomendações para comprar, manter ou vender,

ou mesmo uma medida do valor do ativo, nem tem a intenção de sinalizar a adequação

de um investimento. Eles apenas tratam de um aspecto da decisão de investimento, a

qualidade de crédito, e em alguns casos, podem mostrar o grau de recuperação esperado

de investimento em uma situação de default. Uma vez que eventos e desenvolvimentos

futuros não são previśıveis, a atribuição de um rating de crédito não é uma ciência exata,

consiste em expressar opiniões relativas sobre a qualidade de crédito de um emissor ou

qualidade de crédito de uma emissão em particular, indo da mais forte a mais fraca, dentro

de um universo de risco de crédito (Standard & Poor’s, 2008).

A tabela abaixo ilustra a escala de rating adotada pela Standard & Poor’s.
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Tabela 2.1: Resumo da escala de rating adotada pela Standard & Poor’s

Grau de investimento AAA Capacidade extremamente forte para honrar compromissos

AA Capacidade muito forte para honrar compromissos

A Forte capacidade para honrar compromissos financeiros,

porém é de alguma forma suscet́ıvel a condições econômicas

adversas e a mudanças circunstanciais

BBB Capacidade adequada para honrar compromissos, porém mais

sujeito a condições econômicas adversas

BBB- Considerado o ńıvel mais baixo da categoria de

grau de investimento pelos participantes do mercado

Grau especulativo BB+ Considerado o ńıvel mais alto da categoria de grau

especulativo pelos participantes do mercado

BB Menos vulnerável no curto prazo, porém

enfrenta atualmente grande suscetibilidade a condições

adversas de negócios, financeiras e econômicas

B Mais vulnerável a condições adversas de negócios,

financeiras e econômicas, porém atualmente apresenta

capacidade para honrar compromissos financeiros

CCC Atualmente vulnerável e dependente de condições

favoráveis de negócios, financeiras e econômicas

para honrar seus compromissos financeiros

CC Atualmente fortemente vulnerável

C Um pedido de falência foi registrado ou ação

similar empetrada, porém os pagamentos das obrigações

financeiras continuam sendo realizados

D Inadimplente em seus compromissos financeiros

Grau de investimento é utilizado para descrever emissores e emissões, pessoas ou empresas que apresentam

ńıveis relativamente elevados de capacidade e qualidade credit́ıcia, já o termo grau especulativo refere-se

a t́ıtulos de d́ıvida em que o emissor, pessoa ou empresa atualmente tem a capacidade de honrar, porém

enfrenta incertezas, tais como circunstâncias financeiras ou de negócio que poderiam afetar seu risco de

crédito.
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Uma maneira de monitorar o risco das carteiras de crédito é utilizar um sistema

chamado matriz de migração, gerada a partir dos sistemas de classificação de risco. Esses

sistemas atribuem uma medida que representa a expectativa de risco de default associada

ao tomador, essa medida é o rating de crédito. As matrizes de migração evidenciam as

alterações na qualidade de crédito dos tomadores de recurso ao longo de um determinado

peŕıodo de tempo.

A construção da matriz envolve a seleção de um conjunto de empresas ou

indiv́ıduos em uma determinada data (data inicial) e a situação das mesmas em uma

segunda data (data final). Para comparar a situação final e inicial utilizam-se os ratings,

classificação de risco. Há três posśıveis classificações de risco que os tomadores podem

migrar durante o peŕıodo da matriz: (i) Tomador se mantém na mesma classificação de

risco; (ii) Tomador migra para classificação de risco melhor (upgrade); (iii) Tomador migra

para classificação de risco pior (downgrade).

A matriz de migração está intimamente ligada aos modelos de escoragem com-

portamental (Behavioural Scoring), pois, como já citado anteriormente, estes modelos

auxiliam na administração dos créditos já existentes na instituição financeira e a matriz

monitora estes créditos ao longo do tempo, verificando a deterioração ou a melhora na

qualidade do crédito.

Quanto maior o risco do tomador, pior será seu rating, consequentemente, mais

restritivas serão as condições sob as quais a instituição concederá crédito, principalmente

em relação a volume, prazo, taxa de juros e garantias.
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3 Metodologia

3.1 Introdução

A análise de regressão é uma técnica estat́ıstica cujo objetivo consiste em descrever a

relação entre uma variável resposta e um conjunto de variáveis explicativas através de um

modelo. Em algumas situações, a variável resposta pode ser dicotômica ou binária, isto

é, aquela que apresenta duas possibilidades de resposta (sucesso ou fracasso), como por

exemplo, a variável de adimplência de uma empresa ou indiv́ıduo, sendo inadimplência o

sucesso e adimplência o fracasso. No contexto de análise de crédito, o modelo de regressão

loǵıstica tem sido muito utilizado, para mais detalhes veja, por exemplo, Brito et al.(2009),

Dantas & Desouza (2008), Santos (2008) e trabalhos de Santos & Famá (2006).

3.2 Regressão Loǵıstica

De acordo com Hosmer & Lemeshow (1989), o modelo de regressão loǵıstica é definido

como:

Yi = π(xi) + εi, (3.1)

onde εi é o erro aleatório e assume-se que Yi ∼ Ber(π(xi)), ou seja, a variável res-

posta assume o valor 1 para o acontecimento de interesse (sucesso) e o valor 0 para

o acontecimento complementar (fracasso), com probabilidades π(xi) = P (Y = 1|xi) e

1 − π(xi) = P (Y = 0|xi), respectivamente. A probabilidade de sucesso do modelo de

regressão loǵıstica é dada por:

π(xi) = πi =
eβ0+β1xi1+β2xi2+...+βpxip

1 + eβ0+β1xi1+β2xi2+...+βpxip
, (3.2)

e a probabilidade de fracasso:

1− π(xi) = 1− πi =
1

1 + eβ0+β1xi1+β2xi2+...+βpxip
. (3.3)

Em qualquer problema de regressão, a quantidade a ser modelada é o valor esperado da

variável resposta dados os valores das variáveis explicativas, ou seja, E(Y |xi). No modelo
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de regressão loǵıstica, devido à natureza da variável resposta, temos que

0 ≤ E(Y |xi) = 1P (Yi = 1|xi) + 0P (Yi = 0|xi) = πi ≤ 1.

Além disso, devido à natureza da variável resposta, temos que a quantidade

εi pode assumir somente um de dois posśıveis valores, isto é, εi = 1 − πi, para yi = 1

ou εi = −πi para yi = 0. Dessa forma, segue que εi tem distribuição com média zero e

variância πi(1− πi).

A transformação de πi que será central para o estudo do modelo de regressão

loǵıstica é denominada transformação logito. Esta transformação é definida por:

g(xi) = ln

(
π(xi)

1− π(xi)

)
= β0 + β1xi1 + β2xi2 + ...+ βpxip. (3.4)

A importância dessa transformação é que o logito é linear em β0 e βj, j = 1, ..., p, pode

ser cont́ınuo e variar de −∞ a +∞, dependendo dos valores assumidos pelas variáveis

explicativas. O logito pode ser interpretado como o logaritmo da chances entre πi e

1− πi.

3.2.1 Estimação por máxima verossimilhança

Supondo que (xi, yi) seja uma amostra independente com n pares de observações, yi

representa o valor observado da variável resposta dicotômica e xi é o valor observado da

variável explicativa da i-ésima observação em que i = 1, ..., n. Para o ajuste do modelo

de regressão loǵıstica, segundo a equação (3.1 a 3.3), é necessário estimar os parâmetros

β0 e βj, j = 1, ..., p.

O método de máxima verossimilhança é utilizado para estimar os parâmetros.

A função de distribuição da probabilidade de Yi para o modelo de regressão loǵıstica com

Yi ∼ Ber(π(xi)) é dada por:

f(yi, πi) = π(xi)
yi(1− π(xi))

1−yi , yi = 0 ou yi = 1. (3.5)

Uma vez que Y1, Y2, ..., Yn são independentes, a função de verossimilhança é obtida pelo

produto dos termos dados na expressão (3.5) e é definida por:

L(β) =
n∏
i=1

π(xi)
yi(1− π(xi))

1−yi , (3.6)
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onde denota-se por β = (β0, β1, ..., βp)
T o vetor de parâmetros desconhecidos. Então, a

função de log verossimilhança é dada por:

l(β) = ln[L(β)] =
n∑
i=1

yiln[π(xi)] + (1− yi)ln[1− π(xi)]. (3.7)

O pŕıncipio da máxima verossimilhança é obter o valor de β que maximize

L(β) ou equivalentemente l(β). Dessa forma, deriva-se l(β) em relação a cada parâmetro,

obtendo o seguinte sistema de equações:

∂l(β)

∂β0
=

n∑
i=1

[yi − π(xi)] = 0, (3.8)

∂l(β)

∂βj
=

n∑
i=1

xij[yi − π(xi)] = 0, (3.9)

onde π(xi) é dada pela expressão (3.2).

Note que as equações em (3.8) e (3.9) são não lineares em β0 e βj, j = 1, . . . , j,

assim são necessários métodos iterativos para resolução do sistema de equações. Para

encontrar o valor de β que maximiza l(β), foi utilizado o método iterativo de Newton

Raphson.

O conjunto de equações iterativas do método de Newton Raphson é assim

definido:

β̂
(t+1)

= β̂
(t)

+ [I(β̂)(t)]−1U(β̂
(t)

) (3.10)

= β̂
(t)

+ [XtV̂ (t)X]−1Xt(Y − π̂(t)), t = 0, 1, . . .

sendo que β̂
(t)

e β̂
(t+1)

são os estimadores de β nos passos t e t+1, respectivamente, U(β)

é o vetor escore e I(β) é a matriz de informação de Fisher, que fornece os erros padrão

para as estimativas dos parâmetros, onde

U(β) = XTY −XTπ = XT (Y − π)

e

I(β) = E

[
− ∂2l(β)

∂β∂βT

]
= XTVX.

Denota-se por X a matriz de dimensão n × (p + 1) que contém os valores das variáveis

explicativas, V̂ uma matriz diagonal de dimensão n×n que contém os elementos π̂i(1− π̂i),
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Y = (y1, y2, ..., yn)T e π = (π1, π2, ..., πn), ou seja

X =


1 x11 · · · x1p

1 x21 · · · x2p
...

...
. . .

...

1 xn1 · · · xnp

 ,Y =


Y1

Y2
...

Yn

 e V̂ =


π̂1(1− π̂1) 0 · · · 0

0 π̂2(1− π̂2) · · · 0
...

...
. . .

...

0 0 · · · π̂n(1− π̂n)

 .

As iterações são repetidas até que uma regra de convergência adequada seja

satisfeita. Como critério de convergência, podemos utilizar ‖ β̂(t+1) − β̂(t) ‖ < ε ou

‖ β̂(t+1)−β̂(t)

β(t) ‖ < ε, onde ‖ a ‖ indica a norma do vetor a e ε > 0. Veja Allison (1999)

para mais detalhes sobre critérios de convergência. Valores iniciais são necessários para

implementar este algoritmo. Em geral, considera-se β(0) = 0(p+1), vetor de zeros de

dimensão (p+ 1)× 1 (Souza, 2006).

A partir dos parâmetros estimados pode-se predizer a probabilidade de novos

candidatos a crédito, por exemplo, serem inadimplentes, sendo esses valores preditos uti-

lizados para a aprovação ou não da concessão do crédito.

Além da utilização das estimativas dos parâmetros na predição do potencial de

risco de novos candidatos a crédito, os estimadores dos parâmetros nos fornecem também

a informação, através do seu ńıvel de significância, quais variáveis explicativas estão mais

associadas com o evento que está sendo modelado, no caso a inadimplência ou adimplência,

ajudando assim na compreensão e interpretação do mesmo (Abreu, 2004).

3.2.2 Testes de Hipóteses e Intervalos de Confiança

Intervalos de confiança assintóticos e testes de hipóteses para o vetor de parâmetros β

podem ser obtidos, considerando que o estimador de máxima verossimilhança, β̂, tem

aproximadamente distribuição Np(β, I
−1(β)). Na prática, geralmente I(β) é desconhecida

e a substituimos por I(β̂) que é a matriz I(β) avaliada na estimativa de máxima verossi-

milhança de β.

Testes de hipóteses

Usualmente no modelo de regressão loǵıstica são feitos dois conjuntos de testes de hipóteses

com finalidades distintas. O primeiro é feito para a escolha do modelo, onde o objetivo

é testar se uma variável explicativa ou um conjunto delas têm coeficiente igual à zero.
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Testar a significância de um conjunto de variáveis explicativas consiste essencialmente em

verificar se o modelo que as inclui revela o melhor ajuste que o modelo em que elas não

são incluidas (Carballo, 2002). Depois de escolhido o modelo, outro conjunto de testes

de hipóteses pode ser utilizado na verificação da qualidade do ajuste, visando aferir a

qualidade de ajuste do modelo.

Para o primeiro conjunto de testes de hipóteses, referente à escolha do modelo,

existem várias estat́ısticas para testar a hipótese de que os coeficientes β′is, correspon-

dentes às q variáveis retiradas do modelo, são iguais a zero (Demétrio, 2002). Estaremos

interessados em trabalhar, por exemplo, com duas dessas estat́ısticas. O interesse está em

testar as hipóteses:

H0 : Cβ = q0 vs H1 : Cβ 6= q0,

onde C é uma matriz de dimensão l× (p+ 1), l é o posto de C e q0 é um vetor conhecido

de dimensão l. Logo, as estat́ısticas Razão de Verossimilhança e Wald podem ser escritas

como

Λ = −2ln

[
L(β̃)

L(β̂)

]
= 2[l(β̂)− l(β̃)], (3.11)

W = (Cβ̂ − q0)T (CI−1(β̂)CT )−1(Cβ̂ − q0), (3.12)

onde β̂ é o vetor dos estimadores dos parâmetros do modelo de regressão loǵıstica com

todas as variáveis explicativas (modelo saturado) e β̃ é o vetor dos estimadores dos

parâmetros do modelo de regressão loǵıstica, quando as q variáveis são retiradas (modelo

ajustado).

Essas duas estat́ısticas são assintoticamente equivalentes e convergem em dis-

tribuição para uma qui-quadrado com os graus de liberdade dado pela diferença entre o

número de parâmetros do modelo irrestrito e número de parâmetros do modelo restrito

(sob a hipótese nula), isto é, Λ e W ∼ χ2
l . Por exemplo, considere que sob o modelo de

regressão loǵıstica, onde β = (β0, β1), temos interesse em testar as seguintes hipóteses

H0 : β1 = 0 vs H1 : β1 6= 0.

Note que o teste de hipóteses acima pode ser reescrito como H0 : Cβ = 0 vs

H1 : Cβ 6= 0, onde C = (0 1) e q0 = 0. Dessa forma, sob esse teste de hipóteses, as

estat́ısticas de Wald e Razão de Verossimilhança convergem em distribuição para uma

qui-quadrado com 1 grau de liberdade.
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O segundo conjunto de testes de hipóteses tem por objetivo verificar a quali-

dade do ajuste do modelo, ou seja, a adequação global do mesmo. Segundo Souza (2006),

o processo de ajuste de um modelo consiste em propor ao mesmo um pequeno número de

parâmetros, de tal forma que resuma toda a informação da amostra. Dado um conjunto

de n observações, um modelo de até n parâmetros pode ser ajustado, sendo denominado

modelo saturado, sendo que este indica toda a variação ao componente sistemático e re-

produzindo exatamente os dados. Este modelo, apesar de ser não informativo, uma vez

que não resume os dados, somente os reproduz, serve como base para medir a discrepância

de um modelo intermediário de p parâmetros, por exemplo.

Existem muitas estat́ısticas para medir esta discrepância, das quais a mais

utilizada é a estat́ıstica Deviance, baseada na função de verossimilhança e proposta por

Nelder e Wedderburn (1972). Ela é definida como:

Deviance = −2ln

[
L(β̂0, ..., β̂p)

L(y1, ..., yn)

]
, (3.13)

onde L(y1, ..., yn) corresponde à verossimilhança do modelo saturado e L(β̂0, ..., β̂p) cor-

responde à verossimilhança do modelo ajustado. A Deviance pode ser escrita como:

D = −2
n∑
i=1

[yilog(π̂i) + (1− yi)log(1− π̂i)]−
n∑
i=1

[yilog(yi) + (1− yi)log(1− yi)]

= −2
n∑
i=1

yi[log(π̂i)− log(yi)] + (1− yi)[log(1− π̂i)− log(1− yi)]

= −2
n∑
i=1

[
yiln

(
π̂i
yi

)
+ (1− yi)ln

(
1− π̂i
1− yi

)]
.

A Deviance sob a hipótese nula tem assintoticamente uma distribuição qui-

quadrado com n − p graus de liberdade. No contexto de adequação do modelo, quanto

menor for o valor da Deviance melhor é o ajuste.

Intervalos de confiança

Segundo Hosmer & Lemeshow (1989), o intervalo de 100(1− α)% de confiança para β0 e

βj, j = 1, ..., p, é dado por:

β̂j ± z1−α/2ŜE(β̂j), j = 1, . . . , p,

e para o intercepto,

β̂0 ± z1−α/2ŜE(β̂0),
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onde ŜE(.) denota o desvio padrão estimado, obtido via a matriz informação de Fisher.

3.2.3 Interpretação dos coeficientes

Na regressão loǵıstica, o coeficiente de uma variável explicativa representa a inclinação

ou a taxa de mudança da função logito para cada incremento de uma unidade no valor

dessa variável com as demais variáveis explicativas fixas, podendo ser representada como

βj = g(xi + 1)− g(xi),

onde a função g(.) representa a função descrita em (3.4) e podendo βj ser interpretada

como o logaritmo da razão de chances e exp(βj) como sendo a própria razão de chances

(“Odds ratio”).

A razão de chances é uma medida que representa o quão mais provável é se

observar o evento de interesse para um indiv́ıduo do que para outro, assumido como re-

ferência. Assim, pode-se dizer que para os indiv́ıduos com Xi = xi+1 o evento de interesse

tem exp(β1) vezes a chance daqueles que assumem Xi = xi. No contexto de Credit Scor-

ing, suponha que o interesse seja classificar indiv́ıduos em adimplentes e inadimplentes,

sendo a inadimplência o evento de interesse. Suponha a variável dicotômica estado civil,

em que x = 0 são os indiv́ıduos casados e x = 1 indiv́ıduos solteiros. Além disso, suponha

que a razão de chances dessa variável seja igual a 4. Assumindo indiv́ıduos casados como

referência, isso quer dizer que a chance de um indiv́ıduo solteiro ser inadimplente é quatro

vezes a chance de um indiv́ıduo casado. A razão de chances e o logaritmo da razão de

chances são mostrados a seguir.

Em situações em que a variável explicativa é dicotômica, a chance de resposta,

quando x=1, é definida como π(1)/[1 − π(1)] da mesma forma, quando x=0, é definida

como π(0)/[1− π(0)]. O logaritmo da razão é dado por:

g(1) = lnπ(1)/[1− π(1)] e g(0) = lnπ(0)/[1− π(0)].

A razão de chances, denotada por ψ é definida por:

ψ =
π(1)/[1− π(1)]

π(0)/[1− π(0)]
.

O logaritmo da razão das chances (“log-odds”) é:

ln(ψ) = ln

[
π(1)/[1− π(1)]

π(0)/[1− π(0)]

]
= g(1)− g(0).
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Usando a expressão para o modelo de regressão loǵıstica definido em (3.2) e (3.3), a razão

de chances é dada por:

ψ =

(
exp(β0+β1)

1+exp(β0+β1)

)
/
(

1
1+exp(β0+β1)

)
(

exp(β0)
1+exp(β0)

)
/
(

1
1+exp(β0)

) =
exp(β0 + β1)

exp(β0)
= exp(β1), (3.14)

e o logaritmo da razão de chances é dado por:

ln(ψ) = ln[exp(β1)] = β1.

O intervalo de confiança, com ńıvel de confiança 100(1 − α)% para razão de chances é

obtido inicialmente calculando o intervalo para β1 e aplicando a exponencial, tem-se:

exp[β̂1 ± z1−α/2ŜE(β̂1)],

em que ŜE(β̂1) é o desvio padrão estimado de β̂1.

3.3 Validação do modelo

Um procedimento usual para validação do modelo consiste em dividir o conjunto de ob-

servações em duas partes. Uma delas é usada para ajustar o modelo, cujas estimativas

dos parâmetros são então usadas para fazer predições para os indiv́ıduos do segundo con-

junto (Carballo, 2002). Porém, neste trabalho, para validar o modelo de Credit Scoring,

vamos utilizar a validação cruzada, porque vamos estar trabalhando com uma base de

dados desbalanceada, onde o número de indiv́ıduos adimplentes é maior que o número de

inadimplentes.

A validação cruzada é uma técnica de reamostragem que permite que todos

os dados da base de dados sejam utilizados para treinamento, que consiste no ajuste do

modelo, e teste, que consiste na validação do modelo. Na validação cruzada os dados inici-

ais são particionados aleatoriamente em K subconjuntos D1, D2, ..., DK aproximadamente

iguais em tamanho. Em seguida é ajustado um modelo utilizando K − 1 subconjuntos e

é testado o subconjunto restante. O procedimento anterior é repetido K vezes, utilizando

sempre um subconjunto diferente para teste (Han e Kamber, 2006).
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3.4 Medidas de desempenho

Algumas medidas são importantes para avaliar o desempenho do modelo. Tradicional-

mente, a precisão é a mais comumente utilizada, porém para classificação de classes des-

balanceadas, em que há uma classe minoritária, por exemplo, inadimplentes e uma classe

predominante, adimplentes, a precisão não é mais uma medida interessante porque a

classe minoritária tem muito pouco impacto sobre a precisão em comparação com a da

classe predominante (Horta, 2010). Das medidas existentes para lidar com o problema

de desequiĺıbrio de classes citadas por Sun (2008) foram escolhidas: matriz de confusão e

área sob a curva ROC.

3.4.1 Matriz de confusão

Em um modelo com variável resposta binária, como ocorre no caso de um Credit Scoring,

se busca classificar os clientes em uma das categorias consideradas, ou seja, em adimplentes

ou inadimplentes e obter um bom grau de acerto nessas classificações.

Geralmente, nas amostras de validação, se conhece a resposta dos clientes em

relação a sua real condição de crédito, e estabelecendo critérios em que se classifique esses

clientes em adimplentes e inadimplentes, torna-se posśıvel comparar essa classificação

obtida com a verdadeira condição credit́ıcia dos clientes. Essa comparação é feita através

da matriz de confusão ou matriz de erros. Essa matriz descreve uma tabulação cruzada en-

tre a classificação predita através de um único ponto de corte e a condição real e conhecida

de cada individuo, onde os valores da diagonal principal compreendem as classificações

corretas e os valores fora dessa diagonal correspondem aos erros de classificação. A tabela

3.1 ilustra uma matriz de confusão ou matriz de erros.

Tabela 3.1: Matriz de confusão

Predito

Inadimplente Adimplente Total

Real Inadimplente a b a+b

Adimplente c d c+d

Total a+c b+d a+b+c+d
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Os dados de entrada dessa matriz têm os seguintes significados:

• a é a quantidade de clientes classificados em inadimplentes dado que eles são inadim-

plentes.

• b é a quantidade de clientes classificados como adimplentes dado que os clientes são

inadimplentes.

• c é a quantidade de clientes classificados em inadimplentes dado que eles são adim-

plentes.

• d é a quantidade de clientes classificados em adimplentes dado que eles são adim-

plentes.

Algumas medidas comumente utilizadas em problemas de classificação binária, obtidas a

partir de uma matriz de confusão são:

• Acurácia (AC): é a proporção do total de predições corretas.

AC =
a+ d

a+ b+ c+ d

• Taxa de positivos-corretos (PC) ou sensibilidade: é a proporção de clientes classifi-

cados pelo modelo como adimplentes dado que eles são adimplentes.

PC =
d

c+ d

• Taxa de falsos positivos (FP): é a proporção de clientes classificados pelo modelo

como adimplentes dado que eles são inadimplentes.

FP =
b

a+ b

• Taxa de negativos corretos (NC) ou especificidade: é a proporção de clientes classi-

ficados pelo modelo como inadimplentes dado que eles são inadimplentes.

NC =
a

a+ b

• Taxa de falsos-negativos (FN): é a proporção de clientes classificados pelo modelo

como inadimplentes dado que eles são adimplentes.

FN =
c

c+ d
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• Precisão (P): é a proporção de clientes que realmente são adimplentes dado que

eles foram preditos pelo modelo como adimplentes (PV+) e a proporção de clientes

que realmente são inadimplentes dado que eles foram preditos pelo modelo como

inadimplentes (PV−), sendo, respectivamente:

PV+ =
d

b+ d
e PV− =

a

a+ c

3.4.2 Curva ROC (Receiver Operating Characteristic)

A Curva ROC constitui uma técnica útil para avaliar a capacidade preditiva dos modelos

de risco de crédito e está baseada nos conceitos da sensibilidade e da especificidade.

Para a construção da Curva ROC, são calculadas a sensibilidade e a especifi-

cidade considerando diferentes pontos de corte do modelo, e a curva é obtida registrando

em um gráfico “sensibilidade”versus “1-especificidade”. Usualmente, pode ser usada para

auxiliar na decisão do melhor ponto de corte que, em geral, é o ponto que maximiza

tanto a sensibilidade quanto a especificidade, estando localizado no “ombro”da curva, ou

próximo a ele.

Usualmente, na classificação binária, utiliza-se como limiar de referência 0.5.

No contexto de inadimplência de empresas e concessão de crédito, se a probabilidade

estimada para uma determinada empresa ou pessoa f́ısica é maior que 0.5, ela é classi-

ficada como adimplente, e o crédito é concedido. Caso contrário, ela é designada como

inadimplente e o crédito é recusado.

A área sob a Curva ROC mede a capacidade de discriminação do modelo,

quanto maior a área sob a curva, maior é a porcentagem de acerto nas classificações

dos indiv́ıduos adimplentes e inadimplentes. Uma maneira de interpretar a área sob a

curva é através da estat́ıstica U de Mann-Whitney. Assumimos que n1 denota o número

de indiv́ıduos inadimplentes (Y = 1) e n0 denota o número de indiv́ıduos adimplentes.

Então são criados n1xn0 pares: cada indiv́ıduo inadimplente é pareado com um indiv́ıduo

adimplente. Destes n1xn0 pares, determina-se a proporção de vezes em que o indiv́ıduo

inadimplente teve a maior das duas probabilidades. A proporção de pares classificados

corretamente corresponde à estat́ıstica U de Mann-Whitney. Esta proporção mostra-se

igual a área sob a curva ROC.

Segundo Hosmer & Lemeshow (1989,p. 162) a regra geral é:
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• Se ROC = 0.5: sugere que não houve discriminação.

• Se 0.7 ≤ ROC ≤ 0.8: considerado discriminação aceitável.

• Se 0.8 ≤ ROC ≤ 0.9: considerado excelente discriminação.

• Se ROC ≥ 0.9: considerado discriminação pendente.

Modelos de alto poder discriminatório concentram-se no canto superior es-

querdo da curva ROC, pois à medida que a sensibilidade aumenta há pouca perda de es-

pecificidade. Já os modelos com menor poder discriminatório aproximam-se da diagonal.

Esta diagonal revela a relação entre as taxas de resultados da sensibilidade (verdadeiros-

positivos) com o complementar da especificidade (falsos-positivos) que seria obtida pelo

modelo sem informação da inadimplência, por exemplo, se o analista de crédito jogasse

uma moeda (Carballo, 2002).
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4 Aplicação

4.1 Descrição dos Dados

Para ilustrar o desenvolvimento de um modelo de Credit Scoring, será utilizado um

conjunto de dados reais de um banco do sul da Alemanha, que consiste de 1000 ob-

servações de 1000 requerentes de crédito. São consideradas 21 variáveis explicativas e a

variável resposta dicotômica confiabilidade de crédito, sendo o nosso evento de interesse

(Y = 1) a adimplência. Os dados foram estratificados em 300 requerentes não dignos

de crédito (inadimplentes) e 700 requerentes dignos de crédito (adimplentes). Os da-

dos brutos podem ser obtidos por meio eletrônico no endereço http : //www.stat.uni −

muenchen.de/service/datenarchiv/kredit/kredite.html.

Variáveis

1. Crédito: é a resposta para cada indiv́ıduo, sendo 0= “não digno de crédito”e 1=

“digno de crédito”

2. Balanço: saldo atual em conta corrente

3. Estado civil: estado civil do cliente

4. Duração: duração do empréstimo, em meses

5. Estrangeiro: se o cliente é estrangeiro

6. Garantia: se o cliente apresenta algum fiador ou co-pretendente

7. Idade: idade do cliente, em anos

8. Moradia: tipo de moradia do cliente

9. Histórico: situação do cliente com relação ao pagamento de créditos anteriores

10. Ocupação: ocupação do cliente

11. Créditos adicionais: se o cliente está ou tem solicitado crédito em outra(s) insti-

tuição(ões)
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12. Pessoas: número de pessoas dependentes

13. Propósito: propósito do empréstimo

14. Créditos anteriores: número de empréstimos anteriores, incluindo o atual

15. Proposta de crédito: quantidade de crédito tomado, em Deutsche Marks (moeda

oficial Alemã até 1999)

16. Razão: parcelas, em % da renda dispońıvel

17. Recurso: bens dispońıveis de maior valor dados como garantia para o empréstimo

18. Sexo: sexo do cliente

19. Telefone: se o cliente possui telefone

20. Tempo emprego: tempo no emprego atual

21. Tempo residência: tempo na residência atual

22. Valor poupança: valor depositado em poupança ou de ações, em Deutsche Marks

4.2 Construção do modelo

Na construção do modelo de Credit Scoring foi adotado o método de validação cruzada,

discutido na seção 3.3, de modo que todos os indiv́ıduos da base foram utilizados para

treinamento (ajuste) e teste (validação). Dessa maneira, o banco de dados de 1000 reque-

rentes de crédito foi dividido em 4 subgrupos de 250 individuos selecionados aleatoria-

mente. As amostras de treinamento foram constitúıdas de 750 indiv́ıduos (75%), ou seja,

composta por 3 subgrupos, e as amostras para teste foram constitúıdas de 250 indiv́ıduos

(25%), composta pelo subgrupo restante. A escolha destas proporções nas amostras de

treinamento e teste são as mais usuais encontradas na literatura, o que justifica elas serem

usadas neste trabalho. O procedimento de treinamento do modelo e teste foi repetido 4

vezes, utilizando sempre um subconjunto diferente para teste. Dado que os subgrupos

foram selecionados aleatoriamente, a proporção de indiv́ıduos dignos e não dignos de

crédito em cada subgrupo não é fixada. Há alguns autores que trabalharam com estas

proporções fixadas, para mais detalhes veja, por exemplo, Vasconcellos (2002) e Abreu

(2004). Para desenvolvimento do modelo foi utilizado o software estat́ıstico R 2.10.1.
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Para a seleção das variáveis inclúıdas nos modelos, utilizou-se o procedimento

estat́ıstico denominado stepwise, o qual permite chegar, através de entradas e sáıdas das

variáveis explicativas no modelo, a um conjunto de variáveis para a discriminação da

ocorrência de clientes dignos e não dignos de crédito. Este procedimento permite duas

maneiras de seleção de variáveis: pelo ńıvel de significância das mesmas e pelo critério AIC

(critérios de informação de Akaike, 1994). Quando pelo ńıvel de significância, a entrada

e saida das variáveis é feita utilizando o teste da razão de verossimilhança, discutido

na seção 3.2.2. Para minimizar a entrada de variáveis sem efeito prático, os ńıveis de

significância adotados por alguns autores são inferiores ao tradicionalmente utilizado 0.05

(5%). Para mais detalhes, sobre tal procedimento, veja Pereira (2004) e Abreu (2004),

por exemplo. Quando pelo critério AIC (−2l(β) + 2p, onde l(β) está definido em (3.7) e

p é o número de parâmetros do modelo), um valor baixo para AIC é considerado como

representativo de um melhor ajuste e os modelos são selecionados visando a obter um

mı́nimo AIC. No presente trabalho, estaremos utilizando o critério AIC, em função de ser

este o adotado pelo software R.

Estaremos interessados, dentre os quatro modelos gerados na validação cruzada,

verificar aquele com melhor capacidade de classificação, ou seja, que obteve maior porcen-

tagem de acerto na classificação dos clientes dignos de crédito quando eles realmente são

dignos (sensibilidade), e dos não dignos de crédito quando eles realmente não são dignos

(especificidade). Além dessas duas medidas, outra medida fundamental é a taxa de falsos

positivos, que é a proporção de clientes não dignos classificados como dignos pelo modelo.

Essa taxa implica em custo para a instituição financeira, portanto, quanto menor for essa

taxa, melhor é o modelo.

Para cada amostra de teste foram feitas a Curva ROC e a Matriz de confusão

e através dessas medidas foi estabelecido qual o modelo com maior capacidade preditiva.

É importante ressaltar que a comparação entre as matrizes de confusão dos modelos só é

posśıvel porque a proporção de indiv́ıduos adimplentes e inadimplentes nas amostras de

teste são similares. A seguir, um resumo dos modelos gerados pela validação cruzada e a

capacidade preditiva de cada um.
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4.2.1 Modelo 1

A amostra de treinamento do modelo 1 é constituida por 525 indiv́ıduos dignos de crédito

e 225 não dignos de crédito e a amostra de teste formada por 175 dignos de crédito e 75

não dignos. Para verificar a capacidade preditiva do modelo, seguem a curva ROC e a

Matriz de confusão.

Figura 4.1: Curva ROC - Modelo 1
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lr.eta = 0.672

Area under the curve: 0.759

Sens: 77.7%
Spec: 69.3%
PV+: 85.5%
PV−: 57.1%

Sensibilidade = 77,7%. Especificidade = 69,3%. PV+ = 85, 5% e PV− = 57, 1%. Ir.eta (0,672) corre-

sponde ao ponto de corte do modelo.

De acordo com a Curva ROC, a capacidade de discriminação do modelo foi de

0,759, o que, segundo Hosmer & Lemeshow (1989) é uma discriminação aceitável.

Tabela 4.1: Matriz de confusão - Modelo 1

Predito

Não digno Digno

Real Não digno 52 23

Digno 39 136

Conforme exibe a matriz de confusão, dos 175 indiv́ıduos dignos de crédito, 136

foram classificados corretamente, e dos 75 não dignos, 52 foram classificados corretamente,
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o que corresponde, respectivamente, à sensibilidade e especificidade do modelo exibidas

na Curva Roc (Figura 4.1). Para este modelo, a taxa de falso-positivo foi de 30,6% e a

taxa de falso-negativo foi de 22,2%.

4.2.2 Modelo 2

A amostra de treinamento do modelo 2 é formada por 514 indiv́ıduos dignos de crédito

e 236 não dignos de crédito e a amostra de teste formada por 186 dignos de crédito e 64

não dignos.

Figura 4.2: Curva ROC - Modelo 2
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lr.eta = 0.729

Area under the curve: 0.853

Sens: 78.5%
Spec: 78.1%
PV+: 91.2%
PV−: 55.6%

Sensibilidade= 78,5%. Especificidade= 78,1%. PV+ = 91, 2% e PV− = 55, 6%. Ir.eta (0,729) corresponde

ao ponto de corte do modelo.

De acordo com a Curva ROC, a capacidade de discriminação do modelo foi de

0,853, o que, segundo Hosmer & Lemeshow (1989) é uma excelente discriminação.

Conforme exibe a matriz de confusão do segundo modelo, dos 186 indiv́ıduos

dignos de crédito, 146 foram classificados corretamente, e dos 64 não dignos, 50 foram

classificados corretamente, o que corresponde, respectivamente, à sensibilidade e especi-

ficidade do modelo exibido na Curva Roc (Figura 4.2). Para este modelo, a taxa de

falso-positivo foi de 21,8% e a taxa de falso-negativo foi de 21,5%.
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Tabela 4.2: Matriz de confusão - Modelo 2

Predito

Não digno Digno

Real Não digno 50 14

Digno 40 146

4.2.3 Modelo 3

A amostra de treinamento do modelo 3 é formada por 534 indiv́ıduos dignos de crédito

e 216 não dignos de crédito e a amostra de teste formada por 166 dignos de crédito e 84

não dignos.

Figura 4.3: Curva ROC - Modelo 3
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lr.eta = 0.545

Area under the curve: 0.847

Sens: 90.4%
Spec: 71.4%
PV+: 86.2%
PV−: 78.9%

Sensibilidade= 90,4%. Especificidade= 71,4%. PV+ = 86, 2% e PV− = 78, 9%. Ir.eta (0,545) corresponde

ao ponto de corte do modelo.

De acordo com a Curva ROC, a capacidade de discriminação do modelo foi de

0,847, o que, segundo Hosmer & Lemeshow (1989) é uma excelente discriminação.
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Tabela 4.3: Matriz de confusão - Modelo 3

Predito

Não digno Digno

Real Não digno 60 24

Digno 16 150

Conforme exibe a matriz de confusão do terceiro modelo, dos 166 indiv́ıduos

dignos de crédito, 150 foram classificados corretamente, e dos 84 não dignos, 60 foram

classificados corretamente, o que corresponde, respectivamente, à sensibilidade e especi-

ficidade do modelo exibido na Curva Roc (Figura 4.3). Para este modelo, a taxa de

falso-positivo foi de 28,6% e a taxa de falso-negativo foi de 9,63%.

4.2.4 Modelo 4

A amostra de treinamento do modelo 4 é formada por 527 indiv́ıduos dignos de crédito

e 223 não dignos de crédito e a amostra de teste formada por 173 dignos de crédito e 77

não dignos.

De acordo com a Curva ROC (Figura 4.4), a capacidade de discriminação

do modelo foi de 0,807, o que, segundo Hosmer & Lemeshow (1989) é uma excelente

discriminação.

Tabela 4.4: Matriz de confusão - Modelo 4

Predito

Não digno Digno

Real Não digno 65 12

Digno 51 122

Conforme exibe a matriz de confusão do quarto modelo, dos 173 indiv́ıduos

dignos de crédito, 122 foram classificados corretamente, e dos 77 não dignos, 65 foram

classificados corretamente, o que corresponde, respectivamente, à sensibilidade e especi-

ficidade do modelo exibido na Curva Roc. Para este modelo, a taxa de falso-positivo foi

de 15,6% e a taxa de falso-negativo foi de 29,48%.
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Figura 4.4: Curva ROC - Modelo 4
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lr.eta = 0.720

Area under the curve: 0.807

Sens: 70.5%
Spec: 84.4%
PV+: 91.0%
PV−: 56.0%

Sensibilidade= 70,5%. Especificidade= 84,4%. PV+ = 91, 0% e PV− = 56%. Ir.eta (0,720) corresponde

ao ponto de corte do modelo.

4.3 Resultados

Tabela 4.5: Resumo dos modelos

Modelo 1 Modelo 2 Modelo 3 Modelo 4

Sensitividade 77,70% 78,50% 90,40% 70,50%

Especificidade 69,30% 78,10% 71,40% 84,40%

Área sob a curva 0,759 0,853 0,847 0,807

Falsos-positivos 30,60% 21,80% 28,60% 15,60%

Queremos deixar claro que, apesar de no nosso exemplo o evento de interesse

ser a adimplência, na análise de desempenho dos quatro modelos gerados pela validação

cruzada, deve-se levar em consideração que para uma instituição financeira concessora de

crédito, é mais interessante que o modelo seja eficaz na predição da inadimplência do que

da adimplência, já que o erro de aprovar uma operação que se tornará problemática é

considerado mais grave que a recusa de uma operação que seria um bom negócio para
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a instituição. Diante disso, como já dito anteriormente, nosso interesse maior, além de

avaliar a capacidade preditiva do modelo, sensibilidade e especificidade, está em verificar

a menor taxa de falsos-positivos.

Verifica-se, que, de uma forma geral, os percentuais de acerto dos modelos em

suas classificações ficaram em torno de 80%. O modelo 1 é o que obteve pior desempenho,

pois além de possuir a menor capacidade preditiva (0,759), dada pela área abaixo da Curva

ROC, obteve maior taxa de falsos-positivos (30,6%). Os modelos 2, 3 e 4, se assemelharam

na capacidade preditiva, todos eles maiores que 0,80, o que, de acordo com Hosmer &

Lemeshow (1989) é uma excelente discriminação. Apesar da semelhança, o modelo 4 se

destaca dos demais, pois além de sua taxa de falsos-positivos ser menor, sua especificidade

foi maior, comparada aos outros modelos. Assim, o modelo 4, se apresentou mais eficaz

na predição da inadimplência, evento de interesse no contexto de Credit Scoring.

4.3.1 Descrição e interpretação do modelo selecionado

Visto ser o modelo 4 aquele que se mostrou mais eficaz, as tabelas a seguir exibem,

respectivamente, as 15 variáveis que foram inclúıdas no modelo final através do método

de seleção stepwise e os coeficientes estimados para as 15 variáveis e o intercepto, desvio

padrão e significância estat́ıstica.
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Tabela 4.6: Variáveis do modelo

Variável Valor Categoria

Razão 1 ≥ 35

2 25 ≤ ... < 35

3 20 ≤ ... < 25

4 < 20

Garantia 1 Nenhum

2 Co-pretendente

3 Fiador

Creditos adicionais 1 em outros bancos

2 em lojas

3 nenhum

Propósito 1 Carro novo

2 Carro usado

Duração Cont́ınua (em meses) Não categorizada

Proposta Cont́ınua (em Deutche Marks) Não categorizada

Idade Cont́ınua (em meses) Não categorizada

*categorias em negrito são os ńıveis de referência utilizados

Como pode ser observado, além das variáveis categóricas listadas, três variáveis

cont́ınuas foram inclúıdas no modelo, totalizando 15 variáveis explicativas. Verifica-se que

a um ńıvel de significância de 0,10, não são todas as categorias das variáveis significativas,

porém, consideramos que se pelo menos uma categoria é significativa, as outras também

permanecem no modelo.
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Tabela 4.7: Variáveis do modelo (cont.)

Variável Valor Categoria

Estado civil 1 Solteiro(a)

2 Casado(a)

Estrangeiro 1 Sim

2 Não

Tempo residencia 1 < 1 ano

2 1 ≤ ... < 4 anos

3 4 ≤ ... < 7 anos

4 ≥ 7 anos

Histórico 1 Ruim

2 Bom

Tipo de moradia 1 Gratuito

2 Aluguel

3 Próprio

Tempo emprego 1 Desempregado

2 ≤ 1 ano

3 1 ≤ ... < 4 anos

4 4 ≤ ... < 7 anos

5 ≥ 7 anos

Valor poupança 1 Não dispońıvel / Sem poupança

2 < 100 DM

3 100 ≤ ... < 500 DM

4 500 ≤ ... < 1000 DM

5 ≥ 1000 DM

Balanço 1 Inativo

2 Sem balanço ou em débito

3 0a200 DM

4 > 200 DM

*categorias em negrito são os ńıveis de referência utilizados
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Tabela 4.8: Coeficientes dos parâmetros estimados e significância estat́ıstica

Variável Categoria Estimativa Desvio padrão p-valor

Intercepto - -0,6620 0,7739 0,392376

Estado civil 2 0,5269 0,2115 0,012733

Estrangeiro 2 1,664 0,7585 0,028272

Tempo de residência 2 -1,073 0,3559 0,002578

3 -0,6968 0,3839 0,069528

4 -0,5867 0,3483 0,092068

Histórico 2 0,7854 0,3385 0,020313

Tipo de moradia 2 0,5717 0,2655 0,031302

3 0,4106 0,3877 0,289455

Tempo emprego 2 -0,5424 0,4257 0,202594

3 0,01138 0,3909 0,976776

4 0,7622 0,4454 0,087018

5 0,02445 0,4073 0,952136

Valor poupança 2 0,1504 0,3255 0,644011

3 0,3928 0,4426 0,374802

4 2,110 0,7792 0,006761

5 0,9700 0,2998 0,001215

Balanço 2 0,5427 0,2470 0,028042

3 0,8885 0,4225 0,035452

4 1,823 0,2642 5,17e-12

Razão 2 -0,4638 0,3615 0,199471

3 -0,7297 0,3933 0,063511

4 -1,184 0,3525 0,000779

Garantia 2 -0,2212 0,4664 0,635343

3 0,8898 0,4776 0,062461

Créditos adicionais 2 -0,04402 0,5207 0,932635

3 0,4939 0,2725 0,069876

Propósito 2 0,7705 0,2045 0,000164

Duração cont́ınua -0,03084 0,01028 0,002707

Proposta cont́ınua -8,486e-05 4,53e-05 0,061350

Idade cont́ınua 0,01445 0,01027 0,159564
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Uma maneira interessante de verificar o desempenho de uma predição prob-

abiĺıstica para um evento binário consiste em construir o gráfico de confiabilidade do

modelo. Abaixo, o grafico de confiabilidade do modelo 4.

Figura 4.5: Gráfico de confiabilidade - Modelo 4
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Neste gráfico temos no eixo X as probabilidades que foram estimadas pelo

modelo, sendo que estas foram divididas em decis, afim de que não seja necessário plotar

250 probabilidades. No eixo Y, temos as frequências relativas observadas, ou seja, dentre

as 25 observações do primeiro decil, qual a proporção de clientes que na minha base de

dados são adimplentes. O objetivo deste gráfico é verificar se o modelo 4 está sendo

realmente coerente na predição dos clientes em adimplentes. Verificamos ser o modelo 4

coerente na predição, pois, observa-se que quanto maior a probabilidade estimada maior

é a frequência de clientes adimplentes.

A Deviance obtida para o modelo ajustado foi 678,35 com 719 graus de liber-

dade, o que corresponde a um p-valor menor que 0,0001, logo a hipótese nula de que os

coeficientes do modelo sejam iguais a zero é rejeitada, implicando na significância de pelo

menos um dos coeficientes exibidos na tabela 4.7 e portanto, conclúımos ser o modelo

ajustado significativo.

Descrito o modelo e verificado sua adequação global dado pela Deviance, vamos

agora interpretá-lo. Considerando todas as demais variáveis do modelo fixas, se o cliente

tem menos de um ano de emprego, seu score final é diminúıdo de -0,5424 pontos, ou

seja, a chance dele ser adimplente diminui em 0,5424. Se o cliente é estrangeiro, não
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terá nenhum acréscimo no seu score final, porém, se o cliente não é estrangeiro terá um

acréscimo de 1,664 pontos no seu score final. Note que o score final do cliente terá um

acréscimo de 0,01445 pontos a cada ano de envelhecimento do cliente, logo, a chance de

adimplência de pessoas mais velhas é maior do que para pessoas jovens. As análises são

análogas para as outras variáveis. O escore de cada indiv́ıduo representa a probabilidade

dele ser adimplente, logo, tomando como exemplo os indiv́ıduos 1 e 2 com escores 0,7951 e

0,4096, respectivamente, podemos dizer que a probabilidade do indiv́ıduo 1 ser adimplente

é maior que a probabilidade de o indiv́ıduo 2 ser adimplente.

Observando os valores da odds ratio na tabela 4.8, podemos dizer para a

variável estado civil, que a chance de um indiv́ıduo casado ser digno de crédito é 1,6937

vezes a chance de um indiv́ıduo solteiro. Da mesma forma, a chance de um indiv́ıduo

com um bom histórico ser digno de crédito é 2,1932 vezes a chance do indiv́ıduo que

possui um histórico ruim. Para a variável tipo de moradia, a chance de um ind́ıviduo que

paga aluguel e de um indiv́ıduo que tem casa própria ser adimplente é, respectivamente,

1,7712 e 1,5077 vezes a chance do indiv́ıduo que mora de forma gratuita. Em relação a

tempo de emprego, pode-se dizer que a chance de um indiv́ıduo que está a mais de sete

anos no emprego atual ser adimplente é 1,0247 vezes a chance de um indiv́ıduo que está

desempregado.
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Tabela 4.9: Interpretação dos coeficientes

Variável Categoria Odds ratio

Estado civil 2 1,6937

Estrangeiro 2 5,2787

Tempo residência 2 0,3421

3 0,4941

4 0,5561

Histórico 2

Tipo de moradia 2 1,7712

3 1,5077

Tempo emprego 2 0,5813

3 1,0114

4 2,1430

5 1,0247

Valor poupança 2 1,1623

3 1,4811

4 8,2519

5 2,6378

Balanço 2 1,7206

3 2,4314

4 6,1905

Razão 2 0,6288

3 0,4820

4 0,3059

Garantia 2 0,8015

3 2,4347

Créditos adicionais 2 0,9569

3 1,6387

Propósito 2 2,1608

Duração cont́ınua 0,9696

Proposta cont́ınua 0,9999

Idade cont́ınua 1,0145



52

5 Conclusões

Modelos de Credit Scoring são ferramentas bastante válidas para avaliar a concessão de

crédito de uma forma objetiva, tendo em vista que seu desempenho é superior aos métodos

de julgamento humano, onde os analistas avaliam se concedem ou não o crédito baseados

em critérios subjetivos. O método de análise de concessão de crédito, proposto neste

trabalho, mostrou que a implementação do modelo de Credit Scoring utilizando o modelo

de regressão loǵıstica é capaz de classificar corretamente a grande maioria das operações

de crédito de uma instituição financeira.

Determinar a inadimplência de uma empresa ou indiv́ıduo apresenta dificul-

dades inerentes às caracteŕısticas do banco de dados. Os dados, geralmente são desba-

lanceados, onde o número de exemplos da classe de indiv́ıduos ou empresas não dignos

(inadimplentes) é bem inferior ao número de exemplos da classe de indiv́ıduos ou empre-

sas classificados como dignos (adimplentes) e, dado que o interesse maior está em obter

uma classificação correta para clientes inadimplentes, diante de dados desbalanceados esta

classificação é prejudicada.

Diante disso, é preciso obter e organizar um grande número de informações,

com um número suficiente de operações de crédito e variáveis relativas às operações, sendo

necessário o entendimento da importância de cada variável no processo de discriminação

de clientes inadimplentes de adimplentes. Além disso, para gerar um modelo de Credit

Scoring é necessário que a instituição tenha um sistema computacional de grande ca-

pacidade de armazenamento e processamento de dados, pois podem existir diversas linha

de crédito para as quais devem ser elaborados modelos individuais que considerem as

caracteŕısticas de cada linha espećıfica, por exemplo, quando se trata de empresas, estas

podem pertencer a setores econômicos distintos, o que pode traduzir em comportamento

diferenciado das variáveis para cada setor representado.

Em função da dificuldade em encontrar base de dados para aplicação, pois

se trata de informações confidenciais, este trabalho utilizou uma base de dados com um

pequeno número de operações de crédito (1000), sendo 300 indiv́ıduos dignos de crédito

e 700 indiv́ıduos não dignos, portanto, um banco desbalanceado. A técnica de validação
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cruzada para obtenção dos modelos ajustados foi, de certa maneira, uma forma de diminuir

o impacto do desbalanceamento da base na capacidade preditiva do modelo, pois permite

que todos os indiv́ıduos sejam utilizados tanto para o ajuste quanto para validação.
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Loǵıstica e de Redes Neurais Artificiais. Dissertação (Bacharel em Estat́ıstica)-
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[11] DEMÉTRIO, C. G. B.; Modelos lineares generalizados em experimentação
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REFERÊNCIAS BIBLIOGRÁFICAS 57
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